
硕 士 学 位 论 文

（专业学位）

论文题目： 基于多源数据融合的高压断路器

健康管理技术研究

作者姓名： 孔秀婷

指导教师： 陈科明 教授

专业学位类别： 电子信息

专业名称：

新一代电子信息技术

（含量子技术等）

所在学院： 电子信息学院

完成时间： 2025 年 05 月

学号： 222040107 学校代码： 10336

密级：



杭州电子科技大学硕士学位论文

基于多源数据融合的高压断路器

健康管理技术研究

研 究 生：孔秀婷

指导教师：陈科明 教授

2025 年 5 月



Dissertation Submitted to Hangzhou Dianzi University
for the Degree of Master

Research on Health Management Technology
of High - Voltage Circuit Breakers Based on

Multi - source Data Fusion

Candidate: Kong Xiuting
Supervisor: Prof. Chen Keming

May, 2025



杭州电子科技大学

学位论文原创性声明和使用授权说明

原创性声明

本人郑重声明： 所呈交的学位论文，是本人在导师的指导下，独立进行研究工作所取得

的成果。除文中已经注明引用的内容外，本论文不含任何其他个人或集体已经发表或撰写过

的作品或成果。对本文的研究做出重要贡献的个人和集体，均已在文中以明确方式标明。

申请学位论文与资料若有不实之处，本人承担一切相关责任。

论文作者签名： 日期：2025年 5月 30日

学位论文使用授权说明

本人完全了解杭州电子科技大学关于保留和使用学位论文的规定，即：研究生在校攻读

学位期间论文工作的知识产权单位属杭州电子科技大学。本人保证毕业离校后，发表论文或

使用论文工作成果时署名单位仍然为杭州电子科技大学。学校有权保留送交论文的复印件，

允许查阅和借阅论文；学校可以公布论文的全部或部分内容，可以允许采用影印、缩印或其

它复制手段保存论文。（保密论文在解密后遵守此规定）

论文作者签名： 日期：2025年 5月 30日

指导教师签名： 日期：2025年 5月 30日



杭州电子科技大学硕士学位论文

I

摘要

随着我国经济社会快速发展，电力需求激增，电力系统稳定性和可靠性至关重要。高压

断路器作为关键设备，其性能和可靠性直接影响电力系统安全。当前高压断路器运行环境复

杂，传统维护方式成本高且无法实现预测性维护，且现有高压断路器健康状态评估和剩余寿

命预测方法依赖专家经验、数据来源单一以及未考虑预测模型的不确定性。因此，精准评估

高压断路器的健康状态、预测剩余寿命，对提升电力系统智能化管理水平意义重大。

针对电力行业数智化的需求，本文设计并实现了一种基于云端协同的高压断路器健康管

理系统，旨在全方位提升高压断路器的运行管理水平。系统以高压断路器为核心，使用机械

特性采集装置实时采集关键状态数据，并通过装置内的通信模块，将数据传输至边缘侧和平

台侧。边缘层基于安卓屏实现边缘计算，平台层基于物联网平台、云服务器实现设备管理、

数据存储和模型训练，展示层通过Web端和 APP向用户提供可视化的在线监测服务。

高压断路器健康状态评估是寿命预测的基础。针对单源、单特征的评估方法数据来源单

一，无法全面反映高压断路器的运行状态的局限性，本文提出了一种基于多源数据融合的健

康指数模型，利用核主成分分析（Kernel Principal Component Analysis，KPCA）将高压断路

器多源数据中的复杂特征进行有效降维，再通过加权马氏距离（Weighted Mahalanobis distance，

WMD）对降维后的特征进行融合，得到设备健康指数，基于退化速率识别退化起始点，划分

正常状态和潜在故障状态。实验结果表明，本文方法退化敏感性较传统主成分分析单源方法

提升 27.4%，实现退化起始点识别提前了 7.4%，证明多源融合策略能更为精准地评估高压断

路器的健康状态，显著增强对早期性能劣化的捕捉能力，为预测性维护赢得关键时间窗口。

进入潜在故障状态的高压断路器，可以通过分析其退化趋势预测剩余寿命。针对传统预

测模型无法对不确定性进行量化，本文提出了一种基于近似贝叶斯推断的高压断路器剩余寿

命预测方法，将蒙特卡洛（Monte Carlo，MC）Dropout与双向长短时记忆网络（Bi-directional

Long-Short Term Memory，BiLSTM）结合，使得寿命预测结果为概率分布形式，得到寿命预

测的置信区间。实验结果表明，MC-Dropout+BiLSTM 方法的均方根误差和平均绝对误差为

83和 53，区间能够覆盖 95.44%的真实寿命值。

通过融合多源数据，本文方法突破传统单一数据评估局限，实现了对高压断路器健康状

态和剩余寿命的精准评估与预测，为高压断路器的预测性维护提供了科学、可靠的技术支持，

有助于提升电力系统运行的可靠性和稳定性，具有显著的工程应用潜力。

关键词：高压断路器，健康状态评估，剩余寿命预测，多源融合，不确定性
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ABSTRACT

With China's rapid economic and social development, power demand surge, power system

stability and reliability is critical. High voltage circuit breakers as key equipment, its performance

and reliability directly affect the power system safety. Currently, the operating environment of high

voltage circuit breakers is complex, the traditional maintenance methods are costly and cannot

realize predictive maintenance, and the existing methods of health state assessment and remaining

life prediction of high voltage circuit breakers rely on experts' experience, have a single source of

data, and do not take into account the uncertainty of the prediction model. Therefore, it is of great

significance to accurately assess the health state and predict the remaining life of high voltage

circuit breakers to improve the intelligent management level of power systems.

In response to the demand for digital intelligence in the power industry, this thesis designs and

implements a cloud-based collaborative high-voltage circuit breaker health management system,

aiming to improve the operation and management level of high-voltage circuit breakers in an

all-round way. The system takes the high voltage circuit breakers as the core, uses the mechanical

characteristic acquisition device to collect the key state data in real time, and transmits the data to

the edge side and the platform side through the communication module in the device. The edge

layer is based on Android screen to realize edge computing, the platform layer is based on IoT

platform and cloud server to realize device management, data storage and model training, and the

display layer provides users with visualized online monitoring services through the Web side and

APP.

High voltage circuit breakers health state assessment is the basis of life prediction. Aiming at

the limitation that single-source, single-feature assessment methods have a single data source and

cannot fully reflect the operational status of high voltage circuit breakers, this thesis proposes a

health index model based on the fusion of multi-source data, which utilizes Kernel Principal

Component Analysis (KPCA) to KPCA is used to effectively reduce the dimensionality of the

complex features in the multi-source data of HV circuit breakers, and then the reduced features are

fused by Weighted Mahalanobis distance (WMD) to get the health index of the equipment, which is

based on the degradation rate to identify the degradation starting point, and to classify the normal

state and the potential fault state. Experimental results show that the degradation sensitivity of this

thesis method is improved by 27.4% compared with the traditional principal component analysis

single-source method, and the identification of degradation starting point is realized 7.4% earlier,

which proves that the multi-source fusion strategy can more accurately assess the health state of
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high voltage circuit breakers, significantly enhance the ability to capture early performance

degradation, and win a critical time window for predictive maintenance.

High voltage circuit breakers entering a potential failure state can be predicted to have a

remaining lifetime by analyzing their degradation trends. Aiming at the inability of traditional

prediction models to quantify the uncertainty, this thesis proposes a residual life prediction method

for high voltage circuit breakers based on approximate Bayesian inference, which combines the

Monte Carlo (MC) Dropout with the Bi-directional Long-Short Term Memory (BiLSTM) network,

making the life prediction results as a function of the time. ) are combined to make the life

prediction results in the form of probability distribution and get the confidence interval of life

prediction. The experimental results show that the root-mean-square error and the average absolute

error of the MC-Dropout+BiLSTM method are 83 and 53, and the intervals are able to cover

95.44% of the true lifetime values.

By fusing multi-source data, the method in this thesis breaks through the traditional single data

assessment limitations and realizes the accurate assessment and prediction of the health state and

remaining life of high voltage circuit breakers, which provides scientific and reliable technical

support for the predictive maintenance of high voltage circuit breakers, helps to improve the

reliability and stability of the power system operation, and has a significant potential for

engineering applications.

Keywords: High Voltage Circuit Breaker, Health state assessment, Remaining Useful Life,

Multi-source fusion , Uncertainty
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1 绪论

1.1 研究背景与意义

随着我国经济的快速发展，社会的持续进步，电力需求日益增长。电力系统作为国家基

础设施的重要组成部分，其稳定性与可靠性与国民经济发展及人民生活品质息息相关。高压

断路器作为电力系统中的关键设备，承担着控制和保护电力系统安全运行的重要任务[1]。因

此，高压断路器的性能和可靠性对电力系统的稳定性至关重要。随着电力系统规模的扩大和

运行条件的复杂化，对高压断路器的性能要求也越来越高，这就需要我们对其运行状态和寿

命进行更加精确的预测和管理。

在实际运行中，高压断路器的工作环境恶劣、运行年限久，可能面临着各种故障和问题，

严重威胁到电力系统的安全性和稳定性。传统的解决方案是定期进行维护和检查，但这种方

法往往成本高昂，且无法准确预测故障发生的时间，导致维护工作可能过于频繁或不够及时。

同时随着智能电网的快速发展，高压断路器的故障容忍度越来越小[2]。随着设备健康管理技

术的发展，特别是预测性维护的概念逐渐被引入到高压断路器的维护中，我们可以通过分析

设备的历史运行数据和实时监测数据，来评估其健康状况和预测潜在的故障。

预测性维护[3]（Predictive Maintenance，PDM）是一种基于条件的维护策略，它通过监测

设备的运行状态，使用先进的数据分析技术，如机器学习和大数据分析，来预测设备的故障

和剩余使用寿命。这种方法不仅可以减少不必要的维护工作，降低维护成本，还可以提高设

备的运行效率和可靠性。

剩余寿命预测[4]（Remaining Useful Life，RUL）作为预测性维护的一个重要组成部分，

其核心在于通过分析设备的历史和实时数据，建立准确的寿命预测模型。这样的模型能够帮

助电力系统运营商了解每个断路器的健康状况和预期寿命，从而制定更加科学和经济的维护

计划。通过预测高压断路器的寿命，可以有效地减少意外停电事件，提高电力供应的可靠性，

同时也为电力系统的规划和资源分配提供重要的数据支持。因此，高压断路器健康管理系统

的设计和实现对于提升电力系统的智能化管理水平、保障电力供应的稳定性以及降低维护成

本具有重要的实际意义。

1.2 高压断路器简介

高压断路器作为开关柜设备的核心部件，是发电厂和变电站输、变电设备中最重要的控

制和保护设备，如图 1.1所示，广泛应用于 3kV及以上的高压电力系统中。其主要功能包括

电路控制、过载保护、短路保护、隔离功能等，能够接通和断开正常工作电流、快速切除过

负荷电流和故障电流，以确保电力系统的安全稳定运行[5]。
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图 1.1 配电开关设备

根据高压断路器结构和安装位置，可以根据灭弧介质、操作机构和安装位置的不同分类。

虽然高压断路器的类型多样，但其基本结构类似。高压断路器的基本结构，主要包括开断元

件、绝缘支柱、操动机构及基座等几部分，如图 1.2所示。

图 1.2 高压断路器基本结构

开断元件（触头系统）：这是高压断路器的核心部分，负责在电路中接通和断开电流。

它包括固定触头和可动触头，以及在分闸和合闸过程中用于熄灭电弧的灭弧室。

绝缘支柱：用于支撑导电部件并提供必要的电气绝缘。绝缘支撑元件确保断路器在高电

压下安全运行，防止电流泄漏和电击事故。

操动机构：负责驱动断路器的触头系统，实现电路的合闸和分闸操作。操动机构可以是

手动的、电动的、气动的或液压的，它们通过机械连杆或操作杆来控制触头的运动。

基座：为断路器提供稳固的安装平台，确保断路器固定在适当的位置。基座设计要考虑

到机械稳定性和电气绝缘性。

高压断路器的操作系统由将其他能量转换成机械能作为合闸动力的操动机构及传递动力

的传动机构两部分组成，如图 1.3所示。操作系统的动作过程，是将操作元件产生的动能，

通过主轴、连杆、杠杆、拐臂等机构，传递到断路器的触点去实现分、合闸动作。利用操动

机构和传动机构中的杠杆，可以改变操作大小、方向、作用点以及运动的性质和行程，以满
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足断路器动触点分、合闸的需要。

图 1.3 高压断路器的分合闸过程

合闸过程：当需要闭合电路时，操动机构的合闸线圈通电，产生电磁力，吸合合闸铁芯。

通过机械传动机构使动静触头接触，完成合闸操作。

分闸过程：当需要断开电路时，操动机构的分闸线圈通电，产生电磁力，吸合分闸铁芯。

此时，锁口被释放，断路器在分闸弹簧的作用下迅速分断电路。

本文研究内容高压断路器的剩余机械寿命具体指的是高压断路器在当前状态下还能进行

的操作次数即剩余机械操作次数。而高压断路器机械寿命的评估主要关注高压断路器的机械

部分即操动机构。

1.3 国内外研究现状

1.3.1 故障预测与健康管理研究现状

随着泛在电力物联网和数字电网等发展理念的提出，为保证新型电力系统的可靠运行，

对电力设备的健康管理和运维模式进行数字化和智能化的转型迫在眉睫。

传统的基于事后维修和计划维修的被动维修难以满足电力设备的健康管理与智能化运维

的需求，故障预测与健康管理技术[6]（Prognostics and Health Management，PHM）应运而生。

PHM 借助人工智能方法与推理模型，整合装备传感数据、专家知识以及维修保障资源信息，

以此实现对装备运行状态的监测、故障的识别诊断、健康状态的评估与预测，进而提供健康

管理措施[7]。

PHM技术对提高设备可靠性和运行效率有突出作用[8]，其不仅能在早期精准探测设备潜

在隐患，在故障实际发生前提前实施预防性手段，有效规避意外停机事故以及生产流程的中

断，从而降低维护成本并减少生产损失，还能对维护计划进行科学优化，让维护工作更具合

理性，避免不必要的维修作业与资源浪费。特别是在高复杂度和高风险的工业系统中，例如

航空发动机、风力发电机以及核电站设备等，PHM 技术的应用意义重大。因为这些系统一



杭州电子科技大学硕士学位论文

4

旦发生故障，极有可能引发严重的经济损失，甚至带来安全风险。

PHM技术最早起源于 20世纪 90年代中期，旨在满足现代武器装备复杂化、综合化、智

能化的需求，提升装备的作战效能和保障能力。国外在 PHM技术的研究和应用方面处于领

先地位，欧美等发达国家在电子设备领域运用 PHM技术取得了很多成就。在航空航天领域，

美国波音公司在飞机上部署状态管理系统（Health Management System，HMS）系统，实时监

测分析飞机的运行状态和预测潜在故障[9]；NASA开发了集成车辆健康管理（Integrated Vehicle

Health Management，IVHM）系统对飞行器的健康状态进行全面监测和管理[10]。在军事领域，

美国将 PHM技术用于军用直升机、舰船等设备的高效维护与管理[11-13]。在民用领域，PHM

技术被用于轨道交通、电力电子设备、机械设备等多方面[14]。

和国外相比，国内对 PHM技术的研究起步较晚，相关研究工作开展得不够深入。但近

年来，随着工业发展对设备可靠性和运行效率的要求不断提高，国内逐渐深刻意识到 PHM

技术研究工作的重要价值与现实紧迫性。在此背景下，国内积极开展对国外先进 PHM 技术

的追踪调研。目前，国内研究主要集中在航空航天[15,16]、轨道交通[17-20]、电力电子[21,22]等领

域。当前我国 PHM行业整体规模偏小，具有综合竞争力的企业数量少，其中容知日新、博

华科技、东华测试、威锐达、恩普特、江凌股份等在风电、石化、冶金、军工等行业有较好

应用[23]。国内许多高校和研究机构在 PHM技术研究中发挥了重要作用，北京航空航天大学、

国防科技大学等高校和中国航空综合研究所、上海航空测控研究所等研究机构都在 PHM技

术的理论研究和工程应用方面取得了显著进展。

PHM系统的核心技术包括传感器技术、数据处理技术、人工智能算法、通信技术等，随

着这些关键技术的升级换代，PHM技术也不断发展。

健康状态评估和剩余寿命预测是 PHM技术的关键环节，为预测性维护提供必要的数据

支持和决策依据，从而实现对设备的精准维护，提高设备的可靠性和使用寿命，降低维护成

本。本文对健康状态评估和剩余寿命预测的研究现状展开介绍。

1.3.2 健康状态评估研究现状

健康状态评估是 PHM技术的关键技术之一，它通过运用各类先进传感器，对设备运行

过程中的各类状态参数与特征信号展开实时监测，再借助多种智能算法和模型，实现对设备

健康状态的评估[24,25]。

健康状态评估方法根据数据类型和分析方法的不同，分为定性评估和定量评估[26]。健康

状态的定性评估指对健康状态实现分级评估，通过采集数据状态，通过专家经验与逻辑推理

对设备状态进行非数值化判断，此方法适用于设备数据不足或故障机理复杂的场景。健康状

态的定量评估指健康度或健康因子评估，依托数学模型与数据驱动技术，输出数值化健康指

标，具有客观性强、可解释性高的特点。

健康状态的定量评估分为物理健康指数和虚拟健康指数[27]。物理健康指数是指从传感器

采集的信号中使用统计或信号处理方法直接提取得到的指标。文献[28]通过构建评估指标体系，
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将进出口压力、流量、转速等能够反映液压系统健康状态性能参数作为评估指标。文献[29]选

用涡轮排气温度、压气机转子转速、滑油压差等性能参数作为评估指标。物理健康指数能有

效反映设备健康状态，但仍存在对早期故障不敏感、易受噪声干扰等不足。虚拟健康指数是

指多个物理健康知识或传感器数据通过数据融合得到的能反映设备运行状态的指标。文献[30]

提出了一个称为修正单调性的信号性能指标和一个名为元概率的累积指标评估标准，可以应

对较大的信号噪声和全面考虑健康指数在单元群体中的表现，并在两个涉及轴承运行到失效

振动数据的案例进行验证。文献[31]提出了一种基于新型健康指数的自适应预测方法。通过多

准则优化和遗传算法构建复合健康指数，结合扩散过程模型对健康指数的退化进行建模，实

现了 RUL的在线预测。文献[32]以多个特征参数的变化为依据，参照电力设备健康状况老化公

式，引入变量健康因子，对设备运行状态的健康指数加以修正，并在空压机上开展实例分析。

虚拟健康指数融合了多维度数据能够更全面地反映设备的健康状态，并且有效减少数据维度，

提高计算效率，但其模型复杂度和计算成本较高，可解释性有限。

目前，设备健康状态评估的研究主要集中在机械、电力、航天航空、轨道交通、电子系

统等领域。在电力系统领域，主要针对发电设备、输电设备、变电设备和配电设备的健康状

态评估，通过实时监测设备的运行状态，可以及时发现潜在的故障，从而确保电力系统的稳

定运行。

开关设备作为电力系统中重要的控制与保护设备，对其进行健康状态评估是必要的。关

于高压断路器的健康状态评估，常用方法有基于模糊理论的方法和健康指数构建。文献[33-35]

基于模糊理论对高压断路器进行健康状态分级评估，文献[36,37]则对多种退化特征使用主成分

分析（Principal Component Analysis，PCA）、卷积神经网络（Convolutional Neural Networks，

CNN）等融合方法计算融合得到一维健康指数用于断路器健康状态的定量评估。模糊理论方

法能够有效处理不确定性和模糊性，但较大程度上依赖于专家经验，且采用定期检修的评估

方法，而健康指数构建方法能够通过融合多源数据提高评估精度，但存在数据来源的单一性

和健康指数构建的不准确性等问题。

1.3.3 剩余寿命预测研究现状

设备剩余寿命预测是故障预测与健康管理的关键环节，也是国内外研究的热点。国内外

对剩余寿命预测技术的研究主要集中在航空发动机[38,39]、锂电池[40,41]、轴承[42,43]等领域，工程

实践证明，利用剩余寿命预测技术能预测设备可能出现的故障，可以在故障发生前采取措施，

避免意外停机和生产中断，从而提高系统的安全性，还能实现预测性维护，减少不必要的维

护活动和成本。

设备剩余寿命预测方法主要有基于物理模型的方法、基于数据驱动的方法[44]和基于混合

模型的方法三类，如图 1.4所示。
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图 1.4 设备剩余寿命预测方法分类

基于物理模型的设备寿命预测是一种通过数学模型和物理规律来预测设备剩余使用寿命

的方法。这种方法依赖于对设备退化机制的深入理解，以及对设备运行过程中物理行为的建

模。常用的物理模型包括：Paris模型[45]、Forman模型和在其基础上的各种改进和扩展模型。

文献[46]依据裂纹扩展模式，借助修正临界平面法并结合修正 Paris 模型，构建了涵盖裂纹萌

生寿命、裂纹扩展寿命以及疲劳剥落寿命的滚动轴承全周期疲劳寿命预测模型。文献[47]建立

了基于 Forman公式的裂纹缺陷深长尺寸关联函数拟合方法，建立一种与裂纹缺陷实际失效过

程相吻合的安全裕度表征模型。这类方法的预测效果依赖于模型参数，但实际应用中获取精

确的物理模型参数较为困难。

基于数据驱动的设备寿命预测不依赖于复杂的物理模型，而是通过分析历史数据来预测

设备的剩余寿命。这种方法通常利用机器学习、深度学习等技术，从大量数据中提取模式和

特征。根据研究的方法和数据挖掘的深度，可进一步分为基于机器学习的方法和基于统计分

析的方法。

基于机器学习的方法有支持向量机（Support Vector Machine，SVM）、极限学习机（Extreme

Learning Machine，ELM）、随机森林（Random Forest，RF）等传统机器学习方法和循环神

经网络（Recurrent Neural Network，RNN）、长短期记忆网络（Long Short-Term Memory，LSTM）、

深度置信网络（Deep Belief Network，DBN）、卷积神经网络、深度自编码器（Deep Auto-encoder，

DAE）等深度学习方法。文献[48]结合性能评估和 SVM技术，通过优化参考样本权重，提出

了一种基于改进 SVM的航空发动机剩余寿命预测方法。文献[49]构建了秃鹰搜索算法和优化

极限学习机的组合预测模型实现了锂电池剩余寿命预测。文献[50]利用结合遗传算法（Genetic

Algorithm，GA）和随机森林（RF）的集成学习方法 GA-RF算法对历史发动机进行性能退化

模型训练后，基于相似度选择匹配模型，计算发动机的剩余寿命。传统机器学习方法由于其
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网络结构简单，预测效果受信号处理技术和现有知识的影响。深度学习方法凭借其强大的自

主学习能力，能够自动从海量的数据中挖掘出隐藏的复杂模式和关键特征，而无需像传统方

法那样依赖人工手动提取特征，深度学习方法在设备剩余寿命预测中展现出了巨大的有效性

和广阔的应用前景。文献[51]基于压缩感知和高斯 Copula方法对数据进行处理后，用循环神经

网络实现了具有一定抗噪性的滚动轴承剩余寿命的准确预测。文献[52]通过时间卷积网络

（Temporal Convolutional Network，TCN）提取短期局部特征，并利用双向长短时记忆神经网

络（Bi-directional Long-Short Term Memory，BiLSTM）捕捉数据中的双向时序依赖，同时引

入注意力选择性增强模块（Squeeze-and-Excitation，SE）动态调整网络权重，最终实现高精

度的涡扇发动机剩余寿命预测。基于机器学习的方法，通常分为预处理、特征提取、特征筛

选、预测模型建立等步骤。

基于统计分析的方法是指通过分析设备退化过程的数据分布特征，建立统计模型来预测

剩余寿命的方法，常用方法有Weibull分布、Gamma分布、Wiener过程、隐马尔可夫过程等。

文献[53]使用随机森林算法和皮尔逊算法提取和筛选特征后，用核熵主成分分析法进行降维，

然后使用维纳过程对风电齿轮箱的剩余寿命进行预测。文献[54]针对由锂电池动态非线性特征

给锂电池的退化建模同时带来的数据不确定性和模型不确定性，提出了一种基于多项式拟合

的维纳过程模型，用于锂电池剩余寿命预测。文献[55]提出了基于高维特征融合构建高斯自相

关隐马尔科夫预测模型，证明了统计学预测方法的有效性。基于统计分析的方法在设备剩余

寿命预测中具有简单透明、数据驱动等优势，但同时也存在对数据质量要求高、模型假设限

制等缺点。

基于混合模型的方法通过结合不同模型的优势，能够更好地捕捉设备退化的复杂特征。

文献[56]考虑到 BP 神经网络的不确定性，对不确定性进行量化，构建了高质量的剩余寿命区

间预测方法。文献[57]提出了一种结合广义幂均值和高阶原点矩的健康评价指标族，以及改进

的 Paris-Erdogan模型，用于轴承性能退化评估和 RUL预测，验证了数模混合模型的优越性。

基于混合模型的方法在提高预测精度和鲁棒性方面具有显著优势，但也面临着模型复杂度增

加、参数调整困难和数据需求增加等挑战。

高压断路器剩余寿命预测包括电寿命和机械寿命预测两个方面。目前，对高压断路器的

研究主要集中在电寿命预测。文献[58]搭建了微型断路器电寿命实验平台提取特征，用皮尔逊

相关系数选择最优子集，基于注意力机制优化长短期记忆神经网络预测模型实现较高精度的

剩余电寿命预测。在某些情况下，机械寿命可能先于电寿命失效，因此也需要考虑到机械寿

命对高压断路器可靠性的影响。文献[59]基于电流信号和振动信号提取低压万能式断路器储能

操动机构的退化特征，对关键特征进行融合得到综合健康指标，最终使用一元回归指数模型

进行剩余机械寿命预测。文献[60]提出了广义线性回归算法模型对高压断路器液压操动机构进

行剩余寿命预测，并与 Spark ML机器学习库中的其他回归模型进行对比，证明所提模型的预

测性能。文献[61]将分合闸时间作为高压断路器的劣化特征，并使用韦布尔分布对断路器进行

可靠性分析和寿命计算。文献[62]提出了一种基于鲸鱼优化和双向长短期记忆网络的断路器操
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动机构剩余寿命预测方法，证明了所提混合模型的预测准确性。

综上，目前行业内对于高压断路器的剩余机械寿命的研究较少，且大多使用单一特征参

量或单源信号提取特征作为退化指标，常用基于统计分析的方法对退化过程进行建模，从而

实现断路器剩余寿命预测。

1.4 研究内容与章节安排

本文围绕高压断路器的健康管理技术，对高压断路器健康评估和寿命预测展开深入研究，

旨在为高压断路器的预测性维护提供科学依据和技术支持。本文设计并实现了一个高压断路

器健康管理系统，系统涵盖了数据采集、处理、分析和展示等多个层面。同时，针对现有高

压断路器健康状态评估和剩余寿命预测的不足，进行深入研究，并提出了解决方案。根据本

文研究内容，本文章节安排如下：

第 1章：绪论。阐述了对高压断路器开展预测性维护研究的必要性，分析了健康状态评

估和寿命预测研究的背景及意义，介绍了高压断路器的基本情况，对国内外在故障预测与健

康管理、健康状态评估、剩余寿命预测等方面的研究现状进行深入分析，进而引出本文的研

究内容并列出章节安排。

第 2章：高压断路器健康管理系统。首先对系统总体设计进行分析，包括应用需求和总

体框架，系统被分为设备层、采集层、边缘计算层、平台层、展示层，并分别对每层制定详

细的方案和设计，最后展示系统的实现效果。

第 3章：基于多源数据融合的高压断路器健康状态评估。首先对高压断路器的机械特性

信号的机理进行分析，介绍了高压断路器寿命数据来源与预处理方法，而后详细介绍了对机

械特性信号进行特征提取、归一化、筛选形成退化特征集的过程。进一步提出了基于核主成

分分析（Kernel Principal Component Analysis，KPCA）和加权马氏距离（Weighted Mahalanobis

distance，WMD）的多源数据融合健康指数模型，并在健康指数基础上提出了基于变点检测

的健康状态划分方法。最后，通过实验验证和结果分析对所提健康评估方法进行评估和比较。

第 4章：基于不确定性量化的高压断路器剩余机械寿命预测。首先，在数据集处理方面，

详细介绍了数据集来源，通过滑动时间窗口处理数据，并确定了 RUL 标签。接着，进行业

务分析，在此基础上完成预测模型的选型。随后，对模型结构进行了深入阐述，其中包括

LSTM 和 BiLSTM 原理、贝叶斯神经网络以及蒙特卡洛 Dropout（Monte Carlo Dropout，

MC-Dropout）近似贝叶斯推断。然后，说明了基于不确定性量化的剩余寿命预测的实现过程。

最后，通过实验验证来评估模型性能，这一过程涵盖了数据预处理、模型评估指标的设定、

模型参数设置以及结果分析等环节。

第 5章：总结与展望。总结了本文对高压断路器健康管理做的工作，并对文中所提方法

的局限性进行深入剖析，为后续深入研究指明了方向。

本文围绕高压断路器健康管理技术展开研究，全文结构图如图 1.5 所示，采用“总-分-

总”结构：第 1章绪论提出研究背景和整体框架；第 2章构建健康管理系统架构，为后续章
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节提供技术支撑；第 3章和第 4章是核心创新，分别解决健康评估和寿命预测两个关键问题，

依托第 2章的系统实现设备管理、数据采集与处理，且第 3章的健康评估结果为第 4章寿命

预测提供输入特征，两章形成递进关系；第 5章总结前文，分析不足并展望。

图 1.5 全文结构图



杭州电子科技大学硕士学位论文

10

2 高压断路器健康管理系统

为实现电网系统智能化的需求和多设备的统一管理，本章设计了基于云端协同的高压断

路器健康管理系统。本系统通过非侵入式机械特性采集装置采集高压断路器的运行数据，确

保采集装置不干扰设备正常运行。同时，基于无线传输将数据传至云平台，进行设备管理、

分析和存储，在云平台实现模型训练，在客户端实现模型推理，最终将可视化结果在Web端

和客户端进行展示。

2.1 系统总体设计

2.1.1 系统需求分析

本文设计的基于云端协同的高压断路器健康管理系统的主要需求有以下几点：

（1）状态实时监测。通过在高压断路器的关键部位安装各类高精度传感器，对断路器的

运行参数进行实时采集。这些传感器能够不间断地获取设备的实时状态数据，并通过高速数

据传输网络，将数据迅速传输至监测系统的核心处理单元，确保系统能够第一时间捕捉到设

备状态的任何细微变化。

（2）状态数据的存储。构建可靠的分布式存储架构，采用云存储与本地存储相结合的方

式。一方面，利用云存储的大容量和高扩展性，将大量的历史状态数据进行长期保存，以便

后续的数据分析和趋势研究；另一方面，在本地设置高速缓存存储，用于实时数据的临时存

储，保障数据处理的及时性。

（3）健康状态评估及剩余寿命预测。运用先进的数据分析算法和机器学习模型，对采集

到的大量状态数据进行深度挖掘和分析。通过建立设备的健康状态评估模型，结合设备的运

行历史、实时参数以及同类设备的故障案例，对高压断路器的当前健康状态进行准确评估。

在此基础上，利用寿命预测算法，综合考虑设备的老化程度、运行环境等因素，预测设备的

剩余寿命，为设备的维护检修提供科学依据，提前制定合理的维护计划，降低设备故障风险。

（4）可视化页面展示。设计简洁直观、交互性强的可视化页面，以图形化、图表化的方

式展示高压断路器的运行状态、历史数据、健康评估结果和剩余寿命预测等信息。通过实时

动态更新的曲线等可视化元素，让运维人员能够一目了然地了解设备的运行情况。同时，提

供数据查询、报表生成等功能，方便运维人员对历史数据进行追溯和分析，为设备管理决策

提供有力支持。

2.1.2 系统总体框架设计

本文结合上述需求，设计的高压断路器健康管理系统总体设计如图 2.1所示。高压断路

器健康管理系统由高压断路器、机械特性采集装置、设备云平台、云计算平台、安卓屏等组
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成，形成一个完整的高压断路器健康管理系统。如图 2.2所示是该系统的架构示意图，由图

中可以看出，在云计算平台上进行后续的健康状态评估和剩余机械寿命预测。

图 2.1 系统总体设计

图 2.2 系统架构示意图
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系统分为设备层、采集层、边缘计算层、平台层、展示层共 5个关键层次，具体如下：

设备层：由高压断路器组成，从高压断路器可采集触头行程信号、线圈电流信号。该层

负责设备的物理操作和状态监控，确保设备正常运行并提供实时数据。

采集层：由机械特性采集装置组成，包括传感器和智能终端。该层一方面负责从设备层

收集数据，并通过无线通信等方式将数据传输到设备云平台；另一方面负责接收云计算平台

下发的模型参数，并将数据和模型参数其传输至边缘计算层。

边缘计算层：由安卓屏通过串口获取数据和模型参数后，对数据进行初步处理和分析，

并进行模型推理。该层在数据源头附近进行初步处理和分析，减少数据传输量，提高响应速

度。

平台层：由设备云平台和云计算平台组成，设备云平台功能包括设备自动注册、网关信

息自主上报、设备状态查询、设备远程操控等功能；云计算平台功能包括模型训练、参数下

发、数据存储等功能。该层负责数据的存储、处理、模型训练和更新，支持高级分析和决策。

展示层：通过 APP为用户提供直观的界面，展示数据分析结果、操作记录和设置选项，

方便用户监控和管理系统。

2.2 采集层设计与实现

2.2.1 基本功能

机械特性采集装置通过传感器采集机械特性信号，借助物联网技术上传至云平台，以便

后续对机械特性信号进行进一步的分析处理。机械特性采集装置由多个传感器和状态监测智

能终端组成，如图 2.3所示，其实物图及安装示意图，如图 2.4所示。

图 2.3 机械特性采集装置组成
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2.2.2 传感器应用

本文的数据采集模块选用非介入式传感器，不仅提高了监测的安全性和准确性，还简化

了安装过程，降低了维护成本，具有显著的技术和经济优势。

（1）电流传感器

本装置采用穿芯式霍尔传感器[63]采集电流信号，对断路器分合闸线圈进行实时监测，在

不影响断路器原有操作的前提下，高精度采集电流信号。本装置采用的穿芯式霍尔传感器及

安装示意图，如图 2.5所示。

霍尔传感器详细的技术参数，如图 2.6所示。端子定义如表 2.1所示。根据霍尔电流传感

器的技术参数，可得所测电流的计算公式为：

( 2.5) 0.5p out pnI V I    (2.1)

表 2.1 霍尔传感器端子定义

1 2 3 4

红色线 黄色线 黑色线 白色线

V+ （VI）信号输出 G 悬空

(a)实物图 (b)实际安装示意图

图 2.4 机械特性采集装置

(a)实物图 (b)实际安装示意图

图 2.5 穿芯式霍尔电流传感器
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图 2.6 霍尔电流传感器技术参数

（2）触头行程传感器

通过对传统触头行程测量方法的深入调研分析，传统方法存在传感器安装条件受限和特

殊安装方式产生测量误差等问题，本装置基于巨磁阻效应的角度传感器采取离轴测量的方式

采集角位移信号[64]。行程传感器的实物图及安装示意图，如图 2.7所示。

图 2.8 展示了行程传感器的测量原理，传动主轴旋转时带动其机械联动装置，高压触头

产生位移，完成断路器的分合闸动作，因而通过角度传感器可以间接测量触头行程，通过角

度-行程对应点表，可以将角度转为行程。

图 2.8 行程传感器测量原理

(a)实物图 (b)实际安装示意图

图 2.7 触头行程传感器
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2.2.3 智能终端

智能终端是机械特性采集装置的核心，其由主控MCU和无线通信模块组成，原理图如

图 2.9所示。

图 2.9 智能终端原理图

（1）主控MCU

主控模块由 GD32F303RCT6 微处理器与晶振电路共同构成。此处理器配备了 256KB的

Flash存储器和 48KB的随机存取存储器，其处理速度最高可达 72MHz，完全能够满足系统的

运行需求。此外，系统所需的 UART、ADC、DMA等硬件接口均已完整配置。在本系统中，

PC0至 PC1引脚被设置为 ADC，用于分别连接分闸和合闸线圈的电流传感器，以实现对相关

电流数据的精确采集和处理。通过 UART端口 0与 485通信电路相连，可以读取角度传感器

的数据，并通过串口与无线模块通信。

（2）无线通信模块

机械特性采集装置选用 Air724UG 作为无线通信模块，其适用于低功耗、高性能和多种

通信功能的场景，无线通信模块的硬件框图如图 2.10所示。Air724UG 芯片不仅具备快速的

数据处理与传输能力，还支持多种通信协议，可灵活适应不同距离的通信需求，实现可靠连

接，保障整个机械特性采集装置通信的完整性。此外，Air724UG 芯片严格遵循 LTE Cat.1[65]

通讯标准，这使其在数据传输速率、信号覆盖范围以及抗干扰能力等方面表现出色。

图 2.10 无线通信模块硬件框图
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2.3 边缘计算层设计与实现

本系统基于 Android设备和 UniApp构建边缘计算层，以充分利用 Android 设备的本地

计算能力，实现高效、低延迟的推理任务。边缘计算层主要分为数据存储和模型推理两个模

块。

2.3.1 数据存储

本系统基于 Android设备的 SQLite[66]数据库实现边缘的数据存储。SQLite作为一种嵌入

式关系型数据库管理系统，以其轻量化和开源特性著称。该数据库引擎无需额外配置或独立

服务器支持，具备自包含的特点，能够直接嵌入到各类应用程序中运行。SQLite的核心设计

理念在于简化操作流程，降低使用复杂度，从而使其成为嵌入式应用场景中的理想选择。这

种设计思路不仅提升了数据库的易用性，还增强了其在多样化应用环境中的适应性。

本系统直接使用基于 Uniapp的 Sqlite扩展模块实现数据库的创建，数据会集中存储在一

个.db文件下。以下展示几个关键的数据库表信息：

（1）基础信息表。此表存储设备名称和类型等信息。

表 2.2 基础信息表

字段名 名称 数据类型

id 主键 id Integer

deviceName 设备名称 Text

type 设备类型 Text

（2）操作记录表。此表存储设备操作类型、操作次数、线圈电流、角度等信息。

表 2.3 操作记录表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id Integer 主键 id angle Json 角度

type Integer 操作类型 actionTime datetime 动作时间

num Integer 操作次数 create_time datetime 创建时间

coil Json 线圈电流 update_time datetime 更新时间

（3）机械特性表。此表存储行程、超程、动作时间等机械特性信息。

表 2.4 机械特性表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id Integer 主键 id
contact

Distance
Real 开距

type Integer 操作类型
overContact

Distance
Real 超程
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续表 2.4

字段名 字段类型 字段含义 字段名 字段类型 字段含义

actionStartTime datetime
动作开始时

间
overDistance Real 过冲

actionEndTime datetime
动作结束时

间
speed Real 触头速度

maxCoil Real
线圈峰值电

流
time Real 分合闸时间

actionTime Real 动作时间 create_time datetime 创建时间

distance Real 总行程 update_time datetime 更新时间

（4）寿命信息表。此表存储剩余寿命预测的结果，如健康指数、剩余寿命等信息。

表 2.5 寿命信息表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id Integer 主键 id dst Integer 退化起点

hi Real 健康指数 create_time datetime 创建时间

stage Integer 健康阶段 update_time datetime 更新时间

rul Integer 剩余寿命

（5）模型参数表。此表存储剩余寿命预测模型的参数。

表 2.6 模型参数表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id Integer 主键 id create_time datetime 创建时间

modelParams Blob 模型参数 update_time datetime 更新时间

2.3.2 模型推理

本系统基于 TensorFlow Lite[67]实现寿命预测模型的推理。TensorFlow Lite（TF Lite）作为

机器学习框架，是 TensorFlow（TF）开源机器学习平台的重要构成部分。它具备快速、轻量

以及跨平台的显著优势，是专为物联网（Internet of Things，IoT）与移动应用场景量身定制的。

它秉持“一次转换，处处部署”的理念，支持 iOS、Android、MCU等平台，大幅降低了开

发者的技术门槛，推动了端侧机器学习[68]（On-Device Machine Learning，ODML）的发展。

本系统在云计算平台完成模型训练后，使用 TensorFlow Lite Converter将模型转换为适用

于 TF Lite的.tflite格式。将.tflite文件放入 UniApp项目的 static文件夹中，在 UniApp中通过

原生插件加载.tflite文件并进行推理。本文提出的方法结合了云平台的强大计算能力和移动端

的灵活性，适用于高压断路器剩余寿命的实时推理。
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2.4 平台层设计与实现

高压断路器健康管理系统的平台层是整个系统的核心枢纽，连接着底层的采集装置与上

层的应用服务，在数据处理、存储和交互等方面发挥着关键作用，其框架设计图如图 2.11所

示。

图 2.11 平台层的框架设计图

机械特性采集装置负责实时监测高压断路器的各项机械特性参数，并将这些数据上传至

OneNet 平台。OneNet 平台作为数据汇聚与中转的关键节点，对采集装置上传的数据进行初

步处理和存储。

平台层中的云计算平台会根据预设的规则，以定时推送或条件触发的方式，从 OneNet 平

台获取数据。云计算平台内部采用 springboot、docker、python等技术，为数据处理和模型训

练提供了高效稳定的运行环境。在数据推送方面，云计算平台利用消息队列等机制，将数据

及时准确地传输到需要的模块。对于模型训练，借助 python丰富的科学计算库和机器学习框

架，对采集到的数据进行深度分析和建模，以实现对高压断路器状态的智能评估和预测。

在数据存储方面，云计算平台将处理后的数据先存储到 Redis缓存中，Redis的高速读写

特性保证了数据的快速存取，对于频繁访问的数据，可直接从缓存中获取，提高系统响应速

度。同时，Redis 缓存中的数据会定期或在特定条件下同步到MySQL数据库进行持久化存储，

MySQL 数据库强大的结构化数据管理能力，确保了数据的长期安全存储和复杂查询分析的

实现。

此外，对于录波文件等较大型的数据，云计算平台会将其存储到 Oss中，Oss 提供了高

可靠、大容量的对象存储服务，满足了录波文件存储的需求。

2.4.1 设备云平台

本系统使用中国移动开发的物联网开放平台 OneNet[69]，该平台旨在物联网应用和真实设

备间搭建高效、稳定、安全的应用平台，其设计架构如图 2.12所示。该平台不仅支持多种网
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络环境和常见传输协议（包括MQTT、HTTP等），还提供各类硬件终端的快速接入方案和

设备管理服务。此外，它还能面向企业应用，提供丰富的 API和数据分发能力，以满足各类

行业应用系统的开发需求。使物联网企业能够更加专注于自身应用的开发，而不必将工作重

心放在设备接入层的环境搭建上，从而缩短物联网系统的形成周期，降低企业的研发、运营

和运维成本。

图 2.12 OneNet平台的设计架构[70]

本系统使用 OneNET 云平台来对设备的信息进行存储和管理，并选用 MQTT（Message

Queuing Telemetry Transport，消息队列遥测传输协议）[71]作为机械特性采集装置与 OneNET

的通信协议，MQTT是一种基于发布/订阅模式的通讯协议，其旨在实现设备之间的低带宽、

高延迟或不可靠网络环境下的高效通信。具体实现过程为：机械特性采集装置采集数据后运

用 MQTT 通信协议，将信息传输至 OneNET 云平台。设备云平台接收数据后，会对数据流

执行进制解析等一系列操作，以此完成数据的预处理，确保数据的规范性和可用性。完成处

理后，设备云平台会借助全局接口，将数据批量推送至云计算平台，为后续的业务逻辑处理

和数据分析提供支持，实现数据从采集端到应用端的完整流转，满足不同业务场景下的数据

需求。

2.4.2 云存储数据库

设备的基本信息、机械特性信号和模型信息都属于结构相对固定的，且这些数据之间存

在明确的关联关系，适合用关系型数据库来存储和管理。MySQL是一种广泛使用的开源关系

型数据库管理系统，能很好地处理这种结构化数据。设备的机械特性信号往往是实时产生的

数据流，需要快速的读写操作来保证数据的及时性。Redis的内存数据库特性使其能满足对实

时数据的高速读写需求，适合存储这类实时性要求高的数据。
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MySQL 是一款广泛应用的开源关系型数据库管理系统，它支持标准 SQL语言，具备强

大的事务处理能力，能确保数据的一致性与完整性，通过多种存储引擎可满足不同业务场景

需求，有高效的查询优化器和索引机制，能处理大规模数据和高并发操作，提供命令行与图

形化管理工具，易于使用和管理，并且可在多种操作系统上部署，开源免费的特性也使其成

为众多企业和开发者的首选数据库。

Redis是一个基于内存的高性能开源非关系型数据库，以键值对形式存储数据，拥有字符

串、哈希、列表、集合、有序集合等丰富的数据结构，这使其能灵活应对各种不同类型的数

据存储和处理需求，读写速度极快，适用于缓存、消息队列、实时数据处理等场景，还支持

数据持久化、主从复制和集群功能，可保证数据的可靠性和系统的高可用性，在提升应用性

能和处理实时数据等方面发挥着重要作用。

为提高本系统的实时性，本文使用MySQL和 Redis联合的方式进行数据存储。以下展示

几个关键的数据库表信息：

（1）设备管理。如表 2.7-2.9所示，主要存储设备名称、状态等信息。

表 2.7 设备表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 网关主键 id factory_num varchar(100) 出厂序号

device_name varchar(32) 设备名称 act_count int(4) 动作次数

status tinyint(2) 设备状态 alarm_count int(4) 告警次数

device_type_id bigint(20) 设备类型 id create_time datetime 创建时间

imei varchar(50) 网关 id update_time datetime 更新时间

last_alarm_time datetime 告警时间

表 2.8 设备类型表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 网关主键 id state tinyint(2) 网关状态

api_key varchar(50) 设备 apiKey printer tinyint(2)
是否已经打

印二维码

imei varchar(50) 网关唯一标识 is_deleted tinyint(2)
本条记录是

否删除

onenet_id varchar(50) OneNET id create_time datetime 创建时间

iccid varchar(64) 网关的 iccid update_time datetime 更新时间

softVersion varchar(50) 网关驱动版本
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表 2.9 网关表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 网关主键 id state tinyint(2) 网关状态

api_key varchar(50) 设备 apiKey printer tinyint(2)
是否已经打

印二维码

imei varchar(50) 网关唯一标识 is_deleted tinyint(2)
本条记录是

否删除

onenet_id varchar(50) OneNET id create_time datetime 创建时间

iccid varchar(64) 网关的 iccid update_time datetime 更新时间

softVersion varchar(50) 网关驱动版本

（2）机械特性信号存储。如表 2.10、2.11所示，主要存储录波文件存储地址、时间等信

息。

表 2.10 录波文件表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 网关主键 id file_path varchar(100) oss文件路径

number bigint 动作序号 time timestamp(3)
OneNET推送

数据的时间

表 2.11 对象存储表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 主键 bucket_name varchar(255) 空间名称

tenant_id varchar(12) 租户 ID app_id varchar(255) 应用 ID

category int(11) 分类 region varchar(255) 地域简称

oss_code varchar(32) 资源编号 remark varchar(255) 备注

endpoint varchar(255) 资源地址 create_time datetime 创建时间

access_key varchar(255) accessKey update_time datetime 更新时间

secret_key varchar(255) secretKey

（3）模型管理。如表 2.12所示，主要存储模型名称和模型参数等信息。

表 2.12 模型信息表

字段名 字段类型 字段含义 字段名 字段类型 字段含义

id bigint(20) 网关主键 id device_type_id bigint(20) 设备类型 id

modelName varchar(255) 模型名称 create_time datetime 创建时间

modelParams Blob 模型参数 update_time datetime 更新时间
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同时，本系统的机械特性信息以录波文件形式存储，本系统将录波文件存储在对象存储

服务（OSS）上。从存储容量和扩展性来看，录波文件通常因录制时长、高分辨率等因素而

占据较大存储空间，且随着系统的持续运行和业务的不断拓展，其数量和规模会呈递增趋势。

OSS凭借其分布式架构所赋予的近乎无限的存储能力，以及高度灵活的扩展机制，能够无缝

适应录波文件存储需求的动态变化，为系统提供了可持续的存储解决方案。

2.4.3 云计算平台

本系统基于云计算平台实现基础业务功能，主要包括实时数据推送和模型训练两部分。

开发环境如表 2.13所示。

表 2.13 云计算平台开发环境

项目 详细信息

Java

语言版本 JDK-8u231

开发工具 IDEA2021.2.4

框架 SpringBoot

Python

语言版本 Python3.7

开发工具 PyCharm2020.1

框架 Tensorflow

管理工具 Conda

（1）数据推送

数据推送流程图，如图 2.13所示。

图 2.13 数据推送流程

准备阶段，项目启动时即完成交换机、队列、死信交换机及死信队列的注册，并以监控

点名称为路由键，实现交换机与队列、死信交换机与死信队列的绑定，同时关联队列和死信

队列，搭建起数据流转的基础架构。
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数据接收与初步处理上，OneNet响应处理支持全局推送配置，开启后，借助线程池将接

收到的数据异步发送到消息队列，为后续处理提供数据来源。

消息生产环节，消息生产者依据监控点名称作为路由键，精准绑定交换机和队列，保证

一一对应关系。发送消息前，先对监控点数据进行检查，过滤无效数据；发送时，先将消息

存入缓存，以便发送失败时重新发送。发送确认分两个步骤，一是确认消息是否到达交换机

（开启 confirm模式，到达则移除缓存消息），二是确认是否到达队列（开启手动模式确认，

mandatory为 true，失败则存入缓存），且设置定时任务，每分钟重发缓存中的消息。

数据分发与消费过程中，注册消费者监听器容器，消费者一次拉取一条消息，初始为一

个线程，并根据消息堆积情况自动调整，最多可达 10 个线程。若消息发送失败，会进行 3 次

重试，仍未成功则进入死信队列。

消息处理阶段，在消息分发后，系统会依次检查数据长度、设备在网页的添加情况，同

时以 OneNet 上报时间为主键检查数据是否重复，若存在问题则返回。对于合格数据，进行

解析后添加到数据库。此外，还会分析数据是否满足报警设置，若满足则添加报警数据，并

异步推送公众号消息，最后更新设备的报警数、动作数、设备状态以及电站状态。在整个数

据推送流程中，Redis通过配置服务器信息、注入 redisTemplate 实例，实现对消息的缓存、

删除及查看等操作，为数据的高效处理提供支持。

（2）模型训练及更新

本系统采用 Docker[72]和 TensorFlow[73]构建稳定且可重复的训练环境，并且依据具有全

生命周期数据的设备数量对模型进行更新，以确保模型的准确性和适应性，其流程图如 2.14

所示。

图 2.14 模型训练及更新流程图

本系统借助 Docker 的容器化技术与 TensorFlow 强大的机器学习功能。首先，根据模型

训练对计算资源的要求，从 TensorFlow 官方镜像库中选取合适的基础镜像，本文采用

TensorFlow GPU版本镜像。通过编写 Dockerfile来定义镜像的构建步骤。使用 FROM指令引
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入基础镜像，WORKDIR 指令设定工作目录，确保容器内操作路径的统一。COPY 指令将项

目所需的代码和数据复制到容器中，为训练做好准备。利用 RUN 指令依据 requirements.txt

安装必要的依赖库，保证不同环境下依赖的一致性。EXPOSE指令开放特定端口，便于后续

的调试和交互，CMD指令明确容器启动时执行的训练脚本。

完成环境搭建后，便开始模型训练。为了使模型能够适应设备运行过程中的动态变化，

本系统设计了基于具有全生命周期数据的设备数量的模型更新机制。随着健康管理系统的运

行，不断收集设备的全生命周期数据，包括设备的启动、运行、维护和故障等各个阶段的数

据。

当具有全生命周期数据的设备数量达到一定阈值时，触发模型更新流程。首先，将新收

集的数据与原有训练数据合并，并重新进行数据预处理，以保证数据的质量和一致性。然后，

使用更新后的数据集对模型进行训练。可以选择从上次训练的模型参数继续训练，也可以根

据新数据的特点重新初始化模型。

更新后的模型需要使用独立的测试数据集进行评估。通过比较更新前后模型在测试集上

的性能指标，判断新模型是否具有更好的预测能力。如果新模型性能更优，则将其部署到生

产环境中替换旧模型；反之，则需要进一步分析数据和模型，调整训练策略，直至获得性能

提升的模型。

通过这种基于设备全生命周期数据数量的模型更新机制，本健康管理系统的云计算平台

能够不断优化模型，为系统提供更加准确和可靠的预测能力，从而更好地支持设备的运行管

理和维护决策。

2.5 展示层设计与实现

2.5.1 Web端设计

Web端基于 JavaScript[74]、HTML[75]、CSS[76]等技术实现功能逻辑与业务展示，使用Axios[77]

实现与服务端通信。在前端开发领域，存在着众多功能强大的框架，如 React、Angular 和

Vue 等。本系统综合考量开发效率、学习曲线、生态系统以及可维护性等因素后，选用了 Vue[78]

框架。Web端的功能架构如图 2.15所示，分为信息总览、监测分析、模型管理、报警管理、

综合管理 5个模块。

图 2.15 Web端功能展示
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信息总览模块：该模块为用户呈现所有设备的分布地图、设备总数、设备在线总数、数

据点总数、站点状态评估、设备状态评估等统计信息。此模块聚焦于整合和展示关键设备统

计信息，帮助用户更直观且快速地判断其健康状态，辅助运维决策，提前预防潜在问题，保

障设备与站点稳定运行。

监测分析模块：主要对各站点或项目的高压断路器进行实时监测与深入分析。通过先进

的数据分析技术和算法，挖掘数据背后的潜在信息，以图表、曲线等直观的形式展示数据变

化趋势，帮助用户及时发现设备运行过程中的异常情况，为故障预警和预防性维护提供有力

依据。

模型管理模块：负责管理与高压断路器的各类寿命预测模型模型。对模型进行创建、训

练、更新和评估等操作，确保模型的准确性和有效性。通过不断优化模型，提升系统对断路

器状态的预测和诊断能力，从而更好地保障设备的安全稳定运行。

报警管理模块：当监测到高压断路器的运行数据超出预设的正常范围或出现异常情况时，

该模块会及时发出报警信息。可以设置不同级别的报警阈值和报警方式，如短信报警、邮件

报警等，确保相关人员能够迅速获取设备异常信息，及时采取应对措施，避免故障的扩大化。

综合管理模块：整合了系统的各类管理功能，如用户权限管理、项目管理、设备管理等。

用户权限管理能够依据不同用户在组织中的角色和职责，细致地设定其操作权限和访问级别；

项目管理可以查看各项目详情及状态；设备管理涵盖了设备的基本信息录入、维护记录管理

等多个方面。

2.5.2 客户端设计

对于客户端开发，本文选取基于 Vue.js的 Uniapp框架实现监测系统的可视化[79]。

客户端的功能如图 2.16所示，主要包括设备监测、监测分析、数据曲线、记录、设置 5

个主要功能。

图 2.16 客户端功能展示

设备监测：主要用于监控和操控高压断路器设备。综合仪表信息栏实时呈现电压、电流

等关键数据。线路图不仅直观展示断路器、底盘车、接地开关的状态，还支持点击控制。一

键顺控模块可查看设备状态，点击按钮能弹出控制弹窗，实现送电、停电操作。状态信息区

域显示柜号等内容，运行状态有多种模式，健康状态根据监测数据判断。此外，页面还设有
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摄像头窗口，可查看断路器室和电缆室的监控视频，全方位保障设备监测与管理的便捷性和

安全性。

监测分析：展示设备实时状态信息，包括基础信息、机械特性信息等。基础信息包括设

备操作次数、时间等；机械特性信息可让用户了解设备开合等机械动作的关键参数，掌握其

运行的稳定性。

数据曲线：以可视化的曲线形式展示设备运行数据随时间的变化情况，如触头行程曲线

和线圈电流曲线等。还展示了部分机械特性参数和寿命预测结果，用户可以直观地观察数据

的走势和波动，更清晰地了解设备的运行规律，便于发现异常变化点。本页面支持查看设备

历史数据信息。

记录：用于存储设备的历史操作记录信息。方便用户随时查阅过往数据，有助于追溯问

题发生时的详细情况。

设置：可设置个人账号信息、设备关机和重启等。设置账号信息为保障用户操作权限，

对断路器分合闸操作进行严格的身份校验。

2.5.3 系统展示

高压断路器健康管理系统Web端、客户端页面展示图，如图 2.17到 2.24。

图 2.17 平台主界面 图 2.18 设备管理页面

图 2.19 机械特性曲线页面 图 2.20 寿命预测页面
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高压断路器健康管理系统实际运行图和内部结构图，如图 2.25、2.26所示。

图 2.25 高压断路器健康管理系统实际运行图 图 2.26 高压断路器健康管理系统内部结构图

2.6 本章小结

本章阐述了高压断路器健康管理系统的设计与实现过程。首先，对系统需求深入剖析，

明确需求后搭建起总体框架。采集层采用传感器及智能终端组成的机械特性装置采集数据，

为系统运行提供基础信息。边缘计算层着重于数据存储与模型推理，保障数据处理的高效性

和准确性。平台层借助设备云平台、云存储和云计算平台，实现资源整合与强大计算支持。

最后，展示层通过 Web 端、客户端完成系统展示，带来良好交互体验。

图 2.21 平台主界面 图 2.22 数据分析页面

图 2.23 提示页面 图 2.24操作记录页面
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3 基于多源数据融合的高压断路器健康状态评估

在本文第二章所设计的高压断路器在线监测平台里，已经实现了机械特性的数据采集与

在线监测等功能，这为进一步实现高压断路器健康状态评估提供了数据来源。健康状态评估

不仅是维修决策的依据，还是开展剩余寿命预测的基础。当前，高压断路器健康状态评估主

要依靠专家经验和模糊评估方法，而且没有考虑机械特性信号的连续性。

针对上述问题，本文以第二章的系统为基础，在对高压断路器机械特性信号进行机理分

析之后，依据行业标准开展重复寿命试验，以此建立数据集，并围绕高压断路器健康状态评

估展开相关研究。本文提出了一种基于多源数据融合的高压断路器健康状态评估模型，该模

型通过提取多源数据特征，建立退化敏感性指标自适应筛选关键退化特征，最终基于核主成

分分析和加权马氏距离的融合模型建立健康指数，用于高压断路器健康状态评估。并基于此

模型，提出一种基于退化速率的变点检测方法，用于实现高压断路器退化起点的识别和健康

状态的划分。基于本章方法，系统能够自动提取多源数据中的关键退化特征并进行融合处理，

无需人工干预即可实现健康状态评估和健康阶段划分，以便进一步做出维修决策和进行寿命

预测。

3.1 高压断路器机械特性分析

高压断路器分合闸过程中，操动机构的状态可通过采集机械特性数据进行评估分析。高

压断路器操动机构可检测到的信号包括分合闸线圈电流与电压、动触头行程与速度、分合闸

时间、断路器操作过程中的合闸弹簧状态、机械振动、接触电阻等[80]。现有的高压断路器状

态评估，大多仅考虑单源数据提取退化特征，如文献[81]采用分合闸时间作为指标，文献[33]考

虑了线圈电流信号，而多源数据融合有利于提高高压断路器状态评估的准确性[82,83]。因此，

本文选取线圈电流信号和触头行程信号进行分析处理，并作为下文健康评估和寿命预测的依

据。

3.1.1 线圈电流信号机理

根据本文 1.2所述，在高压断路器的操作过程中，当分合闸线圈通电时，会产生电磁力，

吸引铁芯，从而带动操动机构进行动作。线圈电流是指从线圈通电开始直到铁芯完全运动到

位，流经线圈的电流。

由于直流电磁铁具有更高的可靠性，并且操作更为频繁，因此在高压断路器中分合闸线

圈通常采用直流电源，分合闸操作过程一致。因而，高压断路器的线圈电流等效电路可以简

化为一个包含电阻 R和电感 L的串联电路，连接到直流电源 U上，如图 3.1所示，其中 i代

表回路电流。
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为简化分析，假设电磁铁处于非饱和状态，即电感 L不随电流 i的变化而变化，仅与电

磁铁的气隙有关。此时，可用电路的回路方程描述，其表达式如下：

[ ( )]( ) d i L xU Ri t
dt


  (3.1)

图 3.1 分合闸线圈等效电路

高压断路器操动机构的机械状态，能够通过线圈电流的变化进行有效评估，因为在断路

器操作过程中，其异常状态会直观地反映在线圈电流上。本研究以合闸操作为例，深入分析

电磁铁动铁芯的运动过程，图 3.2 为典型的合闸线圈电流曲线。

图 3.2 典型线圈电流曲线

线圈电流信号呈双峰分布，结合铁芯运动过程，线圈电流波形可分为以下 5个阶段[84]：

T0（t0~t1）阶段：铁芯触发阶段。在线圈接收到合闸指令后，电流迅速增加。随着电流

的增加，线圈与铁芯之间的电磁感应强度不断增强，直到 t1时刻，感应强度达到铁芯启动所

需的阈值，铁芯开始运动。因此，本阶段线圈电流可以表示为：

t
( )(1 )
R
L xUi e

R
  (3.2)
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由式(3.2)可知，本阶段电流呈指数上升。

T1（t1~t2）阶段：铁芯运动阶段。铁芯在电磁力的驱动下开始运动，电能逐步转化为机

械能，导致线圈电流下降。当铁芯撞击到操作机构后停止运动，此时电流达到最低值。此阶

段，可以通过电流变化情况初步判断铁芯是否存在卡滞、脱扣等异常状况。

T2（t2~t3）阶段：铁芯运动到最大行程阶段。铁芯停止运动后，线圈电流开始再次上升，

但上升速率低于初始阶段。在此期间，机构借助传动系统带动断路器动触头进行合闸操作。

至 t3时刻，辅助接点切断。本阶段电流变化公式如下：

2 2( ) ( )
( ) ( )

2 (1 )
R Rt t t t
L x L xUi i e e

R

 

   (3.3)

T3（t3~t4）阶段：该阶段是 T2 阶段的延续，线圈电流值基本保持稳定。

T4（t4~t5）阶段：电流切断阶段。辅助开关打开后，刀闸分离导致电弧出现，电弧逐渐

被拉长，电弧电压迅速升高，使得线圈电流快速降为零。

3.1.2 触头行程信号机理

触头行程信号则反映了动触头在分合闸过程中的运动轨迹、速度和时间关系，其典型波

形如图 3.3 所示。通过对触头行程曲线的分析，可以获取动触头的刚分、刚合点的速度、运

动时间以及最大速度等信息，从而判断高压断路器的机械状态是否正常。

(a)典型合闸行程 (b)典型分闸行程

图 3.3 典型触头行程曲线

经过对动触头运动状态的分析，触头行程信号分为以下 5个阶段：

T0（0~t0）阶段：初始静止阶段。控制回路收到合（分）闸指令，合（分）闸线圈中有电

流通过，触头静止尚未开始动作，t0时刻高压断路器动触头开始动作，表示合（分）闸操作

的启动时间；

T1（t0~t1）阶段：加速阶段。动触头向静触头快速接近（离开）且速度逐渐增加，t1点动

静触头接触（分离），动触头运动速度达到最大 Vf；
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T2（t1~t2）阶段：匀速阶段。动触头速度保持恒定，至触头接触到阻尼器后，由于惯性

作用，动触头继续动作，但在阻尼器作用下开始减速，t1时刻动触头达到最大行程 S1；

T3（t2~t3）阶段：由于阻尼器作用，动触头到达目标位置后出现回弹，回弹的最大距离

为 S2；

T4（t3~t4）阶段：t4时刻动触头稳定在目标位置 S3，合闸（分闸）动作完成。

3.2 数据来源及预处理

在设备预测与健康管理（PHM）领域已经有一些公开的数据集，包括涡扇发动机退化模

拟数据集、铣削数据集、轴承数据集、电池数据集等[85]，但因数据隐私安全及电力行业和设

备制造商的商业化与竞争性，目前公开领域没有高压断路器预测与健康管理相关的公开数据

集。随着人工智能、深度学习和大数据技术的迅速发展，高质量的、具有代表性的数据集是

构建准确、可靠预测模型的基础。

因此，本文以国内某开关设备制造商生产的 SF6高压断路器作为主要研究对象，介绍了

其基本结构及运行特点，对该型号高压断路器进行加速寿命试验并采集全生命周期机械特性

数据，设计了一种基于多源数据的高压断路器机械特性数据集构建方法。

3.2.1 重复寿命试验

由于实际使用环境中，大多数断路器在安装后并没有进行长期的监测和数据记录，缺乏

全生命周期的运行数据。因而，本文依托某国内某开关设备制造商实验室，选取基于 SKM-12

弹簧操动机构的 12kV 高压断路器作为实验对象，其操动机构如图 3.4 所示，主要参数如表

3.1所示。对 5台高压断路器进行寿命试验。每台高压断路器出厂即配备机械特性在线采集装

置，并在实验前，确保其处于标准状态，对高压断路器进行重复的分合操作测试，直至断路

器失效，并记录失效模式和操作次数。

图 3.4 SKM-12模块化断路器操动机构
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表 3.1 被试高压断路器部分参数

项目 参数 项目 参数

额定电流 1250A 额定短路开断电流 31.5kA

额定短路电流 31.5A 额定短路关合电流 80kA

设备电压 12kV 额定峰值耐受电流 80kA

互感变比系数 1 额定短路开断电流开断次数 50

本文选取的高压断路器完整的一次动作分成储能、合闸、分闸 3个过程，对其进行重复

寿命试验的时序控制图，如图 3.5所示。在空载试验情境中，按照高压断路器的行业标准及

其动作特性要求，将重复寿命试验的操作频率设定为每小时 20 次。每次操作包括涵盖储能、

合闸以及分闸。

图 3.5 重复寿命试验时序图

本文根据中国电器工业协会发布的高压断路器国家标准 GB 1984-2014 和本型号高压断

路器的出厂试验标准，对高压断路器的失效阈值进行界定，本文将分合闸时间和分合闸速度

作为高压断路器失效的依据，如表 3.2所示。

表 3.2 高压断路器失效阈值

序号 机械特性参数 单位 规定值

1 合闸时间 ms 30~60

2 合闸速度 m/s 0.6±0.2

3 分闸时间 ms 20~45

4 分闸速度 m/s 1.1±0.2

5 接触行程 mm 3.5±0.5

6 触头开距 mm 9±1

7 触头合闸弹跳时间 ms ≤2

初始状态下，高压断路器剩余机械寿命为设备的最大寿命，随着操作次数增加逐渐减小，

直到设备发生故障。当高压断路器的机械特性参数超出失效阈值即认定为高压断路器已经完

全失效并立刻中止试验。
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3.2.2 数据预处理

在高压断路器状态评估和寿命预测的研究中，对采集的电流和行程信号进行预处理去噪

是至关重要的。这是因为在实际运行环境中，高电压和强磁场会给高压断路器的机械特性信

号带来较大的噪声，这些噪声主要由传感器噪声产生。传感器噪声会影响数据的准确性，从

而对健康指数模型和寿命预测产生影响。为了减少这些噪声的影响，可以利用小波变换的多

分辨率特性来过滤信号中的噪声，因而本文选用小波分析法对线圈电流信号和触头行程信号

进行降噪处理。

小波分析适用于分析非平稳和突变信号，且由于其低熵性、去相关性、选基灵活性在信

号去噪方面效果明显[86]。由于信号的有用成分和噪声成分在不同尺度有不同的表现形式，因

而可以利用小波变换的多尺度分析能力进行去噪，具体流程如图 3.6所示。

图 3.6 基于小波变换的信号去噪

小波去噪的流程如下：

（1）小波分解。选择合适的小波基和分解层数，对含噪信号进行分解，以获取小波系数。

（2）阈值处理。应用适当的阈值函数对小波系数进行处理。选择阈值函数时需考虑小波

系数的特性。

（3）小波重构。对处理后的小波系数进行重构，得到去噪后的信号。

小波去噪的效果很大程度上取决于小波基、阈值、阈值函数和分解尺度的选取。常见的

小波基函数包括 Daubechies 小波（如 db4、db8）和 Symlets 小波（如 sym4、sym8），阈值

包括固定式阈值准则、无偏估计准则、启发式阈值准则和极大极小值阈值准则，阈值函数包

括硬阈值函数、软阈值函数、半软阈值函数[87]，分解尺度通常选 2或 4。

本文采用改进的小波阈值算法[88]，小波阈值计算方法如下：

1
2

2ln
i i

NT
e




 (3.4)

其中，i为小波分解尺度，N为采样点数，σ为噪声方差。

使用改进的阈值函数，如图 3.7所示。

其表达式如下：

 

 
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图 3.7 改进的阈值函数

3.2.3 数据存储

机械特性采集装置通过重复分合操作的退化过程并采集 5台高压断路器的全生命周期的

触头行程信号（TC）和线圈电流信号（CC）的录波文件作为原始数据，每一次采样，数据存

储在一个 csv文件内，其中第一列为合闸触头行程信号，第二列为合闸线圈电流信号，第三

列为分闸触头行程信号，第四列为分闸线圈电流信号。各 csv文件按采样时间先后次序命名，

即 1.csv，2.csv，...，N.csv，N为代表采样总次数。

3.3 退化特征集构建

根据本文第二章中采集的触头行程信号、线圈电流信号，根据专家经验和行业标准对其

提取机械特性参数。由于触头行程信号、线圈电流信号是短时的、非平稳的瞬态信号，与高

压断路器的分合闸动作直接相关，因此通常对其进行时域分析提取特征。

3.3.1 线圈电流信号特征提取

高压断路器操动机构状态变化，线圈电流波形也会相应变化，且在工程实践中，时间、

电流等特征具有明确的物理含义，更具有解释性，因此可以根据线圈电流关键特征参数的变

化来评估高压断路器的健康状态。

（1）局部特征

线圈电流信号直接反映断路器操作线圈的通电特性及电磁力生成过程，其峰值、持续时

间、上升/下降时间等时域特征可以直接关联到断路器的机械动作状态（如吸合力、触头移动）。

因此，传统线圈电流信号的分析主要利用各阶段的特征量，主要包括合闸时间特征 tcc0~tcc5、

合闸电流特征 icc0~icc4、分闸时间特征 toc0~toc5、分闸电流特征 ioc0-ioc4，合闸、分闸各 11个局

部特征，共 22个局部特征量，如图 3.8所示。
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(a)合闸电流局部特征 (b)分闸电流局部特征

图 3.8 线圈电流局部特征点

以合闸线圈电流曲线为例，提取局部特征，方法如下：

首先，对于时间特征量{tcc0,tcc5}，在小波去噪的基础上，对尺度 1的高频系数 cD1进行

归一化削波处理，具体如下：

( 1)cD abs cD (3.6)
[ min( )] / [max( ) min( )]Ca cD cD cD cD   (3.7)

( ), ( )
0, ( )
Ca i Ca i m

Ca
Ca i m


  

(3.8)

在截取信号的基础上，使用近似求导法求取极值(tcc1,icc1)、(tcc2,icc2)、(tcc3,icc3)、(tcc4,icc4)。

由于采集到的电流是离散的，因此无法直接用求导法，但当采样时间足够小时，这点的导数

可以通过相邻点的斜率来表示，公式如下：

0 0

t 0 0

( ) ( )'(t) lim lim
t

f t t f tif
t t   

  
 

 
(3.9)

令导数等于 0，则可以得到四组时间特征量{tcc1,tcc2,tcc3,tcc4}，从而得到对应的电流特征量

{icc1,icc2,icc3,icc4}。实际上，线圈电流信号存在小的波峰波谷，可能得到超过四组极值点的情况，

因此，对得到的极值点按照波峰、波谷进行分组后，选取四组极值最大的电流值 i。

（2）全局特征

目前大多数线圈电流信号只考虑电流信号的局部特征，但考虑到实际工作中，制造工艺、

运行工况等因素会导致相同型号不同断路器在特征量的表现存在差异性，所以本文在 11个传

统特征的基础上，还从线圈电流信号中提取 4个全局特征。以局部特征的(tc0,0)、(tc1,ic1)、(tc2,ic2)、

(tc3,ic3)、(tc4,ic4)作为分界点，将电流信号分为 5段，计算各段的均值 Fav、标准差 Fstd、均方根

Frms、峭度 Fku，如表 3.3所示。得到合闸、分闸各 20个全局特征，共计 40个全局特征。
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表 3.3 全局特征计算

特征名称 计算公式 含义

均值
1

1 ( )
N

av
n

F x n
N 

  信号平稳程度

标准差

2

1

1 [ ( ) ]
N

std av
n

F x n F
N 

  数据的离散型

均方根
2

1

1 [ ( )]
N

rms
n

F x n
N 

  信号平稳程度、能量大小

峭度
4

1

( )1 [ ]
N

av
ku

n std

x n FF
N F


  随机数据分布特性

3.3.2 触头行程信号特征提取

高压断路器机械特性分析通常采集触头行程信号，提取一系列机械特性参数作为评价高

压断路器健康状态的有效依据[89]。

而高压断路器机械特性参数的确定取决于刚分、刚合点的确定。因此，本文基于触头行

程数据，对其进行一次求导和二次求导，得到触头的速度和加速度曲线，动、静触头刚分或

刚合时，动触头速度达到整个过程中的最大值时刻，加速度为过零点。

确定刚分刚合点后，通过式(3.9)的近似极值法确定触头行程的局部特征，如图 3.9所示。

(a)合闸行程局部特征 (b)分闸行程局部特征

图 3.9 触头行程信号局部特征



杭州电子科技大学硕士学位论文

37

通过局部特征可计算得到高压断路器的 14个机械特性参数，如表 3.4所示。

表 3.4 高压断路器机械特性参数

序号 参数名称 含义 计算方法 单位

1 合闸时间
触头从初始位置移动到最

终位置所需的时间

4 0ctclo ctseT t t  ms

2 分闸时间 0open 4ot ottT t  ms

3 合闸速度
从距离刚合点 6mm处运动

到刚合点的平均速度 t1 16

6

c ct

close
s s

v
t t


（ ）

m/s

4 分闸速度
从距离刚分点 6mm处运动

到刚合点的平均速度 1 16

6

ot ot

open
s s

v
t t


（ ）

m/s

5 合闸行程
动触头从静止状态到触头

刚接触所运动的距离
4 0close ct ctS S S  mm

6 分闸行程
动触头从刚分离到静止状

态所运动的距离
0 4open ot otS S S  mm

7 分闸开距
分闸后动静触头之间的最

大距离
_ 1 4open gap ot otS S S  mm

8 合闸超程
动静触头接触点和最终位

置的差值
4 1overclose ct ctS S S  mm

9 合闸反弹
动触头反弹的最大值和最

终位置的差值

4 3close ct ctB S S  mm

10 分闸反弹 3 4open ot otB S S  mm

11 合闸反弹时间

动触头反弹所需的时间

_ 3 0bounce close ct ctT t t  ms

12 分闸反弹时间 _ 3 0bounce open ot otT t t  ms

13 合闸阻尼时间
触头从最大速度减速至停

止所需的时间

_ 4 2damping close ct ctT t t  ms

14 分闸阻尼时间 _ 4 2damping open ot otT t t  ms

3.3.3 特征归一化

由于特征具有不同的尺度和量纲，会对特征筛选及融合的结果产生显著影响，因此，通

常需要对特征进行归一化处理。

具有较大数值范围的特征可能会在方差计算中占据主导地位，使得其他具有较小数值范

围的特征信息被掩盖。例如，在分析高压断路器健康指数相关数据时，一些时间参数的取值
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范围可能较大，而电流、行程参数的取值范围相对较小。若不进行归一化，可能会过度关注

时间参数的变化，而忽略电流、行程参数所包含的重要信息。

归一化能够将不同特征的数据调整到相似的尺度，消除量纲差异带来的影响，使每个特

征在分析计算中都能得到合理的考量，从而更准确地筛选和融合特征，为后续基于

KPCA-WMD的模型构建和数据分析奠定良好基础。

根据数据分布不同，使用的数据归一化方法也不同，常用的归一化方法有：

（1）Min-Max线性归一化

min
new

max min

x xx
x x





(3.10)

其中，x是原始数据，xmin和 xmax分别是该特征的最小值和最大值，xnew是归一化后的数据。

Min - Max线性归一化方法适用于参数分布均匀，且希望将其映射到一个特定的区间（如

[0,1]）的情况。

（2）Z-score标准归一化

new
xx 



 (3.11)

其中，µ表示该特征的均值，σ表示该特征的标准差。

Z - score 标准归一化方法适用于参数复合正态分布或符合近似正态分布的情况。

由于高压断路器的特征都有明显的上下界限，因此本文使用Min - Max线性归一化方法

对所有特征进行处理。

3.3.4 基于退化敏感性的特征筛选

本文对高压断路器操作一次的数据，共提取了 76个特征，为减少健康指数模型的计算维

度，本文提出一种基于退化敏感性的特征筛选方法。

高压断路器在运行期间，其性能会持续发生不可逆的退化，而其性能的退化间接呈现在

众多运行特征中，因此，要筛选对退化过程具有高敏感性的特征。退化敏感性具体表现在单

调性、相关性和鲁棒性[90]，通过融合这三个评价指标得到一个综合的退化敏感性指标，作为

反映特征好坏的依据。

（1）相关性（Corr）

   2 2
2 2

( )
i i i i

i i i

i i i i
i i i i

N y t y t
Corr Y

N y y N t t

  


              

(3.12)

其中，Y为某个特征序列，N 为总操作次数， it 为某次操作次数。

（2）单调性（Mon）

1 1( ) ( )
( )

1

i i i i
i i

y y y y
Mon Y

N

     



(3.13)
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其中，Y为某个特征序列， ( )x 为单位阶跃函数。

（3）鲁棒性（Rob）

1( ) exp | |i i

i i

y yRob Y
N y

 
   

 


(3.14)

其中，Y为某个特征序列， Y相应特征序列的趋势序列（平滑后的特征序列）。

将原始数据分解为趋势部分和随机部分，可得到趋势序列，公式如下：

wY Y Y  (3.15)

其中，Y为某个特征序列原始序列， Y为趋势序列， wY 为残差序列。

在进行退化敏感性特征筛选时，需要综合考虑三个指标，从而获取最优特征，现将退化

敏感性指标定义为三个指标的线性组合，公式如下：

     1 2 3max

0
. 1

Y Y

i

i
i

W Corr Y Mon Y Rob Y

sI

  




  


 

ò

(3.16)

其中，W为退化敏感性指标，Y为特征序列集合， iw 为权重。

针对高压断路器退化过程，这三个指标的贡献度相等，即 1 2 3w w w  。

3.4 基于 KPCA-WMD的健康指数模型

为全面揭示退化特征集中包含的高压断路器退化信息，本文提出了一种高压断路器健康

指数构建方法，用于表征高压断路器的健康状态。由于退化特征集数量众多，且各特征对高

压断路器的性能退化贡献程度不同，需要对退化特征集中的特征进行融合，从而构建一个能

准确反映高压断路器性能退化和健康状态的统一指标。

3.4.1 设备健康指数理论

设备健康指数（Health Index，HI）[91]，是指衡量设备健康状态的数值，可基于设备的特

征参量（如传感器数据）经过逻辑运算得到，下文简称健康指数。健康指数的范围介于 0和

1之间，0表示失效状态，1表示标准状态，健康指数的值越大则设备状态越健康。健康指数

不仅可以表征设备健康状态，用于判断是否需要维修，还能结合设备性能退化趋势，用于预

测剩余寿命。因此，本文提出了一种构建高压断路器健康指数的方法，用于评估高压断路器

健康状态，也为其剩余寿命预测奠定基础。

对于高压断路器而言，其健康状态呈线性退化。假设已知设备的平均最大操作次数为 T，

则对于任意时刻 t理想的高压断路器健康指数为：

,0T tHI t T
T


   (3.17)

设备健康指数分为单一特征的健康指数、多特征的健康指数、系统的健康指数。本文提

取到的多维的退化特征，需要通过数据融合得到单一的复合特征，并将其量化到[0,1]范围内，
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最终生成能表征高压断路器运行状态的健康指数 HI。

3.4.2 基于 KPCA的特征降维

在高压断路器整体退化过程是随时间变化的，但是上文提取的部分特征与退化趋势不相

关，或者特征之间存在相关性，这些特征不仅会降低状态评估的效率，还会影响状态评估的

准确性。因此，需要对这些特征进行降维，减少特征冗余度，提高计算效率。

常用的特征降维方法有 PCA、t-SNE、自编码器等[92]，考虑到退化特征的变化为非线性

过程，不能在低维空间中进行线性分离。

而核主成分分析法（KPCA）[93]基于 PCA方法，引入核函数，通过将数据映射到高维特

征空间，并在该空间中执行 PCA，从而能够处理原始数据中的非线性关系，适合处理非线性

数据处理，能有效挖掘高压断路器整个退化过程中包含的非线性信息。因此，本文选用 KPCA

方法对高压断路器的退化特征集进行融合和降维，其流程如图 3.10所示。

图 3.10 KPCA算法流程

KPCA降维的原理如下：

上文得到的退化特征集样本为  1 2, , , nX x x x  ，其中 Kx R ， 1,2,...,i n ，n为样

本数，K为每个原始数据样本点 ix 的维度。引入一个非线性映射函数 ( )x ，该函数能将数据

样本从原始空间 K转换至高维特征空间T。在高维特征空间T中，每个原始数据样本点 ix 均

对应一个新的数据点 ( )ix ，即 1 2Φ( ) [ ( ), ( ), , ( )]nX x x x    。

对  Φ X 进行去中心化处理，推出其高维度特征空间T的协方差矩阵 TC 为：

   
1

1 1Φ [Φ ] ( )[ ( )]
n

T T
T i i

i
C X X x x

n n
 



  (3.18)
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对 TC 进行特征值分解， C 表示特征值， CW 表示特征向量即主成分的方向，可得：

C C T CW C W  (3.19)

为简化计算，省略
1
n
，由(3.18)和(3.19)可得：

   
1
([ )[ ( )]Φ Φ ]T T

n

C c C i i
i

xW X X W x  


  (3.20)

由于使用 KPCA降维不用考虑 C 为 0的情况，因此 CW 可表示为：

1
( ) ( )

n

C i i
i

W a x A X


   (3.21)

其中 ia 表示线性相关系数， A为 n维列向量 1 2[ , ,..., ]TnA a a a 。

定义核矩阵 [ ( )] ( )TK X X   ，K为对称半正定矩阵，则其 i行 j列的元素为：

     , T
i j i jk x x x x  (3.22)

根据式(3.20)和式(3.22)，计算化简可得

CA KA  (3.23)

其中定义函数      , Tk x y x y  为核函数，本文取高斯核函数：

   2, exp ,k x y c x y  (3.24)

经过 KPCA降维后，任意参数样本 'x 在特征空间T中 ( )x 上的投影为：

     
1 1

( ') [ ] ' , 'T T
C i i

i

n

i i

n

i
W x a x x a k x x  

 
    (3.25)

原始退化特征集经 KPCA降维后，保留前 r个具有代表性的主成分，其累计贡献率计算

公式如下：

1 1
/k k

r n

c c
k i
 

 
  (3.26)

本文筛选累计贡献率大于 95%的主成分用于分析和构建高压断路器健康因子。

3.4.3 基于WMD的特征融合

为构建一个能准确反映高压断路器性能退化和健康状态的统一指标，需对上一小节得到

的主成分进行融合。

马氏距离[94]（Mahalanobis Distance，MD）是一种用于衡量数据点之间距离的度量方法，
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由于它可以考虑特征之间的协方差关系，适用于多维特征融合。传统马氏距离为每个特征赋

予相同的权值，但是实际上每个特征对高压断路器的性能退化的敏感程度不同。因此本文在

对各特征进行评估的基础上，对特征赋予不同的权值，使用加权马氏距离 [95]（Weighted

Mahalanobis distance，WMD）对特征进行融合得到健康指数。

针对 KPCA降维后特征样本集 1 2[ , ,..., ]nX x x x ，每个样本 ix 有 R个特征向量，设其权

重向量为

1 2

1

diag( , ,..., )

1

r
R

r
r

W w w w

w


 







(3.27)

由于理想健康指数随时间变化趋势呈线性变化，本文选取线性回归趋势性指标作为权重

的依据，则：

1

2 2

1 1

( )( ( ) )

( ) ( ( ) )

n

i i
i

n n

i

r r

i
r i

i

r

r

p
T T x

T T x

 

 



 

  


   
(3.28)

其中 iT表示时间集合，T表示时间点集合的平均值， ( )r ix 是样本 ix 在第 r个特征向量上的值，

r 是所有样本在第 r个特征向量上的平均值。

对其进行归一化得到权重：

1

r

r
r

r R
pw
p






(3.29)

加权马氏距离的计算公式为：

1( (( ) ))() T
WMD r rD Wx xW       (3.30)

其中，μ表示数据序列的均值，η表示数据集的协方差矩阵， ( )r x 表示第 r个特征向量。

最终我们将得到的加权马氏距离 WMDD 作为健康指数 HI。

3.5 基于变点检测的健康状态划分

3.5.1 设备分段健康状态模型

设备的失效模式可分为退化失效和突发失效两种类型。本文研究的是高压断路器的退化

失效过程，在高压断路器的使用期间，由于内部元件磨损老化等原因造成的设备性能随时间

退化，直至失效。

据统计，设备退化失效过程满足浴盆曲线的关系[96]，如图 3.11所示，分成早期失效、偶

然失效、耗损失效三个阶段。

早期失效期：在设备刚开始使用时，失效率较高。此阶段高失效率主要源于设计缺陷、

原材料问题或制造过程的不足。为了缩短该阶段时长，通常需要进行严格的筛选和测试，以
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剔除不合格的产品。

偶然失效期：在设备进入正常使用阶段后，失效率逐渐降低并趋于稳定。这一阶段的失

效通常是随机的，与外部环境或使用条件有关。设备在此阶段表现良好，失效率较低且稳定，

是设备的最佳使用期。

耗损失效期：随着设备使用时间的增加，失效率开始急剧上升。这一阶段的失效主要是

由于磨损、老化、疲劳和耗损等原因造成的。设备在此阶段的可靠性显著下降，最终可能需

要更换或维修。

图 3.11 浴盆曲线

实际上在偶然失效期高压断路器的健康状态稳定在较好水平，在耗损失效期才发生性能

上的退化。因此，为了提高高压断路器的维护效率和寿命预测，本文将高压断路器的健康状

态分为正常状态和潜在故障状态两个阶段，如图 3.12所示，正常状态和潜在故障状态的分界

点作为退化起始点，又称首次预测时间（First Prediction Time，FPT）用于后续寿命预测。

图 3.12 健康状态划分

3.5.2 基于变点检测的健康状态划分

基于本文构建的健康指数模型，高压断路器正常状态和潜在故障状态有明显的差异，因

此可将高压断路器性能退化的起始点视为突变点，转化成变点检测任务，使用变点检测的方
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法找到退化起点，进而实现健康状态的划分。

变点检测（Change Point Detection，CPD）是指在整体数据分布中，检测前后的数据分布

存在差异的一个点。变点检测被广泛应用于气象、金融、医疗、工业等领域。根据是否使用

参数，变点检测的方法可分为基于参数的方法、基于非参数的方法和基于半参数的方法。根

据检测时机不同，可分为在线监测和离线监测。

在设备健康阶段识别中，常用基于参数的变点检测方法。文献[97]基于峭度和卡尔曼滤波

实现 FPT点检测。文献[98]采用退化变点和两阶段退化速率作为随机效应参数进行两阶段退化

模型参数估计。基于非参数的变点检测方法，文献[99]使用 BUP算法通过分段拟合的方式进行

健康阶段划分。文献[100]提出基于指数加权平均控制策略的动态首变点检测方法。但这些方法

采用了固定阈值或未考虑个体差异性和噪声影响。

考虑到两阶段退化速率的差异性，本文以退化速率作为变点检测的参数，参考 3σ准则的

设定，提出了一种基于退化速率的 FPT检测方法，具体是使用滑动窗口技术，以窗口步长为

单元提取数据计算退化速率。若某一单元的退化速率超过设定阈值，则将本单元的起点作为

退化起始点。

每个单元的退化速率 v的计算公式如下：

Δ
Δ

t w t

t w t

y y y
v

x x x





 


(3.31)

其中，w为滑动窗口步长， t为单元的起点， x为操作次数， y为健康指数。

那么，一系列退化速率可表示为：

1 2[ , ,..., ]nV v v v (3.32)

本文将前 m个单元的平均退化速率作为退化速率基准值 v，其公式如下：

1

m

i
i
v

v
m



(3.33)

参考 3σ准则，将退化起始点的检测阈值T定义退化速率基准值 v的 3倍，即：

3T v (3.34)

当 V中某个单元的退化速率 v大于T，则将在这个单元的起点设为退化起始点，并以此

作为正常状态和潜在故障状态的分界。

3.6 基于多源数据融合的健康评估模型实现

图 3.13是一种基于多源数据融合的高压断路器健康评估模型的流程图。模型主要包含两

个任务：健康指数构建和退化起点检测。

具体步骤如下：

（1）对于重复寿命试验采集的全生命周期数据，其中每次操作得到的合闸触头行程信号、
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合闸线圈电流信号、分闸触头行程信号、分闸线圈电流信号 4种信号使用小波分析法进行去

噪；

（2）提取信号中的 74种特征，并对特征进行归一化处理；

（3）分析评估所有特征，计算各特征的退化敏感性，提取退化敏感性大于 0.5的特征作

为关键退化特征；

（4）使用 KPCA对关键退化特征进行降维融合，得到累计贡献率大于 95%的主成分；

（5）使用WMD对主成分进行特征融合，最终将距离WMD作为健康指数 HI，得到最

终的健康指数模型；

（6）基于滑动窗口计算健康指数曲线的退化速率，将退化速率作为目标使用 3σ法检测

突变点，2次超过 3σ阈值就把该点作为退化起始点；

（7）以退化起始点为分界点，作为高压断路器正常状态和潜在故障状态的分界。

图 3.13 基于多源数据融合的高压断路器健康状态评估流程

3.7 实验验证与结果分析

3.7.1 数据预处理

本章基于 SKM-12弹簧操动机构的 12kV高压断路器作为试品，通过重复寿命试验采集

全生命周期数据，用于验证本文所提的高压断路器健康评估模型的有效性。

由于高压断路器的实际工作环境比实验室环境更为恶劣，因此，本文在采集的原始信号

中叠加 30db的高斯白噪声来模拟实际工作情况，以验证小波去噪的效果。小波去噪采用小波

基 db4，分解尺度为 4。其去噪效果如图 3.14所示。
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由图 3.14(a)(c)可知，对触头行程信号和线圈电流信号加噪后，用于模拟高压断路器现场

运行环境下的波形，噪声影响下波形有突变和毛刺，若不进行处理将会影响特征提取和筛选。

图 3.14(b)(d)是小波去噪后的信号，对比处理前后的信号可知，使用小波去噪对信号进行预处

理，能够有效去除触头行程和线圈电流信号的噪声和毛刺，并较好地保留信号的特征。

3.7.2 退化特征集构建

（1）线圈电流特征提取

对线圈电流信号使用时域极值法提取的局部特征点，以合闸线圈电流为例，如图 3.15所

示，通过观察线圈电流及其一阶导数的变化，可以确定高压断路器的局部特征点（蓝色点），

帮助分析电流信号的动态特性。利用图 3.15(b)所示的一阶导数，一阶导数为 0的点可得到时

间特征{f1~f6}，对应到图 3.15(a)中，可得到电流特征{f7-f11}。

(a)加噪行程信号 (b)小波去噪行程信号

(c)加噪线圈电流信号 (d)小波去噪线圈电流信号

图 3.14 小波去噪结果验证
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图 3.15 线圈电流局部特征提取

进一步地，根据得到的时间特征，可以将线圈电流波形划分为 5个阶段，并从中提取全

局特征{f12~f31}，如表 3.5所示。同理，可得到合闸线圈电流的特征{f32~f62}。
表 3.5 合闸线圈电流特征展示

特征序号 特征名称 特征值 单位 特征序号 特征名称 特征值 单位

f1 tcc0 13.8 ms f17 Fcav1 4.09 A

f2 tcc1 26.8 ms f18 Fcav2 6.68 A

f3 tcc2 30.8 ms f19 Fcav3 7.04 A

f4 tcc3 35.4 ms f20 Fcav4 7.58 A

f5 tcc4 40.2 ms f21 Fcav5 3.41 A

f6 tcc5 46.4 ms f22 Fcrms1 4.76 A

f7 icc0 0.02 A f23 Fcrms2 6.68 A

f8 icc1 6.82 A f24 Fcrms3 7.05 A

f9 icc2 6.52 A f25 Fcrms4 7.58 A

f10 icc3 7.54 A f26 Fcrms5 4.34 A

f11 icc4 0.02 A f27 Fcku1 1.63 /

f12 Fcstd1 2.44 A f28 Fcku2 1.56 /

f13 Fcstd2 0.11 A f29 Fcku3 1.52 /

f14 Fcstd3 0.35 A f30 Fcku4 8.58 /

f15 Fcstd4 0.01 A f31 Fcku5 1.51 /

f16 Fcstd5 2.72 A
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（2）行程特征提取

对触头行程信号求一阶导数和二阶导数，以合闸行程信号为例，如图 3.16所示，通过观

察触头行程信号及其一阶导数（速度）、二阶导数（加速度）的变化，可以确定高压断路器

的特征点（蓝色点）。图 3.16(b)中蓝色虚线位置，动触头速度最大且加速度为 0，因此将其

确定为刚合点。同时，观察一阶导数的变化，可以得到触头行程其它的局部特征，如蓝色点

所示，用于描述其动态变化特性。

图 3.16 触头行程局部特征提取

根据刚合点和局部特征，可通过计算得到触头行程信号中的机械特性参数{f63~f69}，如表

3.6所示。同理，可得到分闸机械特性参数{f71~f76}。
表 3.6 合闸线圈电流特征展示

特征

序号
特征名称 特征值 单位

特征

序号
特征名称 特征值 单位

f63 Vclose 1.20 m/s f67 Tclose 31.20 ms

f64 Sclose 11.51 mm f68 Tbounce_close 24.6 ms

f65 Soverclose 3.22 mm f69 Tdamping_close 15.4 ms

f66 Bclose 0.18 mm

（3）特征筛选

本文共提取了 76个特征用于高压断路器退化过程分析，但并非所有的特征都具有退化敏

感性，部分特征随操作次数变化情况如图 3.17所示，由图可知，(a)(b)两种特征随操作次数呈

下降趋势，(c)图特征随操作次数呈上升趋势，(d)图特征随操作次数没有明显趋势变化。

由于所提取的 76个特征具有不同的量纲，将所有特征归一化处理后，分别计算各特征的

单调性、相关性、预测性和鲁棒性，线性组合得到综合的退化敏感性，用于特征筛选。

如图 3.18所示，本文将退化敏感性筛选的阈值设为 0.5，大于所设阈值的特征作为关键

退化特征。最终，本文得到的共计 24个关键退化特征集为{f4, f6, f8, f9, f10, f11, f16, f20, f24, f29, f31, f35,

f37, f39, f40, f41 ,f42, f51 ,f55,f58, f63, f68, f72, f76}。将筛选得到的关键退化特征集作为下一步的输入。
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图 3.18 基于退化敏感性的特征筛选结果

(a)Vclose随操作次数变化图 (b)ioc1随操作次数变化图

(c)Bclose随操作次数变化图 (d)Fcstd4随操作次数变化图

图 3.17 4种特征随操作次数变化图
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3.7.3 健康指数模型对比分析

（1）健康指数模型

本文利用核主成分分析法对 24个关键退化特征集进行降维融合，得到的主成分按贡献率

大小排序，前 8个主成分的贡献率及累计贡献率，如表 3.7所示。

表 3.7 部分 KPCA分析结果

主成分 贡献率（%） 累计贡献率

Z1 80.5021 80.5021

Z2 10.2714 90.7735

Z3 5.7611 96.5346

Z4 2.4885 99.0231

Z5 0.4327 99.4558

Z6 0.2966 99.7524

Z7 0.1128 99.8652

Z8 0.0928 99.9580

由表可知，主成分 1 的贡献率为 80.5021%，主成分 2 的贡献率为 10.2714%，主成分 3

的贡献率为 5.7611%，前 3个主成分的累计贡献率为 96.53%，达到 95%的要求，而主成分 4-8

的贡献率之和仅为 3.423%，未列在表中的主成分贡献率更低。结果可以说明，前 3个主成分

已经能反映退化特征集中的主要信息，而其它贡献率低的主成分可以视为冗余信息忽略不计。

将得到的 3个主成分进行归一化处理后，分别计算各主成分的线性回归趋势性指标作为

加权马氏距离的权重，然后使用加权马氏距离对三个主成分进行融合，得到综合健康指数，

如图 3.19所示。

图 3.19 健康指数随操作次数变化曲线图

由图可知，健康指数随操作次数变化曲线图具有一定的随机性，为了便于后续的高压断
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路器状态识别和剩余寿命预测，使用窗口为 5的滑动平均算法对退化曲线进行平滑处理，平

滑后的退化曲线如图 3.20所示。

图 3.20 平滑后的健康指数随操作次数变化曲线图

观察图可知，操作次数在 0~1000次范围内，高压断路器的健康指数较为平稳，可以将这

个区间认定为正常状态；操作次数在 1000次之后，健康指数呈现下降趋势，说明高压断路器

性能发生退化，这是由于操作次数增加，高压断路器内部各零部件的磨损等累积性能退化，

因此可以认定高压断路器进入潜在故障状态。高压断路器操作次数达到最大，最终失效时，

健康指数为 0，因此，可以将 HI = 0作为高压断路器寿命终止的依据。

（2）健康指数模型评估

为定量评估高压断路器健康评估模型的准确性，可以使用本文 3.3.4所提的单调性、相关

性、鲁棒性三个常用的评价指标，将健康指数随操作次数变化的序列作为式(3.12)(3.13)(3.14)

的特征序列，计算单调性、相关性、鲁棒性和退化敏感性。

为充分比较传统的单指标方法、多源数据融合、不同融合方法与本文所提方法的优劣，

如表 3.8所示，本文使用多种方法建立健康指数模型，7种方法得到的健康指数均采用min-max

归一化方法将 HI值约束到[0,1]区间，同时都使用窗口大小为 5的移动平均法进行平滑处理。

表 3.8 不同方法建立 HI模型

方法名称 融合方法 数据 数据特点 特征

单指标（Tclose） - 行程 单源 单特征

PCA（CC） PCA 电流 单源 多特征

PCA（TC、CC） PCA 电流、行程 多源 多特征

KPCA（CC） KPCA 电流 单源 多特征

KPCA（TC、CC） KPCA 电流、行程 多源 多特征

KPCA-WMD（CC） KPCA-WMD 电流 单源 多特征

KPCA-WMD（TC、CC） KPCA-WMD 电流、行程 多源 多特征
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表 3.9 不同方法的 HI曲线评价结果

方法
单调性

（Mon）

相关性

（Corr）

鲁棒性

（Rob）

退化敏感性

（W）

单指标（Tclose） 0.4773 0.8362 0.7021 0.6719

PCA（CC） 0.5733 0.8639 0.7734 0.7369

PCA（TC、CC） 0.6054 0.8727 0.7895 0.7559

KPCA（CC） 0.5950 0.8709 0.8216 0.7625

KPCA（TC、CC） 0.6913 0.8923 0.8482 0.8106

KPCA-WMD（CC） 0.6844 0.9076 0.9128 0.8349

KPCA-WMD（TC、CC） 0.7022 0.9221 0.9433 0.8559

对比分析可知，多源数据融合方法在评估高压断路器的健康状态时，展现出了明显的优

势。具体来说，KPCA-WMD（TC、CC）方法在单调性、相关性、鲁棒性和退化敏感性四个

关键评价指标上均取得了最佳表现，分别为 0.7022、0.9221、0.9433 和 0.8559。这表明，

KPCA-WMD（TC、CC）方法能够更准确地反映高压断路器健康状态的单调变化趋势，更有

效地捕捉健康状态与实际运行状态之间的关系，同时在处理数据中的噪声和随机波动时表现

出更高的稳定性，对退化过程的检测也更为敏感。

与传统的单指标方法相比，KPCA-WMD（TC、CC）方法在所有评价指标上均有显著提

升，这进一步证明了多源数据融合方法在提高评估准确性和可靠性方面的有效性。此外，与

其他多源数据融合方法相比，如 PCA和 KPCA，KPCA-WMD（TC、CC）方法通过结合核主

成分分析和加权马氏距离算法，能够更有效地处理和融合来自不同数据源的信息，从而在评

估高压断路器健康状态时提供更全面、更精确的评估结果。

综上所述，KPCA-WMD（TC、CC）方法在评估高压断路器健康状态方面展现出了卓越

的性能，其优越性主要体现在更高的准确性、全面性和可靠性，这使其成为高压断路器维护

和管理中一个有力的工具。因此，本研究提出的 KPCA-WMD（TC、CC）方法不仅能够准确

地刻画断路器退化过程，还具有较强的抗噪性和实际工程适用性，为高压断路器健康状态评

估提供了更可靠的解决方案。

3.7.4 健康状态划分模型对比分析

通过高压断路器健康指数随操作次数变化曲线，可以将高压断路器退化过程分为两个阶

段：正常状态和潜在故障状态。由于正常状态的高压断路器性能基本稳定，为提高剩余寿命

预测的准确率和维护效率，有必要对高压断路器全生命周期数据进行健康状态划分，因此，

本文借助突变点检测方法对退化起点进行识别，并将其作为正常状态和潜在故障状态的分界。

本文以退化速率作为变点检测的参数，滑动窗口步长 w设为 5，前 100个单元作为退化

速率基准值。
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图 3.21 突变点检测结果图

如图 3.21所示，图 a展示了高压断路器的健康指数（HI）随操作次数的增加而逐渐下降

的趋势，表明设备的健康状态随着使用时间的增加而逐步退化。图 b基于退化速率的变点识

别结果显示，在操作次数达到 953次时，退化速率出现了明显的变化点，这可能指示了设备

退化速度的加快，是一个关键的维护决策点。相比之下，图 c采用传统 3σ方法的变点识别结

果在 1029次操作时才识别出变化点，并给出了变化点的置信区间（上界 1.00和下界 0.96）。

综合来看，基于退化速率的方法能够更早地识别出设备性能的变化，从而为维护决策提供更

及时的信息。这表明，与传统的 3σ方法相比，基于退化速率的变点识别方法在监测高压断路

器的健康状态时更为敏感和有效，退化起始点识别提前了 7.4%。

3.8 本章小结

本章设计了一种基于多源数据融合的高压断路器健康状态评估方法，实现了高压断路器

健康状态的定量评估和健康状态划分。首先，通过重复寿命试验采集了高压断路器全生命周

期的多源数据，并采用小波分析法对其进行去噪处理，以提高数据质量。接着，从去噪后的

信号中提取了关键特征，并对这些特征进行了归一化处理，以消除不同量纲的影响。在特征

提取的基础上，建立退化敏感性指标分析评估了所有特征，筛选得到关键退化特征。随后，

利用核主成分分析（KPCA）对这些关键退化特征进行降维融合，得到了贡献率大于阈值的
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主成分。通过加权马氏距离（WMD）对主成分进行特征融合，我们最终得到了健康指数（HI），

并建立了健康指数模型。通过实验测试对比，本方法相较于单指标、单源和 PCA主成分的健

康指数模型在单调性、相关性、鲁棒性、退化敏感性上都有较大提升，说明本文提出方法能

够更有效地处理和融合来自不同数据源的信息，从而在评估高压断路器健康状态时提供更全

面、更精确的评估结果。为了进一步对高压断路器进行剩余寿命预测，本章还提出基于退化

速率的变点检测方法用于识别退化起始点，从而对高压断路器的健康状态进行划分。通过实

验对比分析，本文提出的方法能更早更准确地识别到退化起始点，相较传统 3σ方法更为敏感、

有效。
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4 基于不确定性量化的高压断路器剩余机械寿命预测

设备寿命预测方法通常分为两个步骤：建立健康评估模型和构建寿命预测模型。第三章

已建立了高压断路器健康指数模型并进行健康状态划分，因此，本章在此基础上，提出了基

于不确定性量化的高压断路器剩余寿命预测方法。但是，传统的寿命预测方法通常是单点预

测，预测结果是一个确定的剩余寿命值。实际应用中，高压断路器的工作环境恶劣，会受到

环境噪声的影响，同时考虑到模型的不确定性，为提高高压断路器寿命预测的可靠性，本文

提出了一种基于不确定性量化的高压断路器寿命预测方法，为高压断路器的预测性维护提供

依据。

4.1数据集处理

4.1.1 数据集来源

由于高压断路器全生命周期数据的采集需在特定环境下且设备价格昂贵、数量有限，试

验周期较长，为节约成本同时保障样本的代表性和可靠性。本文使用 3.2.1的重复寿命试验法，

采集了 5 台高压断路器的全生命周期数据，如表 4.1所示，给出了每一台高压断路器的详细

信息，包括其对应的实际寿命、退化起始点、退化样本数、失效原因。实验数据包含不同失

效模式下的退化数据，具有一定代表性。

表 4.1 高压断路器数据集信息一览表

数据集 总操作次数 退化起始点 退化样本数 失效原因

HVCB_1 4229 953 3276 拒合，合闸线圈卡滞

HVCB_2 6159 1233 4926 合闸控制电压过高

HVCB_3 6784 1564 5220 分闸传动轴承故障

HVCB_4 4793 1027 3766 合闸控制电压过低

HVCB_5 5612 1357 4255 拒分，脱扣系统卡滞

4.1.2 RUL标签

高压断路器的状态退化过程一般分为两个阶段，如图 4.1所示，以退化起始点 FPTT 为分

界，将其分为正常状态和潜在故障状态。因此，3.4.1所述的理想健康指数不适用于两阶段的

高压断路器退化。

由于不同高压断路器工作过程中剩余寿命值存在彼此差异，不同高压断路器的总操作次

数、退化起始点、退化样本数均存在差异，所以无法直接采用总操作次数进行高压断路器 RUL

标签的计算。因此，为消除量纲的影响，需要对其进行规范化处理，使 RUL标签能更准确有
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效地表征剩余寿命。

将高压断路器的剩余寿命进行归一化处理，将其约束在[0,1]范围内，从而消除不同高压

断路器之间的差异。当高压断路器未到退化起始点，则认为其处于正常状态，RUL标签值为

1；当高压断路器处于退化起始点和失效点之间时，表明其处于潜在故障状态，RUL标签值

从 1开始下降，当 RUL为 0时表示高压断路器失效。

图 4.1 规范化 RUL示意图

RUL标签的计算公式如下：

1,
( )

1 ,

i FPT

i FPT
i FPT

e FPT

T T
R i T T T T

T T


    

(4.1)

其中， ( )R i 为高压断路器在 iT 时刻的理想健康指数， iT为高压断路器当前状态的时间点， eT

是高压断路器失效的时间点， FPTT 是退化起始点。

相应地，对于测试集中的 RUL标签，可以通过以下公式进行还原：

( )*tT R t t (4.2)

其中，t表示第 t个采样时刻。

4.1.3 滑动时间窗口处理

在使用深度学习方法作为预测模型进行 RUL预测的过程中，模型的输入对预测精度的影

响较大。若将健康指数 HI的单点数据直接作为神经网络的输入，不仅会受到单点噪声的影响，

还忽略了高压断路器退化过程的长期依赖关系，因而会影响寿命预测性能。

在处理时间序列时，滑动时间窗口是常用方法。其原理是借助固定大小的窗口在时间序

列数据上滑动，把连续数据分割成多个短序列。这种方法能够有效捕捉时间序列中的局部特

征，并保留数据之间的时序依赖性，同时减少噪声和随机波动的影响。

滑动时间窗口的原理如图 4.2所示，其处理结果由窗口长度 W和步长 L两个因素决定。

假设退化样本数为 N，那么可以构造 n=(N-W+L)/L组形状大小为 W×L的样本序列。
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图 4.2 滑动窗口原理

由于对样本进行了滑动窗口处理，因此一组序列只设置一个标签，将窗口的最后一个点

的 RUL标签作为一组序列的 RUL标签。

4.2业务分析及预测模型选型

高压断路器的寿命预测是在健康状态评估的基础上，需要通过设备历史健康指数预测未

来健康指数，从而得到剩余寿命，其业务流程如图 4.3所示，分为模型训练和在线预测两部

分。其中，模型训练是使用多台高压断路器的全生命周期运行数据作为训练集进行预测模型

训练。在线预测是指根据高压断路器的当前运行数据作为输入，通过预测模型得到剩余寿命。

图 4.3 寿命预测业务流程图

设备寿命预测通常需要基于设备的运行状态数据，这些数据往往具有时间序列的特性，

即按时间顺序排列。时间序列预测模型可以用于寿命预测，常见的模型包括自回归移动平均
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（Autoregressive Moving Average，ARMA）模型、循环神经网络（RNN）、门控循环单元（Gated

Recurrent Unit，GRU）、长短期记忆网络（LSTM）等，其算法对比如表 4.2所示。这些模型

能够捕捉数据中的时间依赖关系，从而预测未来的状态。

表 4.2 时间序列预测算法对比

预测算法名称 优点 缺点

ARMA[101]
模型结构简单，适用于自相关性强的

平稳时间序列
不适用于非平稳、非线性

RNN[102]
适用于变长时间序列，可捕捉序列中

的时间依赖关系

容易出现梯度消失或梯度爆炸的问题，

导致长序列的训练非常困难；对于长期

依赖关系的捕捉能力有限

GRU[103]
计算效率更高，训练速度更快，只需

要更少的内存，参数少，不易过拟合
不够灵活，泛化能力差

LSTM[104]
能够处理长期依赖关系，避免梯度消

失或梯度爆炸

计算复杂度较高，需要较长的训练时间

和更大的计算资源

由于 ARMA算法是基于线性假设的，而高压断路器的运行状态通常受到复杂非线性因素

的影响，因此 ARMA难以捕捉非线性退化特征。而 RNN只能处理短时间依赖，序列较长会

导致梯度消失或爆炸。GRU是 RNN的改进版本，虽然 GRU能缓解梯度消失问题，但在极长

时间序列的建模上，其性能可能不如 LSTM稳定。高压断路器的退化过程是一个时间点上连

续的过程，其参数变化具有明显的时序特性，LSTM可以通过对历史数据的学习来捕捉这种

时间依赖性，从而相较其他时间序列预测算法 LSTM更适用于高压断路器剩余寿命预测任务。

4.3 基于 BiLSTM和近似贝叶斯推断的寿命预测模型

考虑到高压断路器剩余寿命预测模型中的不确定性，本章基于 BiLSTM和近似贝叶斯推

断方法，提出了一种基于 BiLSTM和MC-Dropout的剩余寿命预测方法，实现高压断路器寿

命的点预测和区间预测。

4.3.1 LSTM原理

基于深度学习的剩余寿命预测是建立在高压断路器全生命周期运行数据基础上的，因此，

用于时间序列预测的神经网络适用于剩余寿命预测。循环神经网络（RNN）由于其特殊的定

向循环结构，使其对时间序列信息敏感，可以较好地处理时间序列。RNN的结构如图 4.4所

示，等号左侧为典型的 RNN结构，包含一个输入、一个输出和一个神经网络单元，和普通前

馈神经网络的区别在于 RNN的有环结构；等号的右侧为 RNN按时间序列展开循环，上一时

刻的网络状态将会作用于下一时刻的网络状态。RNN具有记忆特性，能够充分利用历史时间

信息，反映了隐藏在数据中的状态趋势变化特征。但是，RNN存在梯度消失和梯度爆炸问题，

因此不适用于处理长时间序列。
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图 4.4 RNN的基本结构

长短时记忆网络（Long Short Term Memory，LSTM），其作为 RNN的变种，在 RNN的

基础上引入了门控机制，能够选择性地存储信息，更好地控制信息的记忆与遗忘。LSTM的

基本结构如图 4.5所示，其由遗忘门、输入门、输出门和记忆单元组成。

图 4.5 LSTM 的基本结构

由图可知，LSTM的输入包括三个部分：当前时刻 LSTM的输入 tx 、上一时刻的隐含层

信息 1th  、上一时刻记忆单元的状态信息 1Ct ；输出有两个部分：当前时刻 LSTM的输出值（当

前时刻的隐含层信息） th 、当前时刻记忆单元的状态信息Ct。

LSTM中信息的流动过程如下：

（1）遗忘门：决定记忆单元的丢弃信息，其结构如图 4.6所示。遗忘门的输入为 1th  和 tx ，

通过σ函数输出一个[0,1]之间的值，1表示信息全部保留，0表示信息全部遗忘。

图 4.6 LSTM的遗忘门

其计算公式如下：
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1( )t f t f t ff W h W x b    (4.3)

1( )
1 xx
e

 


(4.4)

其中， tf 表示遗忘门的输出，σ表示 sigmoid函数， fW 表示遗忘门的权重矩阵，��为偏置向

量。从公式中可以看出，遗忘门的输出 tf 由当前时刻 LSTM的输入 tx 、上一时刻的隐含层信

息 1th  决定。

（2）输入门：用于控制新信息的输入量，其结构如图 4.7所示。输入门的输入为 1th  和 tx ，

其由σ函数和 tanh函数组成，一方面通过σ函数输出决定新信息的输出量 ti ，另一方面通过 tanh

函数得到当前时刻的单元状态备选值tC 。

图 4.7 LSTM的输入门

其计算公式如下：

( )t i t i r l ii W x Wh b    (4.5)

( )t c t c t l cc tanh W x W h b   (4.6)

tanh( )
x x

x x

e ex
e e









(4.7)

其中， ti 为输入门的值，σ表示 sigmoid函数， iW表示输入门的权重矩阵， ib 表示偏置向量；tC

表示当前时刻的单元状态备选值，tanh表示激活函数， cW 表示单元状态的权重矩阵， cb 表示

单元状态的偏置。

（3）更新门：更新单元状态，其结构如图 4.8所示。更新门分为三步：第一步将上一时

刻记忆单元的状态信息 1Ct 和遗忘门的输出 tf 相乘，遗忘掉需要舍弃的信息；第二步将输入

门的值 ti 和当前时刻单元状态备选值tC 相乘，得到新状态的添加值；第三步将前两步进行相

加，最终得到当前时刻的单元状态 tC 。
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图 4.8 LSTM的更新门

其公式如下所示：


1 tt t t tC f C Ci  (4.8)

其中， tC 为当前时刻的单元状态。

（4）输出门：用于控制当前单元状态的输出量，其结构如图 4.9所示。输出门分为两步：

第一步将 1th  和 tx 经过σ函数得到输出门的输出 to ；第二步当前时刻的单元状态 tC 经过 tanh函

数后与 to 相乘得到当前时刻 LSTM的输出 th 。

图 4.9 LSTM的输出门

其公式如下所示：

1( )t o t o t oo W x W h b    (4.9)

* ( )t t th o tanh c (4.10)

其中， to 为输出门的输出， oW 为输出门的权重矩阵， ob 为偏置向量， th 为当前时刻 LSTM的

输出。

4.3.2 BiLSTM原理

由于 LSTM只考虑了某一时间节点之前的信息即历史信息，因此在 LSTM中信息是单向
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流动的，存在信息提取和利用不足的缺点。双向长短时记忆神经网络 [105]（Bi-directional

Long-Short Term Memory，BiLSTM）是 LSTM的优化版本，其能充分考虑时间节点前后的历

史信息和未来信息对当前状态的影响，能更好地捕捉状态的前后依赖关系，从而提高寿命预

测的准确性。

BiLSTM的核心思想是输入时间序列分别从正反两向输入两个 LSTM网络进行训练，将

历史信息和未来信息进行拼接后进行输出。其原理如图 4.10所示，BiLSTM由输入层、双向

LSTM层、输出层组成。双向 LSTM层由两个独立的 LSTM构成。正向 LSTM能从前向后提

取长期依赖特征，即考虑了历史状态对当前状态的影响；反向 LSTM能从后向前提取长期依

赖特征，即考虑了未来状态对当前状态的影响。将正反两向的信息进行拼接后，作为结果进

行输出。

图 4.10 BiLSTM网络结构图

其计算公式如下：

1( , )t tth LSTM x h 
 

(4.11)

1( , )t tth LSTM x h 
   

(4.12)

( , )t t th concat h h


(4.13)

其中， th

表示正向 LSTM的结果， th


表示反向 LSTM的结果， th 表示 BiLSTM的输出。

4.3.3 贝叶斯神经网络

在应用深度学习技术进行剩余寿命预测时，必须纳入不确定性因素的考量。这些因素主

要分为数据不确定性和认知不确定性两大类。数据不确定性主要表现在数据分布的随机性上，

通常由数据采集过程中的噪声引起，例如传感器误差和环境的随机变化。认知不确定性则与

模型知识的局限性有关，如参数的不确定性和训练数据的不足。为了降低这些不确定性对预

测结果的影响，可以通过增加数据量和优化模型结构来实现。这两种不确定性可能会同时出

现，引发寿命预测结果的不确定性。
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为了应对深度学习预测方法中的不确定性问题，常用的不确定性量化方法包括数据增强、

贝叶斯算法等。在复杂系统的建模分析中，随着深度学习技术的发展，传统的贝叶斯方法与

神经网络的结合，将神经网络模型参数视为随机变量，实现了模型参数的概率分布推导，形

成了贝叶斯神经网络。图 4.11展示了传统神经网络与贝叶斯神经网络的对比。贝叶斯神经网

络[106]不仅结合了传统贝叶斯方法和深度学习方法的优势，还增强了深度学习的强大预测能力

和贝叶斯方法的不确定性量化能力。

假设训练数据样本为 ( , )D x y ，输入样本为 1 2{ , ,..., }nX x x x ，输出样本为 1 2{ , ,..., }nY y y y

即 RUL标签。根据贝叶斯定理，计算得到模型参数的后验分布，公式如下：

( | ) ( )( | )
( )

p D W p Wp W D
p D

 (4.14)

其中， ( | )p W D 表示参数W的后验分布， ( | )p D W 表示似然函数， ( )p D 为边缘似然。

但是，由于后验分布的求解困难，通常使用近似推断法。贝叶斯近似推断法分为两类：

马尔科夫链蒙特卡洛（MCMC）和变分推断。在处理大规模数据时，变分推断相比马尔科夫

链蒙特卡洛法具有更高的求解效率和更好的可扩展性。

图 4.11 传统神经网络和贝叶斯神经网络的对比

4.3.4 MC-Dropout近似贝叶斯推断

尽管变分推断在解决剩余寿命（RUL）预测中的不确定性估计问题方面表现出色，但其

引入的参数量较传统神经网络有显著增加，导致训练过程中计算复杂度大幅上升，难以满足

实际工程应用的需求。近年来，为了降低变分推断的时间复杂度，提出了一种近似贝叶斯推

断的方法——蒙特卡洛 Dropout（Monte Carlo Dropout），该方法通过简单的 Dropout机制实

现了对模型不确定性的高效估计。

蒙特卡洛方法[107]（Monte Carlo Method，MC）是一类基于随机采样和统计模拟的数值计

算方法，其核心思想是通过生成大量随机样本，利用概率统计规律近似求解复杂数学问题（如

积分、优化、概率分布等）。在贝叶斯模型中，后验分布 ( | )p W D 的复杂积分常难以解析求

解，而蒙特卡洛方法通过采样近似后验预测分布。

Dropout机制是一种用于防止神经网络过拟合的正则化技术，其核心思想是在训练过程中

随机丢弃网络中的部分神经元（即将它们的输出置为零），从而削弱神经元之间的共适应性，
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提高模型的泛化能力。Dropout的示意图如图 4.12所示。在实际模型训练中，每个神经元设

定一个 Dropout概率 p，当 p=0时，表示丢弃这个神经元。

图 4.12 Dropout示意图

蒙特卡洛 Dropout（Monte Carlo Dropout，简称MC Dropout）是将MC与 Dropout结合使

用的一种技术，主要用于估计模型的不确定性。MC Dropout使用MC采样对预测目标的分布

进行近似，通过随机丢弃神经元来模拟不同的网络结构，从而量化模型的不确定性。其核心

思想是在训练和测试阶段均保持激活状态，但通过多次前向传播，随机丢弃神经元以生成多

个不同的网络输出。

具有任意深度和非线性的神经网络，在每个权重层之前应用 Dropout，在数学上相当于概

率深度高斯过程的近似值。对于传统 Dropout，使用 L2正则化项，对贝叶斯神经网络进行近

似，则其优化目标函数可被构造为：

  2 2
2 2

1 1

1 ( , ) || || || ||
N L

dropout i i ii
i i

L E
N


 

   y y W b (4.15)

其中，Y


为模型输出，E为损失函数，W为权重矩阵，b为偏置向量，S表示样本子集，N为

样本子集中的样本总量，L为模型参数总量，为权重衰减系数。

Dropout目标实际上最小化了近似分布和深度高斯过程的后验之间的 KL散度。用蒙特卡

洛采样积分，可得到目标函数为：
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其中， 为模型精度，令：
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加入 Dropout结构的神经网络的目标函数符合后验分布的变分推断，因此可以近似理解
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为在神经网络中引入 Dropout结构，相当于实现模型权重的变分推理过程，并通过MC采样

可以对由随机权重系数引入的 RUL预测结果的不确定性进行量化。

实际使用中，MC-Dropout方法在训练和测试都打开 Dropout，通过多次前向传播计算预

测值的均值和方差，最终得到预测样本的置信区间。

4.3.5基于 BiLSTM和近似贝叶斯推断的寿命预测模型实现

本章在第三章的基础上，通过第三章中提出的基于 KPCA-WMD健康指数模型得到的 HI

曲线，并由基于变点检测方法进行健康阶段划分，得到退化起始点 FPT后的 HI 数据作为本

章的输入数据。

考虑到高压断路器剩余寿命预测模型中的不确定性，本章基于 BiLSTM 和 MC Dropout

方法，提出了一种基于不确定性量化的剩余寿命预测方法，其流程如图 4.13所示。

图 4.13 基于不确定性量化的剩余寿命预测流程图

具体的流程如下：

（1）数据集标签预处理：选用重复寿命实验法采集的 5台高压断路器的全生命周期退化

数据，将并将其通过第三章所提方法计算健康指数 HI 和划分健康状态，将退化起始点 FPT

后的标签进行规范化处理，即将 FPT处的 RUL标签设为 1，失效点的 RUL标签设为 0，退

化起始点到失效点之间的 RUL标签呈线性递减。

（2）滑动时间窗口处理，为预测模型构造样本序列，并将滑动窗口后的样本序列的最后

一个点的 RUL标签设置为序列的 RUL标签。

（3）划分训练集和测试集。本文采用交叉验证法，训练集和测试集比例为 4:1即 4台作

为训练集，1台作为测试集。

（4）预测模型训练。对 BiLSTM网络模型的初始化参数进行设定，设定迭代次数。将训

练集样本输入模型进行训练直到收敛或达到最大迭代次数。

（5）预测模型测试。在测试时使用MC-Dropout技术，将测试集的样本输入训练好的预

测模型中，进行前向计算得到区间预测，通过计算平均值得到点预测结果。
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4.4 实验验证与结果分析

本文首先在高压断路器退化数据集上对 GRU、LSTM、BiLSTM 分别使用 MC-Dropout

进行区间预测并将平均值作为点预测结果，将其与未使用 MC-Dropout的点预测结果使用点

预测评价指标进行比较分析，并使用区间预测评价指标对使用MC-Dropout的结果进行分析。

4.4.1 数据预处理

以 HVCB_1数据为例，将 HVCB_1的数据经第三章所提方法计算健康指数和退化起始点

FPT，退化退化起始点为 953，失效点为 4229，则高压断路器 HVCB_1参与 RUL预测的数据

为操作次数 953之后的数据，潜在故障状态样本长度为 3276次。如图 4.14所示为计算所得

的 RUL标签。

图 4.14 HVCB_1的 HI曲线和标准化 RUL标签

使用滑动时间窗口对数据进行处理，滑动窗口大小设为 5，滑动步长设为 1。也就意味着

将 5个连续时间的 HI值封装成一个向量，将这个向量作为某一时刻的输入特征。经滑动窗口

处理后，共得到 3273个样本向量。

4.4.2 模型评估指标

为验证寿命预测模型的准确性，需要采用合适的评估指标来衡量预测结果与实际观测值

之间的差异并且评估不同模型的预测精度。

4.4.2.1 点预测评估指标

点预测常用的评价指标方法包括以下几种：

（1）平均绝对误差（MAE）

平均绝对误差是衡量预测模型准确性的常用指标之一，它表示预测值与实际观测值之差

的绝对值的平均数，MAE定义如下：
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（2）均方根误差（RMSE）

在剩余使用寿命预测问题中，常将均方根误差作为评估指标，用于反映预测值与真实值

之间的偏差，RMSE 定义如下：
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其中，N为测试集中的样本数量， iy 为 RUL预测值， ˆiy 为 RUL真实值，当预测值与真实值

完全一致时，RMSE为 0；误差越大，RMSE值越大。较小的 RMSE值表明模型的预测效果

更佳。与平均绝对误差（MAE）相比，均方根误差在数量级上更直观。

4.4.2.2 区间预测评估指标

（1）区间覆盖概率（PICP）

区间覆盖概率用于评估预测区间是否覆盖真实值的比例，公式如下：
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其中， iy 为 RUL预测值， iL为预测区间的下限， iH 为预测区间的上限。

PICP值越大，代表有更多的目标值位于构建的预测区间中，预测结果的可靠性就越强。

（2）平均预测区间宽度（PINAW）

平均预测区间宽度用于评估预测区间的质量，公式如下：

1
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 
  (4.22)

区间预测要综合考虑区间的准确性和可靠性，理想情况下，区间覆盖率要尽可能高且平

均预测区间宽度要尽可能小，二者相互矛盾。

（3）覆盖宽度准则（CWC）[108]

为更全面评估区间预测的有效性，平衡PICP和PINAW的矛盾，引入覆盖宽度准则（CWC），

公式如下：
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其中，为惩罚系数， 为置信区间决定。本文中，设为 0.6，设为 0.95。

4.4.3 模型参数设置

网络深度对神经网络的表示学习能力有重要影响，对所提预测模型通过堆叠多个

BiLSTM网络层来增加网络深度。本文设置不同网络深度进行多次重复实验，得到 RMSE和

训练时间随网络深度变化的过程，如图 4.15所示。

图 4.15 网络深度的影响

由上图可知，随着网络深度增加，RMSE在网络层数为 3时最小，表明随着模型深度加

深，模型能够获得更深层次的信息，从而提高预测性能，但增加到一定程度后，模型会过拟

合，导致预测性能下降。同时，随着网络深度加深，模型结构变得复杂，导致训练时间变长。

综合考虑预测性能和训练效率，最终本文选取 3层 BiLSTM网络作为预测模型，其结构如表

4.3所示。

表 4.3三层 BiLSTM模型的结构

结构 网络大小 参数值

输入 1 -

BiLSTM 128 -

Dropout - 0.2

BiLSTM 64 -

Dropout - 0.2

BiLSTM 32 -

Dropout - 0.2

Dense 1 -

输出 1 -

根据以往调参经验及多次实验选择 BiLSTM模型的超参数，本章 BiLSTM模型参数的初

始化设置如表 4.4 所示。本文选取 Adam 作为优化器，Adam 优化器结合了自适应梯度算法

（Adaptive Gradient,AdaGrad）和均方根传播算法（Root Mean Square Propagation,RMSprop）
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的优点，能够自动调整学习率，并在大多数情况下表现良好，且适用于多种不同的问题和网

络架构。

表 4.4 BiLSTM模型的参数

参数编号 参数名称 参数值 参数编号 参数名称 参数值

1 输入节点数 1 5 迭代次数 300

2 输出节点数 1 6 学习率 0.005

3 批尺寸 64 7 优化器 Adam

4 丢弃率 0.2 8 损失函数 RMSE

在测试阶段，将 Dropout打开，MC采样次数设置为 200，即进行 200次前向传播，每次

能得到不同的输出，计算输出的均值和标准差，将均值作为模型的预测结果，置信区间取值

为 95%。

4.4.4 结果分析

从图 4.16 是验证组 1（HVCB_1-HVCB_4作为训练集，HVCB_5作为测试集）的 RUL 预

测结果图来看，本研究运用四种不同方法对高压断路器剩余寿命进行预测，并通过对比预测

值与真实值评估各方法性能。

从图 4.16（a）LSTM预测结果来看，其预测值曲线与真实值曲线虽整体趋势相符，但在

部分阶段偏差较大，尤其在操作次数处于 2000-4000区间时，预测值波动明显，表明 LSTM 模

型在捕捉高压断路器复杂退化特征时存在一定局限性。

图 4.16（b）BiLSTM 预测结果显示，相较于 LSTM，其预测精度有所提升，预测值更

贴近真实值，尤其在操作后期表现较好。这说明 BiLSTM 凭借双向处理序列信息的能力，能

更全面地挖掘数据中的时间依赖关系，有效提升剩余寿命预测的准确性。

图 4.16（c）MC-Dropout+LSTM 预测结果表明，引入 MC-Dropout 后，模型预测值的

稳定性显著增强，在整个操作次数区间内，预测曲线更为平滑，一定程度上减少了预测偏差。

这体现了 MC-Dropout方法在缓解过拟合、提升模型泛化能力方面的积极作用。

图 4.16（d）MC-Dropout+BiLSTM预测结果则进一步显示，该组合方法综合了 BiLSTM

在信息处理上的优势以及 MC-Dropout 在模型稳定性方面的作用，预测值与真实值最为接近，

在整个预测过程中均能保持较低的误差，展现出最佳的预测性能。

综上所述，四种方法均能对高压断路器剩余寿命进行一定程度的预测，但在精度和稳定

性上存在差异。其中，MC-Dropout+BiLSTM方法在本研究中表现最优，为高压断路器剩余寿

命预测提供了一种更可靠的解决方案。
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图 4.16 RUL预测结果图

进一步观察图 4.16可知，单纯的点预测结果仅给出一个确定数值，未充分考虑预测结果

的不确定性。实际数据往往存在波动和噪声，点预测值可能因个别异常数据或波动而偏差较

大。而区间预测考虑了数据的变异性，能更好地适应数据波动。本文使用MC-Dropout+LSTM

和MC-Dropout+BiLSTM对验证组 1进行区间预测的结果如图 4.17所示。

(a)MC-Dropout+LSTM区间预测 (b)MC-Dropout+BiLSTM区间预测

图 4.17 RUL区间预测结果图
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从图 4.17（a）MC-Dropout+LSTM 区间预测结果来看，真实值大多落在 95% 置信区间

内，表明该模型能够较为有效地捕捉数据的不确定性，提供具有一定可信度的预测区间。然

而，仍有部分真实值处于区间边缘，说明模型在某些阶段对不确定性的估计存在一定偏差，

可能是由于 LSTM 单向处理序列信息的局限性，导致未能充分挖掘数据中的复杂特征。

图 4.17（b）展示了 MC-Dropout+BiLSTM 的区间预测结果。可以明显看出，真实值几

乎完全被 95% 置信区间覆盖，且预测区间的宽度相对较为合理，既不过于宽泛导致预测信

息的模糊性，也不过于狭窄而无法有效包含真实值。这体现了 BiLSTM 双向处理序列信息的

优势，能够更全面地捕捉高压断路器剩余寿命数据中的时间依赖关系，结合 MC-Dropout 技

术对模型不确定性的有效估计，使得预测区间更加准确可靠。

为进一步评估点预测和区间预测的效果，本文对 LSTM、BiLSTM、MC-Dropout+LSTM

和 MC-Dropout+BiLSTM 这几种模型进行了交叉验证，通过多个评估指标来衡量其预测性能，

结果如表 4.5所示。

表 4.5 各模型交叉验证预测结果表

模型 评估指标 验证组 1 验证组 2 验证组 3 验证组 4 验证组 5 平均值

LSTM
RMSE 205 179 223 201 194 200
MAE 165 132 182 171 146 160

BiLSTM
RMSE 178 156 183 173 164 171
MAE 142 121 155 138 128 137

MC-Dropout
+LSTM

RMSE 125 107 131 123 113 120
MAE 94 75 98 95 82 89
PICP 0.9211 0.9501 0.9023 0.9156 0.9418 0.9262
PINAW 0.2212 0.3979 0.2103 0.2311 0.2513 0.2624
CWC 0.4462 0.3979 0.4267 0.4670 0.5038 0.4483

MC-Dropout
+BiLSTM

RMSE 89 70 96 83 77 83
MAE 53 45 62 57 49 53
PICP 0.9523 0.9617 0.9412 0.9559 0.9611 0.9544
PINAW 0.2527 0.3217 0.2011 0.2685 0.3513 0.2791
CWC 0.2527 0.3217 0.4032 0.2685 0.3513 0.3195

通过多次交叉验证，每个模型在不同验证组上都有相应的评估指标值。例如，LSTM 模

型的 RMSE 在 179 到 223 之间波动，BiLSTM 模型的 RMSE 在 156 到 183 之间变化。

这些指标值的波动范围相对合理，说明模型在不同数据集划分下的表现虽有差异，但没有出

现极端情况，具备一定的稳定性，结果并非偶然，具有一定可靠性。在多次交叉验证过程中，

MC-Dropout+BiLSTM 模型的各项评估指标波动范围较小。不同验证组间，其关键指标变化

均在合理区间内，这表明该模型在面对不同数据集划分时，均能保持相对稳定的表现，并非

偶然得出有效结果，有力地说明了其预测方法的可靠性。

针对点预测，从均方根误差（RMSE）和平均绝对误差（MAE）来看，传统的 LSTM 模

型 RMSE 平均值为 200，MAE 平均值为 160；BiLSTM 模型 RMSE 平均值降至 171，
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MAE 平均值为 137，表明 BiLSTM 在捕捉序列信息上更具优势，双向的结构能更好地利用

上下文信息，预测效果优于 LSTM。加入 MC-Dropout 技术后，MC-Dropout+LSTM 的 RMSE

和 MAE 平均值分别为 120 和 89 ，而 MC-Dropout+BiLSTM 的这两项指标更是低至 83

和 53，说明 MC-Dropout 的引入显著提升了模型的点预测精度。

针对区间预测，在置信区间为 95%的情况下，在区间覆盖概率（PICP）方面，MC - Dropout

+ LSTM的平均值未能达到 95%置信区间的要求，而MC-Dropout+BiLSTM 的 PICP 平均值

达到 0.9544，表明该模型构建的预测区间能够更好地覆盖真实值，最大程度契合 95% 置信

区间的要求。平均预测区间宽度（PINAW）和覆盖宽度准则（CWC）用于衡量区间的有效性，

MC-Dropout+BiLSTM 在这两个指标上也展现出了较好的平衡，说明其不仅能保证较高的覆

盖率，还能使区间宽度相对合理。

4.5 本章小结

本章针对高压断路器寿命预测的不确定性，在多源数据融合的健康评估模型基础上，提

出了一种基于不确定性量化的高压断路器剩余寿命预测方法，进一步验证了基于多源数据融

合方法进行高压断路器剩余寿命预测的有效性。并分别采用 LSTM、BiLSTM、

MC-Dropout+LSTM、MC-Dropout+BiLSTM四种模型在剩余寿命点预测的结果进行对比分析，

MC-Dropout+BiLSTM模型在 RMSE指标达到 83，能较准确的预测高压断路器剩余寿命。并

对 比 了 MC-Dropout+LSTM 、 MC-Dropout+BiLSTM 两 种 模 型 的 区 间 预 测 结 果 ，

MC-Dropout+BiLSTM模型的预测区间能覆盖大部分真实值，更好地克服了点预测结果的不确

定性。
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5 总结与展望

5.1 全文总结

本文围绕高压断路器的健康管理展开深入研究，针对当前高压断路器在健康状态评估和

剩余寿命预测方面存在的不足，设计并实现了一个高压断路器健康管理系统。本系统涵盖机

械特性监测、寿命预测、设备管理等多种功能。本文分析了在电力系统稳定运行需求日益增

长的背景下，对高压断路器开展健康评估和寿命预测研究的重要性与现实意义，同时介绍其

基本情况，并对国内外在健康管理、状态评估及寿命预测等方面的研究现状进行剖析，并详

细说明了本系统的设计思路及实现方向，还针对高压断路器故障与健康管理中的健康评估和

寿命预测两个关键环节，提出了一种基于多源数据融合的高压断路器健康状态评估方法和一

种基于不确定性量化的高压断路器剩余机械寿命预测方法。本文的主要工作如下：

（1）本文结合机械特性采集硬件与分层式软件设计理念，构建了高压断路器健康管理系

统。设备层以高压断路器为监测对象，其触头行程、线圈电流等状态信号为关键数据来源。

采集层通过机械特性采集装置这一硬件，搭配智能终端中的串口通信、无线通信等模块，实

现数据的高效采集与传输，将设备层的状态信号转化为可处理的数据信息。边缘计算层则利

用安卓屏等设备，执行特征提取、计算健康指标等功能，同时具备功能迁移、在线推理服务

等能力，对采集来的数据进行初步分析与处理，并能根据需求更新模型参数，还可进行数据

存储与显示。平台层依托云平台，搭建设备云平台与云计算平台。设备云平台则专注于数据

存储、推送以及设备管理，为系统运行提供稳定的资源与数据支撑；业务应用平台负责模型

训练、更新及数据存储等操作，还能制定服务执行策略。展示层包含 Web 端和 APP，为用

户提供多样化的交互界面。各层相互协作，最终实现了功能全面且交互便捷的高压断路器健

康管理，为其健康评估和寿命预测提供了坚实的数据与技术基础。

（2）本文考虑了高压断路器的多源数据，设计了一种高压断路器健康状态评估方法。本

文对高压断路器的机械特性进行深入剖析，明确线圈电流信号和触头行程信号的机理，为后

续数据处理和特征提取提供理论基础。通过重复寿命试验采集数据，并进行预处理和存储，

确保数据的可用性和可靠性。从线圈电流和触头行程信号中提取特征，经归一化处理后，依

据退化敏感性筛选特征，构建起退化特征集。本文构建了基于 KPCA - WMD 的健康指数模

型，利用 KPCA 进行特征降维，WMD 实现特征融合，从而生成设备健康指数。同时，借

助基于变点检测的方法划分健康状态，建立设备分段健康状态模型。实验结果显示，在单调

性、相关性、鲁棒性和退化敏感性这四个关键评价指标上，KPCA - WMD（TC、CC）方法相

较于单指标、单源以及 PCA 主成分的健康指数模型，均展现出最优性能；在监测高压断路

器健康状态方面，基于退化速率的变点识别方法比传统的 3σ方法更为灵敏且有效。
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（3）本文考虑了高压断路器寿命预测的不确定性，提出了一种点预测和区间预测方法。

本文基于贝叶斯神经网络使用近似贝叶斯推理的剩余寿命预测方法，将 MC-Dropout 与

BiLSTM 结合，最终得到剩余寿命的概率分布，表达不确定性。实验结果表明，

MC-Dropout+BiLSTM模型的预测区间能覆盖大部分真实值，更好地克服了点预测结果的不确

定性，将区间均值作为点预测结果，也进一步验证多源数据融合用于剩余寿命预测的有效性。

5.2 未来展望

但是仍存在一些不足之处，还需进行更深一步地研究：

（1）数据融合广度和深度有限。当前多源数据融合主要集中于机械特性信号等部分数据，

对于其他如电气信号、环境因素数据等融合不够充分。未来可纳入更多影响高压断路器运行

的因素，使用更多类型的传感器采集多源数据，并探索更全面的数据融合策略，提升健康评

估和寿命预测的准确性。

（2）未考虑维修后的断路器寿命。本文研究主要针对高压断路器出厂至首次失效过程的

寿命预测，而实际使用中，高压断路器很多故障往往可通过维修重新投入使用，维修后高压

断路器的退化趋势可能有所差异。当前研究未将维修后的断路器寿命纳入考量，难以精准预

估维修后设备的实际使用时长与性能变化。后续可通过收集大量维修记录与维修后设备运行

数据，构建专门针对维修后断路器的寿命评估模型，提升预测的全面性与准确性。

（3）不确定性量化方法相对单一。本文研究运用贝叶斯神经网络对剩余寿命预测的不确

定性进行了量化，并针对基于 MC-Dropout 的近似贝叶斯方法开展了探究。然而，所采用的

方法相对单一。在后续研究里，可考虑探索其他近似计算方法，增加更多基线模型的对比实

验，也可通过优化降维手段等方式，减少贝叶斯神经网络的运算量，以此提升预测模型的时

效性。

（4）数据样本容量较小。尽管本文研究的高压断路器数据集涵盖了不同的失效模式，通

过交叉验证方法也展现了一定的代表性和可靠性，但不可忽视的是，数据样本容量相对较小。

这在一定程度上限制了研究结论的普适性以及对模型性能评估的全面性。随着本文高压断路

器健康管理系统中设备数量的不断增加，后续将获得更丰富的样本数据，且这些数据将涵盖

更广泛的设备运行条件和实际工况，包括在实际运行条件下的真实数据。有条件的情况下，

还将增加其它厂商的设备。这为后续进一步深入研究提供了宝贵的数据资源。未来，我们将

基于这些不断增加的样本数据，对高压断路器健康指数模型和寿命预测方法进行更全面、深

入的验证和优化，以期提高模型的准确性和泛化能力，使其能够更准确地反映高压断路器在

实际运行中的健康状态和寿命趋势，为电力系统的安全稳定运行提供更有力的技术支持。
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