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摘要

随着我国太阳能光伏装机规模不断扩大，如何智能高效地运营和管理光伏系统已成为

业内备受关注的热门议题。伴随着物联网、云平台和大数据等技术发展，光伏产业逐渐从

传统人工维护向智能决策和数据挖掘方向转型。目前工业界提出了许多光伏电站系统的运

维方案，但是大部分系统依旧存在以下不足之处：不能远程实时获取光伏设备的运行数据；

光伏电站清洁周期往往基于估计或静态设置，无法对组件表面积灰程度量化分析；系统预

警功能薄弱，不能预测分析组件潜在风险，只能通过故障报警时的推送发现具体故障。

根据目前行业内光伏系统的需求和不足的现状，本文通过对基础数据的价值挖掘，结

合物联网前沿技术设计了一个光伏电站远程运维系统：通过智能网关与光伏逆变器、气象

站、辐照仪和红外抄表等设备进行数据交互，再将采集的实时信息上传至云平台进行解析

处理。整个系统基于微服务架构来搭建后端业务算法集群，包含了远程升级、数据分析、

清洁决策和故障预警等多个功能。最后将系统分析得到的数据通过Web端和小程序等进行

可视化展示并且实现远程控制。

灰尘在光伏组件表面的大量积累会导致电站发电效率和收益的降低，严重时甚至会引

发安全事故，因此一个合理可靠的清洁决策非常重要。本文提出一种采用无积灰理想发电

量对损失发电量进行量化的算法思想，主要通过平台采集上来的数据筛选出电站历史多次

清洁周期内最佳清洁效果的功率数据，并采用一种改进的网格搜索（Grid Search，GS）优

化支持向量机回归（Support Vector Regression，SVR）算法构建无积灰理想功率预测模型。

该算法通过参数搜索空间的二分查找操作以及步长的放缩操作对普通 GS进行改进，大幅

提升 SVR模型中参数 c、g的寻优效率，减少 SVR的整体运行时间，算法的平均绝对误差

达到 0.944，均方根误差达到 1.213。最后通过每日的实际功率和实际发电量可以计算出发

电量损耗值并和清洁成本对比，从而确定电站的动态清洁周期。

预警与报警都是光伏电站中必要的安全机制，预警相对于报警提供了时间和机会来预

防或减轻潜在的灾害。本文围绕双向长短时记忆网络（Bi-Directional Long Short-Term

Memory，BiLSTM）搭建组串电流预测模型，并采用卷积神经网络（Convolutional Neural

Networks，CNN）对特征提取进行优化。然后对晴天、阴天、雨天三种天气情况分别建模，

并且与 LSTM、CNN-BiLSTM 两种预测模型进行实验对比。实验结果得出采用 CNN-

BiLSTM模型对光伏组串电流预测在三种天气情况下平均绝对误差最小，分别达到了 0.268、

0.393、0.361，均方根误差也最小，分别为 0.331、0.475、0.458。最后引入偏差率指标结

合滑动窗口方法建立报警阈值机制，实现光伏组件在故障报警推送之前的及时预警。

关键词：光伏系统，清洁决策，积灰清洗，发电量损失，故障预警，偏差率
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ABSTRACT

With the continuous expansion of the installed scale of solar photovoltaic in China, how to

operate and manage photovoltaic systems intelligently and efficiently has become a hot topic of

concern in the industry. With the development of technologies such as the Internet of Things,

cloud platforms and big data, the photovoltaic industry has gradually transformed from traditional

manual maintenance to intelligent decision-making and data mining. At present, the industry has

proposed many operation and maintenance schemes for photovoltaic power station systems, but

most of the systems still have the following deficiencies: the operation data of photovoltaic

equipment cannot be obtained remotely in real time. The cleaning cycle of photovoltaic power

stations is often based on estimates or static settings and the degree of dust accumulation on the

surface of components cannot be quantified. The early warning function of the system is weak

and the potential risks of components cannot be predicted and analyzed. Specific faults can only

be discovered through push notifications from fault alarms.

According to the current situation of the demand and deficiencies of photovoltaic system in

the industry, this thesis designs a remote operation and maintenance system of photovoltaic power

station by mining the value of basic data and combining with the cutting-edge technology of the

Internet of things: through intelligent gateways, it communicates with photovoltaic inverters,

weather stations, irradiance meter and infrared meter reading equipment, and then upload the real-

time information collected to the cloud platform for analysis and processing. The whole system is

based on microservice architecture to build back-end business and algorithm cluster, including

remote upgrade, data analysis, clean decision, fault warning and other functions. Finally, the data

obtained from the system analysis is displayed visually through the Web side and the small

program, and remote control is realized.

The large accumulation of dust on the surface of the photovoltaic module will lead to the

reduction of power generation efficiency and income, and even cause safety accidents in serious

cases. Therefore, a reasonable and reliable cleaning decision is very important. This thesis

proposes an algorithm idea that using the ideal power generation which is not affected by dust

accumulation to quantify the power generation lost. It mainly uses the data collected by the

platform to filter out the power data with the best cleaning effect during multiple cleaning cycles

in the history of the power station. And it uses an improved Grid Search (GS) to optimize the

Support Vector Regression (SVR) algorithm to construct Ideal power prediction model which is

not affected by dust accumulation. This algorithm improves the ordinary GS through the binary
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search operation of the parameter search space and the step size scaling operation, which greatly

improves the optimization efficiency of parameters c and g in the SVR model, and reduces the

overall running time of SVR. The average absolute error of the algorithm reaches 0.944, and the

root mean square error reaches 1.213. Finally, the power loss value can be calculated based on the

daily actual power and actual power generation and compared with the cleaning cost, thereby

determining the dynamic cleaning cycle of the power station.

Both early warning and alarm are necessary safety mechanisms in photovoltaic power

stations. Compared with alarm, early warning provides time and opportunity to prevent or

mitigate potential disasters. This thesis builds a string current prediction model around Bi-

Directional Long Short-Term Memory (BiLSTM), and uses Convolutional Neural Networks

(CNN) to optimize feature extraction. Then the three weather conditions of sunny, cloudy and

rainy days were modeled respectively, and the experiment was compared with LSTM and CNN-

BiLSTM prediction models. The experimental results show that the average absolute error of the

CNN-BiLSTM model for the prediction of PV series current is the smallest under three weather

conditions, reaching 0.268, 0.393 and 0.361 respectively. And the root mean square error is also

the smallest, reaching 0.331, 0.475 and 0.458 respectively. Finally, this thesis introduces the

deviation rate indicator and the sliding window method to establishes an alarm threshold

mechanism, thereby achieving timely warning of photovoltaic modules before fault alarms are

pushed.

Keywords: Photovoltaic system, Cleaning decision, Dust cleaning, Power generation loss, Fault

warning, Deviation rate
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第 1章 绪论

1.1 研究背景和意义

根据国家能源局发布的 2023 年全国电力工业数据统计，结合图 1.1 可得：2023 年全

国并网太阳能发电装机规模达到了 6.1亿千瓦，同比增长 55.2%[1]。

图 1.1 2016年-2023年我国光伏发电装机容量及增速情况

近年来随着世界新能源的开发规模不断扩大，其使用成本也快速下降，以风电、光伏

为代表的新能源产业逐渐代替火电、水电等传统发电产业，成为全球能源的重要组成部分

[2]。图 1.2 为 2016 年和 2023 年不同电力生产方式累计装机容量占比对比图。图中太阳能

发电在不同电力生产方式中的装机容量占比逐渐增大，说明中国光伏产业规模快速的扩大

和市场的日益成熟。

图 1.2 2016年和 2023年不同电力生产方式累计装机容量占比对比图
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光伏发电主要可以分为分布式发电和集中式发电。集中式光伏发电大部分位于我国西

部地区，其充分利用了矿山、荒漠等地区空旷的地理优势进行建设，并且西部地区具有用

地面积广、海拔高、气候干燥、日照时间长且光照强度高等环境条件，因此更适合发展集

中式光伏发电。但本地地区难以消纳这么大的电能产量，大多产生的电能都会接入高压输

电系统远程输送至发达地区。另一类是本文主要讨论的发电场景：分布式发电，其更多应

用于我国的东部地区，主要可以应用在商业建筑、市政等公共建筑物、工业领域厂房和农

业设施等场所，其大多安装在屋顶、阳台、大棚等场合。分布式发电的光伏电源位于用户

侧，从而可以就近解决用电问题，降低电力远程传输造成的线路损耗，同时利用并网技术

进行电力差额的补偿和外送[3]。

光伏板的清洁工作在电站运维中至关重要。目前，自然环境下的扬尘等细小颗粒物、

工业废气、汽车尾气会随着风力气流和大气扩散等因素附着在光伏板表面并形成一层覆盖

的灰尘，进而影响光伏系统的发电能力。通过使用清洁机器人对光伏组件进行周期性的清

洗实验可以观察到：良好的天气条件下，该电站的日发电量有可能提升大约 20%。而在天

气污染的情况下，通过组件清洁该电站的日发电量可以提高 40%左右[4]。因此可以看出定

期清洗光伏组件对提升发电量和发电功率是十分重要的。目前组件清洁方式也逐渐多样化，

比如人工清洁、自动清洁系统[5]、车载移动式清洁机、光伏清洁机器人等。但随着技术的

发展和成本的降低，机器人清洁在大型光伏电站中的应用逐渐增多，而在小型和分布式伏

系统中，人工清洁仍然是主要的清洁方式。而人工清洁中传统定期清扫方法依然被大部分

光伏电站广泛采用，或根据人为经验进行适当调整，不能根据天气条件、积灰程度以及电

站自身发电计划来实时调整清洁方案。清洁周期往往是基于估计或静态设置，而不是基于

实际脏污程度变化，这样既没有对组件表面积灰程度进行实时量化分析，又缺乏对电站设

备运行状态的监测和预防性清洁。因此，无法最大程度地实现清洁成本和清洁后所提升的

发电量收益之间的平衡来实现清洁最大化收益。

在光伏电站运维中，系统的预警和报警都扮演着更为重要的角色。预警更多关注的是

潜在的故障或异常情况，采取预防性维护措施，协助运维人员及时发现问题并且迅速处理，

从而有效降低设备故障出现的概率。报警是对当前即将或已经发生的重要问题的警示，其

强调的是紧急情况下的快速响应，以减少任何潜在的损失或危险。随着光伏电站装机量的

逐年增加和规模的不断扩大，导致光伏电站运维成本也不断提升。及时的预警模块能为整

个系统起到防患于未然的作用，减少经济效益的损失。常见的预警可以通过组串电流、组

串电压、离散率和满发小时数等指标进行及时预警。大部分电站都会使用阈值法进行预警，

比如满发小时偏差大于某阈值属于日满发时长偏低，离散率大于某阈值属于组串电流异常

等。在如今深度学习快速发展的背景下，产业希望通过光伏组串现有数据进行智能化预测

对应指标参数来进行分析预警。

本文基于上述问题深入改进，设计并实现了一个功能齐全的光伏远程运维系统，以便

于系统运维人员可以对光伏设备进行实时监测、远程控制、数据分析等操作，并在此基础
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上增加具备动态清洁和维护预测的功能。其中动态调整的清洁决策实现清洁收益最大化，

光伏板的电流预警又能实现维护预测能力。

1.2 国内外研究现状

1.2.1 光伏电站运维发展现状

目前国内光伏装机规模正在迅速发展，但光伏电站运维水平仍存在发展滞后的问题。

光伏电站在技术管理方面存在未定期开展无人机巡检等问题，在节能方面存在未定期开展

系统效率、功率衰减检测计算等问题，在发电单元方面存在积灰故障等问题[6]，导致发电

效率的降低和安全事故的发生使得电站质量和安全无法保证，因此更需要从技术层面解决

运维的瓶颈问题。

受益于物联网、大数据、云平台等数字技术的迅速发展，光伏电站的运维开始趋于智

能化和标准化。物联网技术利用各种传感网络实现不同传感设备之间的互联，使得设备之

间具有感知互联、数据上传、远程下发等功能。在这个大背景下出现了一系列智能软件系

统和硬件设备，如光伏电站清扫机器人、智能巡检无人机系统、远程抄表等等。这些智能

设备和系统能够有效地降低人力成本，提高清洁和巡检效率，为光伏企业带来了新的运维

方式和管理手段。同时针对故障预警、故障报警、清洁决策等一系列问题，企业利用数据

采集和大数据分析等方法对现有数据进行实时分析预测，从而即时发现设备潜在隐患并且

提升发电效率。而云平台和微服务的快速发展提高了光伏运维后台的稳定性。其中各个服

务以独立的形式部署，互不影响且可扩展性强从而能够适应不同业务需求，多线程和缓存

技术又能提高系统并发能力和响应效率。电站的一系列实时数据基于消息推送技术经过采

集、分析、存储，并且结合天气情况对相关参数进行分析，从而实现实时监测电站数据，

及时提醒相关人员运维等功能[7]。

1.2.2 光伏电站运维系统研究现状

由于国外发达国家在光伏产业发展较早，因此对电站运维的关注度较高，20世纪末便

对光伏监控系统开展研究工作。美国国家可再生能源实验室（NREL）针对光伏并网电站

展开分析[8]，并对电站各个设备的实时数据和环境数据进行研究，从而量化评估电站的发

电效率和设备损耗。1995 年，国际能源署（IEA）在开展的 PVPS Task-2 研究项目中[9]，

对世界各地不同气候条件下的电站数据进行分析并且提出了多个表征光伏系统工作特性的

参数和概念。而全世界最大的光伏电站运维公司MeteoControl在光伏运维领域中独占鳌头

[10]，其拥有超过 40 多年的电站维护经验，并且成功研发了适用于不同装机容量需求的战

略解决方案及设备产品。该公司研发的运维模式已经在欧洲地区达到较为成熟的阶段，并

且已将大数据等技术运用在各种运维产品上。

而国内在光伏运维系统的研究方面起步较晚。在 2010 年，上海淘科公司（TAOKE）

成功研发出中国首个光伏监测平台[11]，为用户提供网页方式远程监控电站运行信息的服务。
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用户能够通过登录网址实时查看报表数据、故障报警等信息，很大程度地提高了运维效率。

2014年远景能源推出了“阿波罗光伏云平台”[12]，其采集的数据除了逆变器检测的数据外，

还会对电表、气象站、光伏组件、汇流箱等设备进行实时数据的采集，从而为后期决策分

析和运营管理提供数据支持。2018年 5月，特变电工提出 TB-eCloud智慧能源管理平台[13]。

该运维平台能够全方位实时采集电站的海量数据，推出了知识库、远程专家诊断、故障预

警、智能处理等功能，从而解决了由于设备数量庞大、信息收集不全面等问题引发的系统

决策缺乏理论依据，技术创新迭代缓慢等问题。

但是随着近些年来电站数量和光伏装机量成倍增长，光伏电站运维系统越来越难满足

阈值决策、趋势预警、量化分析等深层次需求。因此，在基础远程监控的基础上，光伏电

站更要利用时代发展的产物，整合物联网、微服务、深度学习等前沿技术到光伏运维系统

中，这也是本文的研究重点。

1.2.3 光伏板清洁决策研究现状

随着光伏产业的快速发展，高效的电站运维至关重要，而积灰导致光伏组件的发电效

率受到影响就是运维痛点之一。光伏板上大量的积灰会显著降低光伏组件的发电效率。这

是因为积灰会造成多方面的影响，其中包括遮挡阳光从而导致光伏组件表面玻璃的透射率

降低，同时积灰也会减慢光伏组件的散热速率，另外积灰严重时更会产生热斑效应等问题。

研究发现，当积灰厚度达到 3mg/cm2时，阳光的透射率将会减少 50%[14]。并且 Said[15]等指

出，覆盖在组件表面的积灰会很大程度影响光伏发电功率和发电量。因此定期清洁积灰是

提高组件发电效率的重要策略之一。目前光伏组件的清洁决策即清洁周期的确定方法一般

可以分为两种：样本法和周期法。

采用样本法进行光伏组件或阵列的实验选取特定的一组光伏组串或一部分光伏阵列作

为样本。此外需要每日进行清洁以确保光伏板保持整洁且不会积灰影响，从而起到实验对

照的作用。张朝辉[16]等分别将单块组件和整个电站作为实验对象，测试不同积灰程度下组

件的发电功率和整个电站的清洁收益，最后结合实际情况预测电站的清洁周期。但是这种

方法需要定期指定运维人员抽取样本的发电数据导致运维人员的工作量较大，并不能利用

大量历史的基础数据进行分析。

周期法一般选取发电设备运行稳定的光伏方阵，选取发电设备运行稳定的光伏阵列去

分析由于积灰损失的发电量和发电功率，当超过一定的清洁成本时发出清洁的推送提醒，

从而去确认整个清洁周期。周期法的具体实现又可以分为以下两种：基于计算机视觉的方

法和机器学习方法。

基于计算机视觉的深度学习方法一般是利用摄像头识别相关图像进行分析的方法。张

姝伟[17]提出一种基于图像亮度的积灰检测方法，其发现光伏组件表面亮度随着不同程度积

灰的变化而变化。文献[18]根据图像中像素的空间关系提取有效特征，并且根据人工神经网

络（Artificial Neural Network，ANN）划分成多个污染等级。文献[19]提出了一种基于计算
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机视觉的光伏表面土壤和粉尘检测方法，为光伏板提供更有效的清洁技术。但是计算机视

觉这类方法需要引入摄像头等设备从而会增加投入成本，对普通的分布式光伏电站推广性

不强。

而深度学习方法是针对光伏组件现有历史数据和环境数据进行分析。张博[20]等提出基

于最小二乘支持向量回归（Least Squares Support Vector Regression，LSSVR）的清洁时间

优化方法，通过构建发电功率积灰衰减模型对不同清洁时间的经济效益评估进而动态确定

清洁周期。但是其构建发电功率积灰衰减模型需要额外的监测装置，并且其对峰值小时数

的处理仅依靠于辐照度进行计算，没有考虑到其他环境因素的影响。陈金鑫[21]等以相关环

境气象因素为输入变量，采用改进的粒子群优化算法（Particle Swarm Optimization，PSO）

对最小二乘向量机的参数进行寻优，并且在考虑降雨的前提下搭建积灰预测模型，从而得

到由积灰造成的光伏输出功率下降程度，但其输入变量也需要用实验方式额外测量积灰量。

Herinrich[22]等基于现有数据采用逻辑回归(Logistic Regression)、支持向量机(Support Vector

Machine, SVM)、人工神经网络和随机森林(Random Forest)机器学习算法对清洗决策进行判

断，减少辐照度和其他因素对构建模型的影响。

综上所述，可见国内外在光伏板清洁决策领域使用了很多方法，但是很多方法都是通

过样本法和添加额外装置或传感器考虑积灰因素，这样只会忽略了对现有基础数据的深入

分析，反而会增加设备成本。所以现今研究更应注重基础数据的价值挖掘和智能决策的支

持，以实现更高效、智能的光伏运维管理。

1.2.4 光伏板故障预警研究现状

故障预警作为整个光伏运维系统的关键部分，也是国内外研究的焦点话题。整个光伏

系统中涉及到多个设备的故障异常，比如光伏组件、逆变器、汇流箱等等。本文主要研究

光伏组件的异常故障预警。目前比较常用的光伏组件异常故障预警方法很多，姑且可以分

为基于物理特性方法和基于数据驱动的方法。

物理特性方法的原理主要是基于光电转换模型利用光伏系统的 I-V 特性分析功率损耗

[23]。功率损耗是通过计算理想功率与实际功率之差来确定的。通过获取理想单二极管 PV

模型的光生电流、暗饱和电流、PV 的串联和分流电阻以及二极管的理想因数等参数来评

估理想功率。然而，这些参数的确定是基于光伏阵列中所有组件具有相同特性的假设，而

在实际条件下，每个光伏组件具有不同的特性。此外，该方法采用迭代技术，耗时长，可

能存在收敛问题，不同初始化的结果可能会有所不同。

基于数据驱动的方法，是指利用光伏电站的实时数据和历史数据，并运用数据统计分

析和机器学习的技术，通过建立模型和规则来对光伏组件的异常情况进行预测和分析。光

伏组件预警研究更倾向于使用该种方法，通过深入分析一些光伏组件的重要指标来实施预

警处理。基于数据驱动的方法一般分为统计方法和机器学习两种方法。
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统计方法也可以用来识别光伏系统的状态。在文献[24]中，该方法采用最小二乘法求得

光伏系统的功率、电压等理想参数与实际参数之间的残差。将遮阳和太阳辐照度信息输入

到模糊推理系统中，从而预测确定光伏组件的状态。文献[25]采用 t检验对光伏系统的测量

变量进行显著性检验，并计算理想功率和实际电压的比值。然后将该比率与从训练算法获

得的阈值进行比较从而确定异常情况。文献[26]通过分析光伏系统变量的统计分布，定义了

光伏系统正常运行极限的边界，当系统出现新的变量超出定义的边界时，光伏系统被归为

异常。

而目前工业界较为流行使用机器学习来进行光伏组件异常故障预警。文献[27]中提出了

一种结合支持向量机（Support Vector Machine，SVM）模型和 SVR模型的方式进行异常检

测，其中回归模型用来估算不同辐照度下的期望发电量并且将其作为输入参数，再使用

SVM模型充分考虑到预测发电量与实际发电量之间的差异从而识别光伏组件的异常状态。

综上所述，无论是统计方法还是机器学习，大部分方法都是对实际值和预测值作比较

从而来判断异常趋势和异常情况来起到预警的作用。不过对于预测的准确性和异常阈值的

确认更是需要着重研究和解决的重点。

1.3 论文主要研究内容以及各章节安排

本文针对目前光伏运维系统存在的问题深入研究，并结合智能网关、云平台、微服务

等前沿技术，设计并搭建一个功能丰富的分布式光伏运维系统，包含实时采集、下发命令

和远程升级，光伏板清洁决策的判断以及光伏板故障预警等多项功能。

以下是主要的研究概述和工作情况：

第一章：绪论。本章首先详细介绍光伏运维平台及其关键技术的研究背景和意义。然

后对光伏远程运维系统、光伏电站清洁决策技术和光伏组件故障预警技术的现状进行研究

调查，并根据需求分析确认具体功能模块的实现思路。

第二章：分布式光伏电站的远程运维系统设计。本章首先进行系统总体设计和业务需

求分析，详细介绍整个光伏运维系统整体架构，并且对各个组成部分进行设计实现，包含

通信协议，智能网关，数据存储，后端微服务架构和应用层等，最后进行效果展示。

第三章：基于发电功率数据挖掘的光伏电站清洁决策方案。本章首先选择电站历史多

次清洁周期内最佳清洁效果的功率数据，并且将这些视为不受积灰影响的功率数据。再结

合同一时间采集上来的气象数据进行相关性分析得到环境输入量，最后使用改进的 GS优

化 SVR 的关键参数 c 和 g 并建立理想无积灰情况下功率模型，通过每日的实际功率和实

际发电量可以计算出发电量损耗值并和清洁成本对比，从而确定电站的动态清洁周期。

第四章：基于组串电流数据挖掘的光伏组件故障预警方案。本章基于 CNN-BiLSTM

预测模型对光伏组件的时序电流数据进行预测，从输入数据进行空间与时间特征的提取，

进而提高预测模型的准确性。并且采用 LSTM、CNN-LSTM、CNN-BiLSTM模型在晴天、
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阴天和雨天三种不同的天气类型下进行预测误差的对比。最后引入偏差率指标并结合滑动

窗口等方法建立预警规则，实现光伏组件的故障预警。

第五章：总结与展望。本章会对光伏电站运维系统的整体设计和关键结果进行总结。

并且分析设计的不足和对相关方案进行展望。
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第 2章 分布式光伏电站的远程运维系统设计

针对上文分析的传统光伏电站所存在的问题，本文设计并实现了一套基于物联网技术

的光伏电站远程运维系统。首先将自主研发的智能网关（通信模块）与以光伏逆变器为核

心的多个设备端进行实时数据交互，设备端收集到的数据随后通过无线通信技术上传到设

备云平台进解析处理，将光伏设备关键参数和环境参数数据传输给Web端交互并展示，同

时可以通过微信小程序和发送短信等方式向运维人员发起故障报警、故障预警和清洁提醒

等信息，进而以便于实现实时监控和远程操作的功能。

2.1 系统总体设计

2.1.1 需求分析

根据当前传统运维系统中存在的缺陷，对本文设计的运维系统，主要需求有以下部分：

（1）实时监测，通过智能网关可以将光伏设备采集到的电流功率等数据以及环境数

据上传至云平台分析处理。同时能查询一个电站安装的逆变器数量、逆变器设备的运行状

况以及实时上传的预警数据。

（2）系统运维，逆变器检测到的故障和异常信息进行实时报警以及相关人员需要定

期发起巡检计划和任务，通过短信或微信小程序提醒管理人员，并且提供设备的报修服务。

（3）远程操作，远程升级和命令下发服务可以让运维人员在后台通过 HTTP 请求的

方式远程控制智能网关的版本升级和网关上下线等命令操作。

（4）数据可视化分析，电流、功率、发电量和辐照度等数据可以通过波形图方式展

现，历史信息可以从年月日等维度进行图表展示。部署的电站均能在地图上进行标注。

（5）提供多种可交互的产品，通过Web端、微信小程序和 APP等方式让用户能够便

捷进行设备数据的实时监测和对各类设备的远程操作。

除上述需求分析之外，后文需要着重研究的有：

（1）清洁决策的判断是电站运维的一大痛点，需要针对数据库保存的历史清洁记录

数据结合机器学习和数据分析技术合理根据发电量损耗进行清洁决策。

（2）光伏组件的故障预警也是重难点问题，预警能在真正故障发生前起到预测作用，

也需要结合光伏组件的历史电流数据和环境数据对短期电流进行预测并计算实际偏差值，

并设立阈值进行预警处理。

2.1.2 总体架构

整个系统整体框架整体可以由设备端、智能网关、云平台、应用端共同组成。物联网

体系架构通常由感知层、网络层和应用层构成。其中本系统中的设备端接入智能网关合为
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感知层。云平台与网关则依靠网络层进行通信。云平台和应用端合为应用层。云平台从具

体业务功能方面划分为设备云和业务云。系统架构图如图 2.1所示：

图 2.1 系统框架图

本系统的设备端主要包含光伏逆变器、红外抄表、气象站和辐照仪等。光伏逆变器用

来采集实时的光伏板组串电流、光伏发电量、输出功率等重要参数，并且能实时上传报警

故障信息。红外抄表用来采集电表有功总功率、电能数据等数据。光伏气象站用来采集实

时的天气温度、湿度、气压、风速等环境因素。辐照仪用来采集实时的辐照度。

智能网关是数据传输的桥梁。网关连接设备端的各种设备，其采用 RS485总线并结合

Modbus 通信协议来实时传输设备端采集到的数据。网关向上对接设备云平台，设备云使

用移动公司开发的 OneNET 云平台。两者之间采用 MQTT 通信协议进行数据传输，最后

将设备端具体的实时信息保存在设备云平台。同时也能将业务云传过来的下发指令进行解

析，解析出设备云上具体的命令发送给下挂的设备端从而达到远程控制的目的。

业务云部分是系统的核心软件模块，它是一个基于微服务技术搭建的后端业务平台。

其中最主要的是数据推送服务和数据分析服务。数据推送服务会将设备实时采集的数据放

入消息队列中异步处理；数据分析服务中不同的消费者会将对应的数据存储至缓存和数据
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库。运维人员可以调用业务云所提供的接口通过设备云对智能网关进行远程升级等命令操

作。清洁决策服务通过搭建理想功率模型计算出当日的理想发电量得到当日电量损耗，最

后计算总损耗从而判断当日是否清洁。电流预警服务是通过历史电流数据为基础进行预测

短期电流的偏差率从而提前进行预警。电流、功率、离散率和满发小时数偏差等实时数据

可以在 Web 段、微信小程序和 APP 等应用端通过图表方式进行实时展示，运维人员可以

根据网关上传的故障预警信息和具体巡检流程记录等对设备进行远程的实时监控。

2.2 网关设计

光伏电站远程运维系统的主要目标在于实现光伏装备数字化、网络化、在线化的高效

运维管理，使设备本身能够良好运转及发挥应有作用。物联网网关是整个光伏系统中的核

心部分，网关向下连接逆变器、红外抄表、气象站和辐照仪等设备，向上连接设备云平台，

在二者之间充当数据采集和传输的媒介作用，同时又是云端发送控制命令的返回路径。

2.2.1 网关的通信方式与协议

（1）网关与下挂设备

Modbus-RS485是传统常用的工业物联网组网方式。其主要是采取Modbus[28]的通信协

议使用 RS485总线进行连接通信。RS485是一中常见的工业总线通信串口，可以支持多点、

双向通信，通信距离远且抗干扰能力强[29]。Modbus 作为一种串行通信协议，由施耐德电

气公司于 1979 年为 PLC 通信而研发，其使用简单，易于实现和维护。并支持多种物理层

接口，并且适用于各种类型的设备。

Modbus 协议主要通过主从方式的实现通信。系统设计中智能网关归类为主机设备，

逆变器、红外抄表、气象站等则被归类为从机设备。本系统使用Modbus RTU模式来以不

同的格式进行消息传输。Modbus RTU格式下的帧结构如图 2.2所示。

图 2.2 Modbus RTU格式下的帧结构

在上述图中，地址表示下挂设备地址，字长为 1 个字节。功能码表示主机发送的功能

指令码，其字长同为 1个字节。数据码的内容会根据功能码而定，其中包含了从机执行动

作或者从设备获取的返回数据，这些数据包括了参考地址或具体数值等信息。校验码中

RTU采用 CRC16校验，范围由地址码开始到数据区结束。

（2）网关与设备云平台
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本系统通信协议采用轻量级的 MQTT 协议。MQTT（Message Queuing Telemetry

Transport，消息队列遥测传输协议）[30]是一种基于发布/订阅模式的通讯协议，其旨在实现

设备之间的低带宽、高延迟或不可靠网络环境下的高效通信。目前该协议在物联网、移动

设备等领域广泛应用。在本系统中，通信模块采集到的数据传输给设备云的过程中，

MQTT连接是建立在 TCP连接的基础之上的，TCP提供可靠的数据连接。

MQTT协议的数据包格式简单规范，其由固定头部、可变头部和有效载荷三部分构成。

固定头部包含了一些控制信息，包含消息类型和标志位。固定包中的数据包类型决定了数

据包是否具有可变头以及可变头的具体信息。有效载荷包含了实际的数据，其格式也取决

于消息类型。MQTT数据包格式如图 2.3所示。

图 2.3 MQTT数据包格式

2.2.2 网关硬件设计

智能网关硬件部分主要由 RS485模块，外部 FLASH模块，Cat.1模组，电源模块，复

位模块等模块构成，如图 2.4所示。

图 2.4 网关硬件设计框图
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（1）外部 FLASH模块：本系统功能复杂，代码量已超过单片机自带 ROM存储容量，

因此通过该模块增加程序存储量。并且 FLASH模块会在设备离线情况下进行本地存储。

（2）RS485 模块：该模块主要与光伏逆变器、红外抄表设备、气象站和辐照仪等设

备相连，模块主要起到数据采集后的多点通信和长距离传输的作用。

（3）电源模块：具有防反接功能，当接入电源正负极相反时，装置可自动保护或不

予以反应。电源供电采用直流 12-24V宽幅输入电源，长期工作范围为直流 24V±10%电压。

（4）复位模块：该模块具体使用 SP706 芯片，其主要用于在系统出现异常时重置微

处理器，有助于系统从错误状态中恢复，并确保其继续正常运行。

（5）LED 指示灯模块：模块中主要由三个 LED 指示灯构成。第一个是系统指示灯，

亮红灯。当设备接通电源时就会长亮。第二个是网络指示灯，亮绿灯。刚接入电源时候会

长亮 3秒后熄灭，然后具体根据闪烁频率动作得到具体信息：闪烁间隔 200ms表示检测不

到 SIM 卡；闪烁间隔 500ms 表示检测到 SIM 卡没有接入到网络；闪烁间隔 1000ms 表示

接入网络成功，未连接平台；长亮表示联网成功，可以与云平台建立通信。第三个是通信

指示灯，亮黄灯。快速闪烁说明正在与下挂设备进行通信。

（6）Cat.1 通信模块：该模块具体使用 Air724UG 芯片模块，Cat.1 的全称是 LTEUE-

Category1。Cat.1 技术能提供更高的数据传输速率，并且能通过具有更低成本[31]和功耗的

IoT 设备连接到 LTE 网络。由于基站无需升级网络和硬件，其覆盖范围广并且提高了数据

传输的可靠性和稳定性。以下总结对比了如表 2.1所示常用三种无线通信方式。

表 2.1 常用物联网无线网络通信方式比较

参数 LoRaWAN NB-IoT Cat.1

数据速率 0.3-50kbps <100kpbs 5.2Mbps-10.3Mbps

覆盖范围 市区 2km-5km，郊区 15km 市区 1km，郊区 10km 范围较小

传输距离 50-100m >10km >5km

网络延时 1s-2s 1.4s-10s <100ms

功耗 一般 高 低

使用场景 适合大规模部署 适合大规模部署 适合小规模部署

虽然 Cat.1的覆盖范围可能相对于 LoRaWAN和 NB-IoT较小，但本系统更注重低延迟

和低功耗的特性，Cat.1 的数据传输速度远远快于另外两种。而且 Cat.1 和同系列的 Cat.4

都是 LTE 制式的只不过等级不同，并且成本较低，所以最后考虑 Cat.1作为通信模块更合

适。

2.2.3 网关软件设计

网关软件部分主要由数据上报、命令下发、远程升级三大模块构成。其网关与云平台

的数据处理流程如图 2.5所示。
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图 2.5 网关与云平台的数据处理流程设计图

下发命令：下发命令是后台运维人员将数据封装成 JSON格式并发送远程请求给云平

台，云平台再通过MQTT协议将对应的指令序列化发送给网关设备，当网关设备接收到后

便将结果根据MQTT协议反序列化解析，从而达到对通信板进行相关指令操作的目的。相

关指令具体包含控制设备运行，网关注册、校时功能、添加监控点、修改设备信息、掉电

检测等等。

实时上传：本系统中涉及到的逆变器、红外抄表、气象站等设备将监控点数据通过

RS485总线传输至智能网关，智能网关会把获取的具体数据按一定分类顺序存放在点位标

准记录表中，并在 MCU 中进行监控点遍历操作。具体而言，通信板 MCU 通过全局事件

轮询的机制在特定时间对点表信息中下挂的各个设备的监控点进行遍历操作，从而实现设

备监控数据的实时获取。如图 2.6所示，点表信息文件中按照设备地址和监控点地址进行

了分类，方便后续的数据处理和管理。随后又实时把监控数据、故障数据和异常数据等信

息通过 Cat.1模块上传至设备云平台。通信模块上报的数据信息包含 SIM 卡号，设备唯一

标识 IMEI 编码，设备版本号等基本信息。这些信息首先也像上文提到的进行 JSON 格式

的封装，再在 TCP连接的基础之上按照 MQTT 协议需要的传输格式进行在封装，由此将

实时信息传输到设备云。
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图 2.6 数据上报示意图

远程升级：该模块主要分为嵌入式部分和后端部分，智能网关采用轻量级 TCP/IP 库

LWIP 来发起 HTTP 请求。网关通过 HTTP 协议与云服务器进行连接并通过服务器后台提

供的文件下载接口进行远程下载。当用户开始执行远程升级任务时，可以通过业务云平台

指定升级版本并且通过后端对应接口对文件进行 JSON 序列化传输给 OneNET 平台，平台

通过MQTT 协议向智能网关传输实时信息，在通信板获得升级文件的信息后，MCU 会实

时下载对应文件，并采用直接内存访问的途径将下载的文件存储到 FLASH 中去。下载完

成后以文件的形式存放到 FLASH中并且修改 FLASH的更新标志位。当系统再次开机时，

可以通过判断该 FLASH 标志位是否改变来决定是否已经将之间的旧版本代码进行覆盖，

如果已覆盖的话说明完成远程升级。

2.3 后端架构

2.3.1 后端组件选型

（1）数据库

一个可靠稳定的运维后台通常需要一个具备高可用、高性能、高扩展的持久层。由于

光伏设备需要实时监控和响应，数据库更需具备高可用性从而确保系统的持续可用。海量

的历史报表数据统计需要数据库具备高性能的处理能力，从而能够快速存储和检索。对应

的光伏设备数量和数据量的增长也是不可避免的趋势。

综合而言，本系统采用多节点部署数据库集群并根据数据类型的特点选择合适的存储

方式，从而可以满足光伏电站平台对于高可靠性、高可用性和性能优越性的需求，为大型

软件应用提供坚实的持久层基础。这样的架构不仅满足当前需求，还具备灵活适应未来扩

展和变化的能力。
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目前市场上主流的关系型数据库中有MySQL、Oracle、SQL Server和 PostgreSQL。本

文对数据库的几个主要特点进行比较，从而发现尽管 SQL Server和 Oracle在稳定性和并发

性上表现出色，但是两者使用成本较高并且维护难度较大，鉴于 PostgreSQL 在 Windows

环境下稳定性较高，但在非 Windows 环境中可能有一些限制。综合考虑最终确定以

MySQL作为关系型数据库。表 2.2对四种主流关系型数据库的特点进行比较。

表 2.2 主流关系型数据库比较

数据库 稳定性 并发性 维护难度 成本 跨平台性

MySQL 高 高 低 低 高

Oracle 高 最高 高 高 高

SQL Server 高 高 低 高 低

PostgreSQL 较高 高 低 低 高

MySQL 功能强大，首先 MySQL 提供了 SQL（Structured Query Language，结构化查

询语言）语言的支持，从而实现数据库的创建、修改、查询、删除等操作。并且其支持事

务、视图、存储过程和触发器等。事务可以确保数据库在处理大量并发操作时保持数据的

一致性和可靠性。其次 MySQL 通过各种索引大大提高检索效率，通过各种锁管理并发访

问，提高系统的性能和数据的一致性[32]。

本系统采用了 MHA（Master High Availability）[33]的 MySQL 高可用方案。它由 MHA

Manager 和 MHA Node 两部分构成。每一个 MHA Node 都运行在一个 MySQL 节点上，

MHAManager 会定期检查集群服务器中的所有 master 节点。当 master 节点发生故障后，

它就会主动地把所有具有最新数据的 slave 节点更新到 master 节点，最后再把剩余所有的

slave节点都指向最新的 master节点。图 2.7展现了MHA-MySQL分布式集群主要架构。

图 2.7 MHA-MySQL分布式集群架构图

（2）消息队列

当设备云接收到网关设备实时推送上来的信息后，需要将对应的监控点信息请求给后

端进行解析处理。然而大量数据直接进行同步请求可能会存在丢失数据的情况。因此可以

通过引入消息队列，将数据的生产者（网关设备推送信息）和消费者（后端系统处理请求）

解耦，从而避免直接的同步请求以确保数据的可靠传输和处理。



杭州电子科技大学硕士学位论文

16

常见的消息队列包括 RabbitMQ、Apache Kafka、RocketMQ 等。这些消息队列系统提

供了可靠的消息传递机制和高效的异步通信能力，能够在分布式系统中进行消息的生产、

消费和传递，以实现解耦、削峰填谷、异步通信、消息缓冲等功能。下表将所提到的三种

消息队列从吞吐量、稳定性等方面进行对比，可以看出虽然 Kafka 可以实现高吞吐量的消

息传递，但是相对于其它MQ会存在一定时延。RocketMQ是阿里巴巴开发的消息中间件，

但是相对于其它 MQ 社区支持相对较弱。RabbitMQ 虽然吞吐量低但是能满足本系统下的

场景应用需求，并且其通过消息确认机制和持久化可以保证实时推送消息的可靠传递[34]。

表 2.3对三种主流消息队列的特点进行比较。

表 2.3 主流消息队列比较

消息队列 吞吐量 稳定性 顺序消费 消息重试 死信队列 社区支持

RabbitMQ 1w 高 支持 支持 支持 高

Kafkfa 10w 高 支持 不支持 不支持 高

PostgreSQL 10w 高 支持 支持 支持 一般

本系统采用 RabbitMQ的镜像集群模式部署，普通集群模式不能实现系统的高可用，

盘节点崩溃可能会导致数据丢失。而镜像集群具有设定数据同步的功能，其既可以选择同

步至全部节点，也可以选择同步至一定数量的特定节点，从而确保系统的高可用性。

（3）缓存

光伏远程运维系统可能需要频繁地读取和计算各种监控数据、历史数据、设备状态等

信息，需要使用缓存可以加速数据的读取和响应速度从而降低数据库的访问压力。并且巡

检模块的定时任务是多机部署，需要分布式锁解决系统中的多进程并发访问资源问题。本

系统针对缓存中间件采用 Redis（Remote Dictionary Server）数据库，其为了更快速的读写

访问则将所有数据存储在内存中。并且支持多种存储数据类型，例如字符串、链表、集合

和哈希等类型。同时为了确保数据的可靠性和安全性，Redis也提供了持久化机制。

Redis 主要提供了哨兵集群和分片集群两种高可用解决方案，本系统使用哨兵模式来

确保系统的可靠性和高可用性。哨兵模式是在主从模式的基础上增加了哨兵进程来实现高

可用性。如图 2.8 所示，每个哨兵都是一个独立的节点进程，它能够同时监控多个 Redis

服务器的运行状态。哨兵节点通过心跳机制来检测服务状态，同时每秒发送 ping命令给集

群中的各个实例。如果某个实例在预定时间内未能正常响应，哨兵则认为该实例主观下线。

这种情况下此时发现的哨兵会作为 leader 哨兵对其他哨兵发起投票，如果剩余哨兵中多达

半数的哨兵认为该实例已经宕机，就需要挑选一个新的节点取而代之。然后会依次对所有

从节点的优先级、复制程度和节点 ID 进行三轮考察，挑选出新的主节点并告知其他节点。

然后哨兵 leader 会将原主节点下的各个从节点指向现在新的主节点并且告知客户端主从节

点的变化信息。最后监视旧主节点当旧主节点醒来后变成变成从节点。哨兵节点间是通过

Redis的发布/订阅机制发现并相互通信的，并且通过 Raft一致性算法保证故障时节点之间

的和一致性选举，从而可以起到高可用的目的[35]。
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图 2.8 哨兵集群架构图

（4）注册中心

对于服务注册与发现中心选取，常见的如下表有 Zookeeper、Nacos 和 Eureka。虽然

Eureka 是 Spring Cloud 推荐的服务注册中心组件，但 Eureka 2.0 的开源工作已经停止故不

去考虑。Nacos 是由阿里巴巴开源的一款服务注册与发现组件，它支持动态服务发现、服

务元数据和配置管理 [36] 。 Nacos 支持 AP（ Availability&Partition tolerance）和 CP

（Consistency&Partition tolerance）两种一致性模式，确保在不同的场景下提供合适的服务

注册与发现能力。它具备高可用性、更优的性能和较强的伸缩性，适用于构建更加灵活、

可扩展的服务架构。而 Zookeeper集群仅仅支持 CP一种一致性模式，其可能出现在 leader

节点宕机的时候进行 leader 的选举并且选举期间服务集群瘫痪的问题，所以不能保证服务

的可用性。在光伏物联网场景中突发事件或设备故障可能对能源产出造成重大影响。高可

用性的系统能够更快地响应应急情况，实现快速故障恢复。本文采用 Nacos 作为服务发现

与注册中心。表 2.2对三种主流注册中心进行比较。

表 2.4 主流注册中心比较

注册中心 语言支持 一致性协议 多数据中心 K8S集成 社区活跃度

Nacos JAVA CP/AP 支持 支持 高

Eureka JAVA AP 支持 不支持 低

Zookeeper C CP 不支持 不支持 中

Docker 是一个使用 Go 语言编写的开源应用容器引擎，其提供的容器化部署方式以其

可移植性、轻量化等优势，能够快速把应用程序的依赖包封装到独立的容器上。其跨平台

性能够在不同操作系统上开发和测试容器化的应用。Docker 的沙箱机制实现了容器间资源

的隔离，确保各个容器间可以相互独立运行，有效避免了应用间的资源和依赖冲突问题。

本系统中提到的 MySQL、Redis、RabbitMQ、Nacos 等中间件服务的镜像都可以通过
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Docker 镜像仓库轻松拉取，并且部署到阿里云 ECS 服务器上，从而更好地利用服务器资

源，提高硬件利用率，并且能进行横向扩展并处理更多的请求负载。其提供了丰富的管理

工具和容器镜像服务，使得应用程序的部署和迁移简便化。最后，通过编写 DockerFile 脚

本进一步提高了业务模块的迭代和部署效率。

2.3.2 云平台

2.3.2.1 设备云

本系统采用中国移动公司提供的 OneNET云平台来对光伏设备的数据进行存储和管理。

OneNET 云平台从物联网产业特点出发，旨在简化物联网项目的实施过程，通过提供安全

可靠的数据传输存储和多维度的数据分析工具，确保物联网应用的稳定性和可扩展性，从

而实现设备的快速接入、数据的实时收集处理以及应用快速开发和上线[37]。

OneNET 提供了丰富的 API和 SDK，其中包含设备增删改查、数据点上传、设备命令

管理，规则引擎创建等，支持多种行业以及主流标准协议的设备接入，例如 LWM2M、

Modbus、MQTT、HTTP等。同时 OneNET 采用分布式结构和异地双活等多重数据保障机

制，从而能为光伏电站设备提供安全的数据存储服务。

本系统中智能网关下挂多台设备，其将采集到的数据通过MQTT协议上传到 OneNET

云平台，设备云平台接收数据后对数据流进行进制解析等操作，而后通过全局接口将数据

批量推送至业务云平台，光伏运维人员可以通过平台所提供的各种接口完成实时监测、全

程管理等操作。设备云架构图如图 2.9所示。

图 2.9 设备云架构图

2.3.2.2 业务云

业务云主要由负载均衡、云服务器、业务组件三方面构成。

首先系统采用 Nginx负载均衡，当用户请求后端接口时会通过负载均衡进行分发请求

起到分流的作用。Nginx 服务器具有高性能、可扩展性强、轻量级、稳定可靠和灵活配置
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等优势 [38]。云服务器使用阿里 ECS 云服务器，业务端在其上运行 Tomcat 服务，通过

SpringBoot和 SpringCloud框架来实现微服务。SpringBoot[39]具有简化配置、内嵌式容器、

自动化构建和快速启动等优点，极大地提高了 Java应用程序的开发效率，使开发人员能够

更专注于业务逻辑。而 SpringCloud 利用 SpringBoot 的开发便利性简化系统的开发步骤，

其专门用微服务开发而设计，提供了服务发现、客户端负载均衡、断路器、服务路由等服

务。业务组件中核心部分包含数据库、缓存、消息队列等。为了处理访问量激增对

MySQL数据库造成的过大压力，业务模块采用 Redis缓存的方式解决数据库访问速度过慢

的问题。消息推送模块则通过 RabbitMQ进行异步处理来实现设备数据上传时的流量削峰。

三种组件均通过集群方式部署来确保系统的稳定性和安全性。整个业务云的架构如图 2.10

所示。

图 2.10 业务云架构图

2.4 服务设计

2.4.1 基础服务设计

2.4.1.1 实时推送服务

实时推送服务是整个数据来源的核心，主要是处理设备云推送过来的大量实时信息。

为了防止数据丢失并且减小系统的耦合性从而提升性能，经上文对比本系统采用

RabbitMQ消息队列进行消息异步处理。
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RabbitMQ 主要由生产者、消费者、队列、交换机等几部分构成。首先生产者在发送

消息的同时需要带上交换机名称。当交换机接收到信息时，其会根据路由规则针对指定的

路由键进行消息转发。最终消息会发送到匹配的消息队列，订阅了该队列的消费者会通过

监听器对队列中的消息进行实时消费。

智能网关在实际使用时通过连接多个逆变器，网关监控由逆变器 SN（即逆变器唯一

标识）加上对应监控点（监控点约定为 6个字符）构成，从而区分不同逆变器同一个监控

点的数据。RabbitMQ 为了保证数据的持久性，可以设置交换机、队列和消费者信息的持

久化机制，开启持久化后默认内存中存储消息确保在 MQ 中消息不丢失。本系统在

RabbitMQ 的基础上进行了改进。首先实时数据传输至设备云平台后会定时请求业务云的

后端接口，异步线程池的多个空余线程将接收到的 JSON格式数据并行发送到消息队列的

生产者。生产者处会先将上报上来的逆变器唯一标识拼接上同一时间的时间戳为键值存入

到 Redis里再发送，从而方便发送失败时重新发送。此时消息队列在确认到达交换机和到

达队列处均有自身的 ACK应答机制。

图 2.11 实时推送框架图
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本次设计在消息成功到达交换机时会把之前生产者存入的键值从缓存中移除，否则就

需要定时任务重发失败消息。而如果消息从交换机到队列失败，则重新把消息存入缓存并

且需要定时任务重发失败消息。超时重复机制主要是应对在数据发送时所遇到延迟中断、

网络堵塞等问题，导致服务器无法及时地向客户端反馈信息。为了避免客户端长时间地等

待响应，本系统采用了超时重发机制来保证消息能够顺利到达服务器。系统利用

RabbitMQ 的默认三次重发机制，当重发次数达到三次仍未收到回复时，即认定设备已经

与服务器断开连接，便停止重发。此外，系统还设置了定时任务，每分钟对发送失败的消

息进行重发，具体流程如图 2.11所示。

2.4.1.2 远程升级及优化

远程升级服务主要针对智能网关设备里的通信板进行程序版本升级。该服务的实现同

下发命令针对设备云为基础进行操作。远程升级的基本操作流程如图 2.12所示，

不同版本的网关设备有不同的更新包，首先系统会通过定时任务获取设备云上的最新

设备版本信息并且存储至数据库。当发起远程升级任务时，先针对平台不存在的待升级设

备和升级包进行选择和添加，升级包以二进制文件的方式存储至数据库。然后查询出与远

程升级任务相关的所有设备，挑选指定的升级包进行批量升级。最后确认更新后，远程升

级任务会以异步的形式在后台启动。主任务开启后会将数据库的任务状态更改成进行中，

并且在数据中添加对应的任务记录，设置对应的创建任务时间和任务 ID。等待最后主任务

结束后，数据库的任务状态修改成为结束状态。

图 2.12 远程升级基本流程图
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本次远程升级在原有主任务的基础上进行优化。由于本系统采用的设备云平台中提供

的命令下发接口存在一定限制——对下挂设备进行升级时有最多仅支持 50 台设备。而考

虑到逆变器设备数量的逐渐增加，单台设备的升级处理需要频繁调用大量的 HTTP请求。

为了达到更高的效率，系统需要通过并发编程的方式对程序进行优化。

本次设计采用基于分支合并思想的 Fork-Join 框架进行并行执行任务，其主要思想是

通过递归分割的方式将大任务划分成若干个小任务分别进行计算，最后将小任务的计算结

果合并汇总得到最终的计算结果。该框架主要采用工作窃取算法实现任务的调度和执行，

其基本流程图如图 2.13所示。其核心思想是所在队列中的线程可以向其他队列进行窃取任

务操作，从而减少线程因为任务空闲而造成的资源浪费。此外，每个子任务均有其单独的

处理队列。如果有的线程先完成了自己队列里的任务，就窃取其他队列中的任务进行执行。

其优点在于其能够自动化地实现任务分割和调度，提高了任务的并行处理能力，从而使得

程序在多核处理器上具有更好的性能表现，更能达到毫秒级统计的效果。

图 2.13 Fork-Join基本框架图

2.4.2 业务服务设计

本小节将主要通过接口需求设计、数据库设计和逻辑设计几个方面对光伏远程运维系

统的后端服务进行设计。

2.4.2.1 接口需求设计

系统接口需求设计主要是对业务逻辑进行拆分，需要按照电站设备、人员管理、数据

分析等角度出发考虑系统的完整性，并且涉及到系统内部各个模块间的通信和数据交换。

如表 2.4所示按照需求划分成以下模块接口。
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表 2.5 光伏远程运维系统及其功能

模块名称 模块功能 模块 URL

逆变器模块 逆变器相关信息和操作 /inverter

电站模块 电站相关信息和操作 /station

网关模块 网关设备相关操作 /gateway

人员管理模块 运维人员的操作权限管理 /manage

摄像头模块 提供实时视频监控功能 /camera

巡检模块 定期巡检操作 /camera

清洁模块 根据日损失发电量进行清洁决策 /clean

报警模块 对逆变器检测到的故障报警 /alarm

预警模块 对组串电流和满发小时数异常进行预警 /warn

报表模块 生成逆变器、电站、气象站历史记录报表 /report

报修模块 对指定故障进行报修 /repair

整个业务系统分为六大管理模块，分别是综合管理、报表管理、设备监控、定期巡检、

清洁决策、预警报警。

（1）综合管理模块：该模块是对电站信息、逆变器信息、网关信息以及运维人员信

息等相关信息进行数据存储。其中包含了角色的权限管理和人员档案管理，并提供账号的

相关注册。由于存在多个电站所以业主为指定的人员分配可使用管理的电站。电站信息和

逆变器信息的相关管理在新增录入时需要建立。

（2）报表管理模块：该模块是对网关设备上传上来的数据进行历史记录存放和数据

分析。主要分为逆变器、电站、气象站报表，逆变器表报具体记录离散率、满发小时偏差、

三相电流、组串电流和输出功率等信息。电站报表具体记录。气象站报表具体记录辐照度、

温度、湿度、风向等环境信息。报表可分别根据年月日的层级和列表图标的层级进行展示，

并且可以对报表进行导出 Excel文件。

（3）设备监控模块：该模块可以对设备的运行状态起到实时监测的作用。网关设备

对光伏现场的逆变器电流、功率、发电量等数据的进行实时采集和上报。同时运维人员可

以通过 APP、小程序、Web端等向云平台进行 HTTP请求，进而实现对光伏逆变器等下挂

设备的远程控制，例如逆变器电流电压参数进行设置、网关自身的上下线和版本升级等。

另外设备监控支持在线的视频监控，通过嵌入了萤石云 SDK 的方式便可用移动流量和

WIFI实时上传和展示光伏电站的高清视频摄像。

（4）定期巡检模块：运维人员可以为指定电站生成巡检计划，计划根据循环创建一

次性或者周期性的巡检任务，计划可以指定巡检哪些组件、哪些检查项，设置任务的循环

周期、第一次执行时间、任务结束时间、任务提醒时间、责任人、联系电话、额外提醒人

等信息。后端定时任务会在任务提醒时间前调用短信和微信公众号接口进行推送，提醒责

任人和额外提醒人开启巡检任务，最后根据巡检人对各项指标评价生成对应的巡检记录。
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（5）清洁决策模块：该模块每日会计算各个区域的理想无积灰功率，根据采集上来

的实际功率和实际发电量计算出日损耗发电量，并且根据清洁成本判断电站是否需要清洁。

（6）预警报警模块：报警和预警模块区别于网关定时上传信息，一有异常和故障信

息立即上报。预警模块大致分为两类预警：日满发时长偏低和组串电流异常。报警模块根

据逆变器厂家提供的具体故障说明上报指定故障信息。

在设备云平台中，用户还可以对数据流进行监控数据点和全局阈值的设定，当某个数

据点超过预设阈值时，设备云平台会自动启动全局推送并向业务云平台进行数据传输。运

维人员能调用后端提供的 API进行短信分发工作，同时可以通过WebSocket将预警和报警

接口与Web前端页面实现链接，从而达到实时监测异常的效果。报修模块可以让厂家根据

对应的故障信息提交报修订单指派运维人员进行维保工作，提交后的报修申请可以在报修

进度中查看具体进度情况。

2.4.2.2 数据库设计

上文提到本系统 MySQL 数据库采用 MHA 集群方式部署。具体地，本系统主要由三

个数据库集群构成，分别是基础数据库集群、业务数据库集群和算法数据库集群。基础数

据库集群存放有关系统和用户的基本信息。业务数据集群是整个光伏单站运维系统的核心，

存放了众多模块的业务信息并且对历史报表信息进行分库分表存储。算法数据库集群用于

存储需要预测的服务的相关数据。以下具体说明各个数据库集群的具体设计。

基础数据库集群存放有关系统和用户的基本信息，例如日志记录，用户信息、对应的

角色权限分配、远程升级的配置信息和单点登录配置信息等等静态参数设置，相对于具体

业务的耦合性不高。核心表及其功能如表 2.6所示。

表 2.6 基础数据库核心表及其表功能

表名称 表功能

base_api API网关路由表

base_sms 设置短信服务

base_oss 设置单点登录

base_role 设置不同的身份权限

base_menu 设置菜单和按键关系

base_role_menu 设置不同身份权限的菜单分配

base_user 管理所有平台已注册的用户

base_dept 管理运维平台下用户所有的部门

base_user_dept 设置对应部门下的用户

base_datasource 数据源配置表

base_log_api 接口日志表

base_log_error 错误日志表
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业务系统的存储承担着核心的功能。业务数据库集群不但存放有关光伏电站、逆变器

设备、智能网关、监控点等基本信息以及其他模块基本数据存储，还需要对海量的历史报

表信息进行分库分表。本系统以智能网关设备为维度进行建表。每次增加一个网关就动态

地新建一张表。每个数据库存储一定量的表，达到上限的话就动态新增数据库。核心表及

其功能如表 2.7所示。

表 2.7 业务数据库核心表及其表功能

表名称 表功能

tb_gateway 网关信息表

tb_mapping 监控点配置表

tb_station 电站信息表

tb_inverter 逆变器信息表

tb_repair 设备报修表

tb_camera 设置不同身份权限的菜单分配

tb_inspect_item 巡检项目信息表

tb_inspect_plan 设置具体巡检计划

tb_inspect_task 设置对应部门下的用户

tb_inspect_record 数据源配置表

tb_alarm 接口日志表

tb_warn 错误日志表

tl_inverter_x 逆变器报表，x代表具体逆变器设备 imei

tl_weather_x 天气报表，x代表具体逆变器设备 imei

算法分析服务数据库集群主要存储理想清洁时间段的环境数据、辐照度数据以及预警

需要分析组串电流数据，这些数据主要针对后两章理想清洁功率预测和组串电流预测。为

了避免与基础数据和业务数据发生数据耦合，因此独立出来存储。核心表及其功能如表

2.8所示。

表 2.8 算法数据库核心表及其表功能

表名称 表功能

algo_current_weather 存储最新的天气数据

algo_power 存储每次清洁周期后的实际输出功率数据

algo_current 存储组串电流数据

algo_result_power 存储算法预测的理想清洁功率数据

algo_result_current 存储算法预测的组串电流数据
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2.5 应用层设计

2.5.1 Web前端设计

光伏运维系统的监控使用主要集中在 Web 前端。现如今 Web 前端技术的发展已经达

到了相当成熟的阶段，拥有多样化和丰富的生态开发环境。其中，React、Vue等技术是最

受欢迎的框架，同时第三方库的种类也相当多样，功能也相当全面[40]。本系统使用了轻量

级的 Vue 框架，其由 CSS、HTML 和 JavaScript 等组成，在物联网场景下具有更高灵活性

和扩展性。Vue框架中提供的 npm开发管理工具具有模块化开发、依赖管理、脚手架工具、

环境配置、插件扩展和版本管理等功能，其提供了一整套便捷、高效的开发工具和流程，

从而有效地减少开发时间。图 2.14展示了Web客户端的结构设计。

图 2.14 Web端整体框架图

2.5.2 小程序设计

为了更好地提高光伏运维人员的工作效率和管理水平，本系统在小程序开发上采用了

类 Web+原生组件的形式来提高开发效率，实现了和前端功能一样的控制展示界面，为运

维人员提供了良好的用户体验和操作感受。图 2.15展示了小程序的通信模型。

图 2.15 小程序通信模型图
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2.5.3 系统展示

分布式光伏电站运维系统中不同模块的硬件实物图和Web端、小程序的页面展示如图

2.16至图 2.29所示。

图 2.16 屋顶式分布式光伏电站 图 2.17 通信模块电路板硬件图

图 2.18 红外抄表智能网关 图 2.19 光伏逆变器智能网关

图 2.20 地图总览
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图 2.21 电站概况

图 2.22 逆变器在线监测

图 2.23 历史电流数据
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图 2.24 离散率预警

图 2.25 故障报警

图 2.26 登录首页 图 2.27 电站概况 图 2.28 智能预警 图 2.29 各类通知
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2.6 本章小结

本章阐述了光伏电站远程运维系统的设计和实现过程。首先对业务需求和系统设计进

行深入剖析，其中重点介绍了智能网关软硬件设计和具体工作流程、网关通信方式与对应

协议以及后端整体架构设计和各个模块的具体功能。最后对系统主要的网关硬件和前端界

面进行实物展示。
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第 3章 基于发电功率数据挖掘的光伏电站清洁决策方案

光伏组件上的灰尘累积会减小其透光率并导致电池发电效率的降低，进而影响电站的

发电量和经济效益。而当前国内外对光伏板清洁决策的研究多数都是通过样本法和添加传

感器来考虑积灰带来的影响，反而会大大增加实验的设备成本花费。上文第 2章设计的光

伏电站远程运维系统已经实现了数据采集和实时监控等获取光伏数据的功能，从而为后续

一系列光伏指标的数据分析提供了基本条件。因此本章在该系统的基础上，主要提出一种

基于改进 GS-SVR算法的光伏电站清洁决策方案，进而从电站实际出发通过历史发电功率

数据来量化光伏板积灰程度对光伏发电的实时影响。

3.1 积灰对发电量的影响

光伏板上的积灰通常指沉积在光伏组件表面的灰尘、污垢、沙粒以及其他悬浮物质，

其长期累积附着在光伏组件玻璃板表面，从而导致组件发电效率的大幅下降。组件表面的

积灰主要来自于自然因素和人为因素[41]。自然因素主要包括土壤和岩石，它们受到风化作

用影响而分解成微小的颗粒，并且通过空气流动被输送到大气中。人为因素引起的灰尘不

限于工业排放物、花粉、树叶碎片、鸟类排泄物等，它们主要通过风力、雨水溅射或空气

中的悬浮传播而沉积在光伏板上。覆盖在光伏板表面的灰尘会影响组件对入射太阳光的吸

收和散射并且减少光伏组件的有效接收面积。而光伏板的发电量直接依赖于光电效应的发

生，灰尘会降低光伏板内部的硅电池吸收光子能量的效率，进而造成光伏输出功率和光伏

发电量的下降[42]。图 3.1展示了光线通过灰尘颗粒后传播过程。

图 3.1 光线通过灰尘颗粒后传播示意图

相关研究表明，光伏组件的性能下降不仅会由其表面灰尘累积造成，当其表面出现大

量灰尘累积时，光伏板会局部升温进而出现光伏热斑现象[43]。热斑效应更会影响光伏板的

发电效率，高温条件下会导致电池产生的电压降低，局部区域的过热更会损坏电池，使得

光伏板使用寿命缩短，并造成一定的安全隐患。因此更需要制定一个可靠合理的清洁方案。
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3.2 清洁决策方案分析

第 1 章已经分析了光伏板清洁决策方案的研究现状与优缺点。目前主流方法是基于数

据驱动的方法。这类方法通常利用气象数据和光伏阵列输出数据等数据，利用机器学习算

法分析并学习这些参量之间的内在关系，从而实现对未知数据预测或分类。文献[44]采用神

经网络建立回归模型来预测不同辐照度下灰尘粒径对光伏组件功率损耗的影响程度。文献

[45]利用果蝇优化算法的 Elman神经网络算法对短期时间内的发电量进行预测，通过预测发

电量来决定清洗时间。文献[46]分析了温度及暴露时间对光伏组件积灰率的影响，分别建立

了多元线性回归模型及神经网络模型以评估每日积灰速率，基于积灰速率模型给出了光伏

清洗建议。黄山峰[47]等采用一种对光伏组件无积灰理论功率和发电量的估算方法，并通过

辐照度与输出功率拟合曲线得到理想发电量并与实际发电量计算出发电量损失值。陈璐[48]

等直接量化在电站光伏组件清洁完成前后 3天内光伏板表面较为干净并且没有积灰覆盖。

但两位都仅考虑辐照度和功率的线性关系，功率的预测精度有很大的提升空间。

本章在分析前人研究成果的基础上，考虑各个算法对光伏数据中非线性特性的预测准

确性，采用气象因素结合光伏阵列输出功率的数据驱动方法建立光伏功率预测模型，提供

对光伏电站清洁决策的标准化判断。

3.3 光伏功率与气象因素的关系

3.3.1 辐照度对功率的影响

太阳辐照度是指太阳辐射能量在单位面积上的接收量。其强弱受天气状况、海拔高度、

纬度位置和日照时间等因素影响。太阳光照能够直接影响光伏电站的输出功率。如图 3.2

为江苏某 1490KW 光伏电站 2023 年 9 月 6 日晴天的辐照度和功率的曲线图。首先大致观

察发现光伏输出功率和辐照度的变化趋势几乎一致，且接近正午时输出功率和辐照度达到

顶峰。由此可以得出结论，光伏输出功率明显收到辐照度强度的影响，总体呈正向相关性。

图 3.2 光伏输出功率和辐照度的关系
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3.3.2 温度对功率的影响

环境温度的改变会影响光伏组件的性能，其一定程度上会改变组件温度，从而影响光

伏出力。随着温度的升高，光伏组件中电池的光电转换效率会降低。而温度与辐照度等气

象因素具有互相影响作用的关系。晴天天气情况下中午气温较高，太阳辐照度也很强。如

图 3.3 为江苏某 1490KW 光伏电站 2023 年 9 月 6 日晴天的温度和输出功率的曲线图。由

图可知，随着温度升高发电效率也会升高，但是当温度达到一定的程度时，其对发电功率

的上升速率产生了明显的降低或削弱作用，甚至导致功率的下降。特别是在温度达到最高

点时，发电功率明显下降。因此温度对光伏发电功率也具有显著的影响。

图 3.3 光伏输出功率和温度的关系

3.3.3 湿度对功率的影响

湿度较高时空气中会产生水蒸气，太阳光穿过水蒸气时会发生折射现象，从而能太阳

管穿透到空气后到达组件表面的辐射度减弱。另一方面湿度会阻碍光伏板表面的散热能力，

从而影响光伏组件的热传导效应。两方面都会直接或者间接影响光伏发电。如图 3.4为江

苏某 1490KW 光伏电站 2023 年 9 月 6 日晴天的湿度和输出功率的曲线图，当湿度达到最

低点时，发电功率明显上升。所以湿度可被视为影响光伏发电的重要因素之一。
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图 3.4 光伏输出功率和湿度的关系

3.3.4 风速对功率的影响

风速对光伏发电功率的影响主要表现在其会影响光伏组件的组件温度和积灰程度。虽

然光伏系统一般侧重于太阳能转换，但是风速对光伏功率也有一定的影响。主要影响表现

在两个方面：首先风速的增加可以帮助光伏组件散热，从而有助于降低光伏组件的温度。

在高温条件下，光伏组件的输出功率通常会下降，而风速的增加有助于降温，从而提高了

光伏组件的工作效率。其次适当的风速也有助于减轻光伏板表面的灰尘或杂物积累，保持

光伏板表面的清洁，有助于提高光伏板的光吸收效率。如图 3.5 为江苏某 1490KW光伏电

站 2023 年 9 月 6 日晴天的温度和输出功率的曲线图。由图可知，风速表现出较大的不确

定性和随机性，并且与光伏发电功率之间并没有显著的关系。

图 3.5 光伏输出功率和风速的关系
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3.3.5 其他因素对功率的影响

除了上述分析的辐照度、温度、湿度和风速外，压强、降雨量和风向等因素也会对发

电功率造成一定影响。压强对发电功率的影响一般，其会间接通过影响空气流动从而阻碍

组件散热。降雨量与光伏功率的影响较复杂，强降雨时候会影响组件的透光率。而当风速

一定时，风向会影响光伏板的表面温度。

3.4 数据集定义与分析

3.4.1 相关性分析

根据上文可以初步判断各种气象因素会对光伏输出功率造成大小不一的影响。本章采

用皮尔逊相关因素进行相关性分析[49]，其能描述 2个变量的相关性程度，以此量化气象因

素对功率的影响程度并剔除杂乱因素对实验的干扰。皮尔逊相关系数计算公式如式(3.1)所

示。

� = �=1
� �� − �� �� − �

�=1
� �� − �

2
� �=1

� �� − �
2

�
(3.1)

上式中 r 为皮尔逊相关系数，n 为样本长度，��和��为实际样本值，�和�为实际样本

的均值，r的绝对值越接近 1，表示相关性越高。

以下对选取的环境因素进行相关性热力图分析。

图 3.6 环境因素与输出功率的相关性热力图

本章设置相关系数阈值为 0.5。由以上图 3.6皮尔逊相关分析结果可以看出，辐照度和

输出功率呈极强相关，温度和输出功率呈强相关，湿度和输出功率呈中等相关。综上所述，

数据集选取辐照度、温度和湿度这三个环境特征。
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3.4.2 数据集定义

经过对光伏运维平台记录的历史数据分析后发现，历史多次电站清洁后光伏组件玻璃

盖板上的积灰被充分冲刷，光伏组件的发电效率较好，处于最佳运行状态。而可以将这一

段时间称为光伏组件清洁后理想发电周期，记为 T。本章将光伏组件清洁成后的 3天定为

该理想发电周期。系统将历史电站清洁周期内最佳清洁效果的功率数据和气象数据存储至

算法分析数据库，这些功率数据被视为不受积灰影响的功率数据。最终将 n组数据保存至

算法分析数据库，每组数据由某时刻 i下的辐照度值 Ii、温度值 Hi、湿度值 Ti和理想无积

灰输出功率 Ei组成，从而作为本章实验的数据集。

3.4.3 数据集筛选

根据上文可知组件的输出功率值通过光伏逆变器进行实时检测，对应数据通过智能网

关上传至设备云平台。由于系统选取电站历史功率数据进行模型训练，所以对于数据集的

筛选着重放在故障筛选部分。数据集只采用设备处于正常运行状态下的数据，从而来排除

设备故障带来的影响，进而保证模型的可靠性。

首先后端数据处理服务中会对异常数据进行过滤操作，期间后端已对历史电站的日发

电量数据分库分表。由于网络延时、逆变器故障、传感器故障等问题会对数据造成污染，

所有采集到的发电量数据会结合历史当日逆变器、组串上报状态和历史发电量数据进行判

断。排除光伏组串设备状态为离线、待机、故障以及网络延迟等时间段的数据，且相应参

数的误差在可接受范围内，则认为数据有效。

3.4.4 数据归一化

本文的数据集包含光伏历史功率数据和相应的环境数据。在使用 SVR 算法进行数据

分析过程中，不同特征可能具有不同的度量单位和取值范围，直接使用这些特征进行建模

到导致具有较大数值范围的特征可能对模型的训练产生更大的影响，而具有较小数值范围

的特征可能被忽略。例如，某天辐照度差值可能达到几百，但是温度差值仅仅为 10℃，这

就导致在 SVR 回归的过程中有较大概率会以辐照度这个特征为准。因此必须在这些变量

输入模型前对数据进行归一化处理，从而使得不同特征输入呈现同样的度量尺度。

常见的归一化处理有两种方式[50]：

（1）最值归一化

最值归一化方法主要将数据缩放到特定的范围内，可以将不同特征的取值范围缩放到

统一的区间[0,1]之间。

�∗ =
� − �min

�max − �min
(3.2)

式中�∗是经过归一化处理的数值，����表示特征向量�中的最大值，����表示最小值。

（2）均值方差归一化
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如式(3.3)所示，通过均值方差归一化能将数据集的均值调整为 0，标准差调整为 1，

从而使得数据集的分布更加均衡，减少了特征值之间的差异性。

�∗ =
� − �

� (3.3)

式中�为样本数据的标准差，�为样本数据的平均值。

针对以上所述的两种归一化方法，均值方差归一化更适合处理自身特征值大致服从高

斯分布的数据集，而最值归一化适合处理分布有明显边界的数据集。本章采用的数据集中

包含的温度、湿度、辐照度等环境因素均存在明显的上下界，同时数据集中通常会出现最

值不确定的问题，这可能会导致归一化结果不准确，因此相比之下最值归一化更适用于本

章功率预测的场景。因此本章采取最值归一化对数据集进行预处理操作。

3.5 支持向量机理论

3.5.1 支持向量机

支持向量机（Support Vector Machines，SVM）属于二分类模型之一[51,52]，其最初主要

用来解决线性可分的问题。如图 3.7 所示，其包含空心点和实心点两类点，这两种点都是

线性可分的并且分别代表两种不同的样本类型。其中 H 是分类线，H1 和 H2 线上的训练

样本点则称为支持向量，H1、H2两条线之间的垂直距离则被称为分类间隔。

图 3.7 最优分类线示意图

在构建光伏功率预测模型的过程中，由于光伏发电的特性具有明显的非线性关系，因

此需要采用非线性 SVM 能更好地模拟和捕捉数据中的非线性特征，提高预测的准确性和

稳定性。对于高维数据集而言，线性 SVM可能无法准确地区分不同类别的数据点，从而

导致分类错误和较低的预测准确率。而 Vapnik 等人针对非线性问题提出了使用核技巧

（kernel trick）的方法，其借助核函数通过非线性映射将原始数据投影到一个更高维的空

间，从而能够有效地处理非线性问题。
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图 3.8 高维空间构造线性划分原理图

3.5.2 核函数

核函数的主要作用是将输入数据从原始低维特征空间映射到一个更高维度的特征空间，

以便在新的特征空间中更好地进行分类或回归。这种映射能够将非线性问题转换为线性可

分或近似线性可分的问题，从而提高 SVM的性能和灵活性。

在模型的构建过程中，核函数起到了至关重要的作用。而选择适当的核函数对于

SVM 的性能和预测能力起到了很大的帮助。而核函数的选择依赖于数据的特征和问题的

性质。选择过程中对应核函数需要与数据特征的非线性关系相匹配，另外某些核函数的计

算复杂度较高可能导致训练时间较长。在大规模数据集上训练时，应选择计算效率较高的

核函数。而在有噪声或离群点存在的情况下，应选择具有较好鲁棒性的核函数，以确保模

型的泛化能力。常用核函数如表 3.1所示：

表 3.1 常用核函数

序号 核函数种类 公式 参数

1 线性核函数 � ��, �� = ��
T��

2 多项式核函数 � ��, �� = ��
T��

� � ≥1 为多项式的个数

3 高斯径向基核函数 � ��, �� = exp −
∥ �� − ��∥2

2�2
� > 0为核的作用宽度

4 Sigmoid核函数 � ��, �� = tanh ���
T�� + �

tanh为双曲正切函数，

� > 0，� < 0

一般来说，高斯径向基核函数是最常用的核函数之一，在处理高维数据时其相较于其

他几种核函数的表现更为出色，而 Sigmod 核函数更适合处理低维数据。另外多项式核函

数的收敛性更好一点。由于上文提到本章光伏预测涉及多个环境因素及具有高维数据的特

点，因此本次研究采用高斯径向基核函数。
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3.5.3 支持向量机回归

支持向量回归（Support Vector Regression，SVR）模型是一种基于支持向量机的回归

算法[53,54]，其目标是最小化模型预测值与真实值之间的差异，即最小化预测值与真实值之

间的误差平方和，同时还要最大化间隔，即确保超平面和样本点之间的垂直距离总方差最

小，从而提高模型的泛化能力。

当 SVM应用于回归拟合分析时，其核心思想不再是通过最大化类别间的间隔来构建

超平面，而是通过找到能够最大化训练样本点与超平面之间间隔的超平面来实现，其目标

在于找到一个超平面使得大多数样本点都位于间隔内，并尽量减小样本点与超平面之间的

偏差。为了利用 SVM 解决回归拟合方面的问题，Vapnik 等人在 SVM 分类的基础上引入

了ε-不敏感损失函数。其作用主要是在模型中定义一个容忍区间，使得模型对于目标变量

的预测在一定范围内不受惩罚。具体而言，不敏感损失函数ε-将目标变量的真实值与模型

预测值之间的绝对差转化为一个非线性损失函数，该损失函数在容忍区间内为零，并在容

忍区间外逐渐增加。主要公式如式(3.4)和式(3.5)所示。

� �, � �,� = � � − � �,� (3.4)

� � �,� , y, � =  0, � − � �,� ≤ �
� − � �,� − �, � − � �,� > � (3.5)

其中，� �, � 为回归预测函数返回的预测值，y 是对应的真实值。如式(3.5)所示，即

表示� �, � 与 y之间的差别小于等于�，则损失等于 0。

图 3.9 �线性不敏感损失函数

设包含 n 个训练样本的训练集为 ��, �� , � = 1,2,⋯,� ，其中��为输出值，��为第 i 个

训练样本的输入列向量，�� = ��
1, ��

2,⋯, ��
� T

，��, �� ∈ R。
可考虑用以下回归函数估计样本数据：

� � = � = �·� + � (3.6)

其中� ∈ R�, � ∈ R�, � ∈ R。可以由此得出回归问题如式(3.7)所示：
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min
1
2

∥ �∥2

 s. �. �� − � ⋅ �� − � ≤ �  
− �� + � ⋅ �� + � ≤ � � = 1,⋯,n

(3.7)

为了处理非线性可分或存在噪声的情况，通过引入松弛变量��和��
∗将模型优化问题转

化为带有约束条件的凸二次规划问题，从而允许非完美分类。通过调整松弛变量的权重，

可以控制模型对误分类样本的容忍程度。而引入惩罚因子 C可以平衡模型的复杂度和训练

数据的拟合程度。因此添加松弛变量和惩罚因子的 SVR问题如式(3.8)所示。

min
1
2

∥ �∥2 + �
�=1

�

�� + ��
∗�  

 s. �.
�� − � ⋅ �� − � ≤ � + ��  
− �� + � ⋅ �� + � ≤ � + �� � = 1,⋯,n
�� ≥ 0, ��

∗ ≥ 0

(3.8)

较小的惩罚因子 C会更加容忍误分类样本，可能导致模型复杂度较高但对噪声更具鲁

棒性；而较大的惩罚因子 C会更加强调模型的简洁性，可能导致更严格的分类或回归边界，

但对噪声更敏感。而处理优化问题的同时，可以通过引入拉格朗日乘子将原始优化问题转

化为一个只含有等式约束的无约束问题，具体公式如式(3.9)所示：

� �, �,�, �∗, ��, ��
∗ =

1
2

∥ �∥2 + �
�=1

�

�� + ��
∗� −

�=1

�

��� �� + � − �� + � ⋅ �� + �

−
�=1

�

��
∗� ��

∗ + � + �� − � ⋅ �� − � −
�=1

�

���� − ��
∗��

∗�
(3.9)

上式中��，��
∗，��，��

∗ ≥0均表示拉格朗日因子，对上述的参数�，b，��，��
∗的偏导都

应为 0，即：

∂�
∂�

= 0 ⇒
�=1

�

�� − ��
∗� = 0

∂�
∂�

= 0 ⇒ � =
�=1

�

���� − ��
∗���

∂�
∂��

= 0 ⇒ � − �� − �� = 0

(3.10)

将式(3.10)化简，转换成对偶形式为式(3.11)：

max −
1
2

�=1

�

�=1

�

��
∗ − ���� ��

∗ − �� �� ⋅ �� − �
�=1

�

�� − ��
∗� +

�=1

�

y�� ��
∗ − ��

 s. �. �=1

�

�� − ��
∗� = 0  

0 ≤ �� ≤ �
0 ≤ ��

∗ ≤ �

(3.11)
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解方程得最优解� ∗ = �1, �1
∗ , ···, ��, ��

∗ �，由此可以计算出�和 b，最后得到回归函

数如式(3.12)所示：

� � =
�=1

�

��
∗ − ��� � ⋅ �� + � (3.12)

其中当��
∗ − ��不等于零时其对应的数据被定义为支持向量。由于上文已经选择核函数

将数据映射到高维特征空间使其线性可分，然后再进行线性回归分析。此时核函数

� ��, � = � �� ·� � 。回归函数的表达式如式(3.13)所示：

� � =
�=1

�

�� − ��
∗� � �� ·� � + �

=
�=1

�

�� − ��
∗� � �� ⋅ � + �

(3.13)

3.5.4 支持向量机回归模型

SVR的预测模型如图 3.10所示，其函数结构本身具有类似神经网络的形式， �� − ��
∗

为网络权重，其中每一个中间节点都与一个支持向量相对应，从而实现输入和输出之间的

映射关系。与神经网络架构的每一步都是由经验得到参数值不同，支持向量值都是由算法

自动产生。

图 3.10 SVR的神经网络结构

尽管 SVR 模型能够处理非线性数据的问题并且构建过程相对简单，但在某些情况下

可能会被困在局部最优解中，影响 SVR 性能的重要参数是惩罚因子和核函数，因此需要

优化这两个参数来防止出现过拟合的和欠拟合等问题。传统参数选择过程计算复杂度较高，

会大大增加训练时间。并且由于通常基于经验和实践选取最优参数从而缺乏明确的理论指

导，因此无法凭借数学证明或理论原则来确定最佳的参数取值。近几年来，进化算法在优

化超参数选择方面得到了更广泛的应用[55]。倪萍等[56]采用蚁群参数优化算法进行超参数的
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优化，刘景旭等[57]采用了启发式搜索算法进行优化，尽管优化所需的时间有所减少，但模

型训练周期仍然相对较长，并且更容易陷入局部最优解。采用遗传算法、粒子群算法等进

行参数寻优，效率较高但也可能是局部最优解。而 GS使用穷举的方式尝试模型各种组合

以确保全面搜索，但是计算时间会随参数数量增加而指数级别增长。本研究采用改进的

GS来减少计算时间并且进行预测结果。

3.6 基于改进 GS的 SVR理想无积灰功率预测算法

3.6.1 K折交叉验证

GS常常还结合 K折交叉验证（K-fold cross validation，CV）来调节参数以找到最优的

参数组合。该验证法交叉 K-1份合并为训练集进行分析，在训练集上训练模型并且在测试

集上对模型进行评估得到评估指标，最后对 K次评估结果取平均值作为最终评估结果，从

而有效筛选出最优参数组合。如图 3.11所示，其基本思想是将数据集的所有数据平均划分

为 K份，取第 K-1份作为训练集，剩下 1份作为测试集。

交叉验证法评估结果的稳定性和保真性在很大程度上取决于 K 值的大小。当 K=1 的

情况下，此时所有数据都被用于训练，因而会出现过拟合导致低偏差、高方差的情况。而

随着 K值的不断升高，单一模型评估时的方差逐渐加大而偏差减小。但从总体模型角度来

看，反而是偏差升高了而方差降低了。K 的取值一般为 5、10、20等，具体取决于数据集

大小和计算资源的限制。较大的 K值可以减小估计误差，但会增加计算的时间复杂度。本

章采用了 10折交叉验证方法，首先将原始数据集划分为 10个部分，随机选取其中 9个部

分作为训练集，剩下一个部分作为测试集。

图 3.11 K折交叉验证示意图

3.6.2 网格搜索法及其改进

网格搜索（Grid search，GS）[58]是一种参数寻优算法，经常可以用来当作处理非线性

问题的优化方法。该方法在满足特定约束条件的前提下，进一步计算网格点的目标函数值，

并最终挑选出能让系统性能达到最佳状态的参数组作为最优选择。主要流程如图 3.12所示。

其算法基本思想是：在变量的区域内按照规定的步距划分进行划分，排列组合所有参数的

可能取值，得到全部的参数组合形成“网格点”。
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图 3.12 普通的网格搜索法流程图

由于 GS算法是一种暴力枚举算法，会通过遍历每一组参数组合进行试算。因此该方

法也具有一些不足之处：第一，当参数过多时网格搜索法的计算复杂度随着参数数量的增

加而指数级增加，其中可能会花费一定的计算成本在不必要的参数组合上。第二，较小的

步长相应地需要在更细粒度的参数取值上进行搜索，这会增加搜索的计算量。另外可能导

致过度拟合的风险增加，会使模型过于敏感地适应每个具体的参数取值，从而过度拟合训

练数据。第三，网格搜索法中中可行域的单向逼近容易陷入局部最优解。当参数组合微调

后，搜索过程可能会局限于某个局部区域，而无法跳出该区域继续搜索其他可能更优的区

域。因此，使用网格搜索法的关键在于合理设置搜索步长的大小。

为了优化算法并且获取最佳参数组合，GS 先通过设置合适的搜索范围和搜索间隔并

对所有参数组合依次遍历，再结合 K折交叉验证法评估性能指标从而调整最优参数。但是

在实际应用中较大的搜索范围和较小的搜索间隔都会导致参数寻优过程中的时间复杂度上

升，进而降低了模型训练效率。因此本文采用空间二分和变更步长的方法对 GS进行改进，

从而提高算法效率。以下图 3.13展示了其完整的改进流程。

图 3.13 改进的网格搜索法流程图
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（1）首先对惩罚系数 c 和核参数 g 的搜寻范围以及各自的步长进行初始化，然后将

两个参数初始化的搜索步长扩大 S1倍，并且向不同方向生成网格进行第一次参数寻优。

（2）采用图 3.14中的空间二分法将 c 与 g的搜寻范围缩小，同时将搜索步长缩小 S2
倍，然后进行第二次网格参数寻优。

图 3.14 基于二分查找的空间缩小方法

（3）采用空间二分法再一次缩小了 c 和 g 的搜索范围，同时将搜索步长缩小 S3倍，

然后进行第三次参数寻优。其中 S1=S2*S3。

（4）将步骤（3）中获取的最优参数组合代入并且构建理想无积灰功率模型。

（5）使用构建的理想无积灰功率模型对测试集完成预测。

通过执行以上优化操作，使得搜索过程中采用二分法对搜索范围进行处理，并且缩放

了搜索法的步长，从而显著提高参数寻优的效率。

3.6.3 基于改进 GS的 SVR理想无积灰功率预测算法具体实现

采用上文介绍的改进的 GS 寻找 SVR 的最优参数组合，主要框图如 3.15 所示，构建

改进的 GS-SVR理想无积灰功率模型的步骤如下:

（1）预处理样本数据集，并且对缺失或者异常的数据进行相应的修正和填补。

（2）对 SVR参数的惩罚参数 c、核函数参数 g的搜索范围及各自的步长进行初始化。

（3）针对每个参数组利用 K折交叉验证法评价每个参数组的平均预测准确率。

（4）根据图 3.13使用改进的 GS算法变更步长缩减搜索空间进行参数寻优。

（5）根据最优 Bestc和 Bestg的参数组合构建理想无积灰功率预测模型。

（6）利用建立好的模型对理想无积灰功率进行预测。
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图 3.15 基于改进的 GS-SVR预测理想无积灰功率框图

3.7 实验测试与结果分析

3.7.1 数据预处理

本章以江苏某 1490KW光伏电站为例，通过系统提供的 2021年 9月 2日到 2023年 11

月 13 日共 10 次历史清洁数据，整个电站由 12 台逆变器去实时监测各自区域光伏阵列的

数据，本次实验选取其中 1台逆变器获取到的区域光伏组件的功率数据和对应时刻的温度、

辐照度数据进行实验。上文提到每次清洁后最佳清洁效果周期 T定为 3天，故一共选取该

台逆变器上传的 26天天气情况较好的数据。

光伏理想功率预测的数据集中包含的属性为温度、辐照度以及对应时刻的光伏输出功

率。考虑到夜晚和凌晨基本没有太阳辐照度，即光伏发电基本不出力或者出力很小。因此，

从智能网关采集到的数据中选取从白天 7点到晚上 7点的数据，由于网关以每 5分钟的频

率进行数据采集，即一天共 144个采样点。同时对数据进行一系列的预处理步骤，包含补

全缺失数据，去除奇异点、统一时间等，具体等于 3688组。

3.7.2 模型评估指标

上文提到在光伏功率预测中会受到辐照度、温度、湿度等多个因素的影响，预测结果

往往存在一定的误差和不确定性。因此需要采用合适的评估指标来衡量预测结果与实际观

测值之间的差异并且评估不同模型的预测精度。常用的误差评定方法包括以下几种：

（1）平均绝对误差（MAE），是用于衡量预测结果与实际观测值之间差异的指标。

它计算了预测值与真实值之间的绝对差值的平均值。较小的 MAE 值表示预测结果与实际
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观测值之间的差异较小，即预测的准确性较高；而较大的 MAE 值表示预测结果与实际观

测值之间的差异较大，即预测的准确性较低。

��� =
1
�

�=1

�

|� �� − �� �| (3.14)

（2）均方根误差（RMSE），是一种用于衡量预测模型在连续性数据上的预测精度的

指标。它衡量了预测值与之间的均方根差异，表示预测值与真实值之间的平均偏差程度，

是回归任务中常用的性能评估指标之一。

���� =
1
�

�=1

�

�� − �� �
2� (3.15)

（3）复判定系数（R2），评估的是拟合回归线周围数据点的散布情况。对于同一数

据集，较高的 R平方值表示观测数据与拟合值之间的差异较小。当 R2越接近 1 时，表示

相关的方程式参考价值越高；相反，越接近 0时，表示参考价值越低。

�2 = 1 −
� �� − �� �

2

� �� − ��
2 (3.16)

（4）算法性能，在对比误差的同时也要考虑不同模型的实际运行性能，模型训练所

需的时间能够直观反映模型的运行性能。

3.7.3 实验仿真和分析

（1）准备训练样本

根据以上相关性分析，训练样本包含温度、湿度、辐照度和输出功率四个特征值，并

且在每次清洁后自动存储到算法分析表中。

（2）参数初始化设置

如表 3.2所示，对改进 GS-SVR的参数进行初始化。

表 3.2 预测模型参数配置

模型 参数类型 参数设置

改进的 GS-SVR

惩罚参数 c 2−8, 28

核参数 g 2−8, 28

c的步长 0.2

g的步长 0.2

步长放缩参数 T 16

步长放缩参数 F 4

步长放缩参数 S 4

（3）模型训练
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图 3.16 改进的 GS-SVR模型参数选择 3D视图

仿真实验均在 PyCharm2022.1.1和 Python3.8的环境下进行。以网格搜索为切入点进行

最优解计算时，在参数空间内，在搜索过程中同时计算全部网格交叉点，直至将最优解找

出来。如图 3.16所示，当 SVR核函数的参数 c，g不断变化的过程中，光伏输出功率预测

的准确率也在不断变化，最后采用改进的 GS寻优得到 SVR的最优参数组合 c为 7.5723，

g为 1.2785。

（4）模型验证

以上述最优参数建立理想无积灰功率模型，选择了其中一组逆变器的功率样本来进行

模型的验证，其识别的结果如图 3.21展示。为了展示改进后的 GS-SVR模型所带来的积极

影响，本研究将其与标准 GS-SVR 和未经优化的 SVR 做了详细比较。在这个过程中，标

准的 GS-SVR寻参阶段采用了标准 GS算法来进行参数查找。未经优化的 SVR保持不变，

图 3.17、图 3.18和图 3.19分别展示了最终的识别成果。

图 3.17 改进的 GS-SVR结果
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图 3.18 GS-SVR结果

图 3.19 SVR结果

根据以上各个模型和真实功率点线图可以看出，普通的 SVR 相较于真实值曲线偏差

较大。而改进的 GS-SVR和 GS-SVR预测效果较好，经过改进的 GS-SVR模型的拟合曲线

和实际曲线重复程度较高，即预测结果更加接近真实数值。

（5）模型对比

表 3.3对这三种模型的评价指标进行对比。
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表 3.3 模型评估结果对比

模型
评价指标

MAE RMSE R2 样本训练时间/s

SVR 2.072 3.618 0.8233 235

GS-SVR 1.306 1.932 0.8824 768

改进的 GS-SVR 0.944 1.213 0.9107 359

从表中数据可以看出基于改进的 GS-SVR 模型预测效果最好。对于MAE 指标，改进

的 GS 模型较于 SVR、普通的 GS-SVR 模型，误差分别减少了 54.4%、27.7%。对于

RMSE 指标，改进的 GS 模型较于 SVR、普通的 GS-SVR 模型，误差分别减少了 66.5%、

37.2%。对于 R²分数，分别提高了 10.6%、3.2%，优化效果比较明显。改进 GS 对于预测

结果有小幅提升，但是对算法训练时间大大缩减，所以总的来说该模型相比之下最为优秀。

3.8 清洁决策制定与实例验证

3.8.1 无积灰理想发电量的计算

当得到无积灰理想功率模型后，由于清洁结束后的 3 天的功率数据作为模型训练的数

据集，因此以清洁结束后的第 4天开始作为起始计算时间，从该天开始计算当日的无积灰

理想发电量。首先，从运维系统中实时获取太阳辐照度数据、温度数据和湿度数据，计算

得到此时区域光伏组件的理想光伏组件输出功率，并通过智能网关实时采集该光伏组件的

实际输出功率。然后在夜晚对一天的实际输出功率曲线和理想输出功率曲线分别进行积分

运算，计算得到的每日实际发电量�����
’ 和理想发电量������

’ ，则该区域光伏阵列每天的发电

能力��可表示为：

�� =
�����

’

������
’ × 100% (3.17)

发电能力指标��可以反映每日积灰对光伏组件输出功率和发电量的影响程度。这样即

便光伏电站的气象站和辐照仪存在偶尔测量不精确的情况，也可以经过前期数据筛选提高

精度，不会对积灰对光伏发电的影响程度的分析结果造成影响。根据光伏远程运维平台采

集的逆变器数据得到光伏阵列实际日发电量�����，但该数据与实际输出功率通过积分运算

获得的实际发电量�����
’ 有所不同。由于系统损耗和设备老化问题存在一定误差，不可以直

接采用积分运算得到的实际发电量�����
’ 。因此通过式(3.20)计算该区域组件无积灰理想发

电量������，即：

������ =
�����

��
(3.18)

进而可得到日积灰损失发电量�����，即：

����� = ������ − ����� (3.19)
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3.8.2 确认清洁时间

设 E为从上一次清洁时间开始累计整个电站光伏组件清洁后产生的经济效益，计算如

下所示：假设第 1 天到第 n 天的某个逆变器监测的区域光伏组件日光伏发电量损失值为

{�1�，�2�，...，��−1�，���}，并且假设有总共有 m个逆变器来监测各自区域光伏组件数据

（上文提到的电站共计 12 个逆变器），即每个区域的损耗值积分可以得出整个电站的日

损失发电量，再结合当前电价计算一个周期内损失的经济效益即清洁效益，则有如下公式：

� = �
�=1

�

�=1

�

����� (3.20)

式中 A为当前电价，具体电价调整定期更新至数据库。

总电站的日损失发电量的计算流程如图 3.20所示。

图 3.20 电站日损失发电量计算示意图

设 M 为一清洁电站总成本，其由每千瓦光伏组件的清洁成本 C 和光伏电站的总装机

容量 I得到。有如下公式(3.21)所示：

� = �� (3.21)

当 E 大于 M 的时候且未来 3 天没有下雨，网关下发清洁建议，否则的话不下建议。

清洁决策判断如图 3.21所示。



杭州电子科技大学硕士学位论文

51

图 3.21 清洁判断流程图

最后清洁决策判断需要结合未来天气预报信息，将未来当地天气预报信息作为判断是

否需要对光伏组件进行清洁的另一判断条件。在后端服务中可通过请求当地气象实况天气

接口并且每天更新 3次来获取稳定、可靠的当地天气数据来源。

虽然雨水可以冲刷掉光伏组串上的部分积灰，但是降雨量的大小对光伏板积灰的冲刷

程度有很大影响并且很难进行评估，所以本方案忽略雨水冲刷积灰的影响，仅仅结合未来

天气因素和日发电量损耗收益来动态判断是否下发清洁提醒。如果当下清洁收益大于清洁

成本，但由于清洁时或清洁后下雨会让清洁收益大打折扣，因此接下来是雨天则不下发清

洁提醒并做延期处理，这也避免了人为经验判断或者固定的清洁方法会影响到清洁收益最

大化的最佳决策判断。所以最终清洁方案为：如果计算的发电量累计损失金额大于清洁的

人工成本且未来 3天没有下雨则下发指令，通知有关运维人员或光伏清洁机器人等自动化

设备执行清洁任务。该清洁收益对应的清洁周期为最优清洁周期。

3.8.3 实例验证

以江苏的一个 1490.00kW的分布式光伏电站为研究对象，该电站采用的是自主使用余

额的上网方式，其所在地区的度电收入为 0.38元，而每千瓦的清理费用是 2元。该电站从

2021年 9月至今进行了总共 10次清洁工作，上文已通过这 10次记录对该电站所有区域构

建各自区域的理想无积灰功率模型。现对该电站 2023 年的一次电站清洁进行下一次时刻

清洁时间进行量化决策。该次清洁完成时间为 2023 年 11月 10 日。上文提到清洁后前三

天的组件处于无积灰理想状态，所以从 2023 年 11月 14 日开始计算每日的无积灰理想发

电量和其对应的积灰损失发电量，具体如表 3.4所示。
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表 3.4 积灰损耗发电量统计

日期 实际发电量（KWh）
无积灰理想发电量

（KWh）
日积灰损失发电量

（KWh）

2023-11-14 3069.2 3172.6 103.4

2023-11-15 3112.1 3206.4 104.3

2023-11-16 2836.5 2960.0 123.5

2023-11-17 2661.8 2784.1 122.3

2023-11-18 2610.8 2718.2 107.4

2023-11-19 2891.8 3003.2 111.4

2023-11-20 2945.7 3100.1 154.4

2023-11-21 2880.2 3032.6 152.4

2023-11-22 2529.5 2701.9 172.4

2023-11-23 328.4 408.8 80.4

2023-11-24 583.9 673.2 89.3

2023-11-25 1230.8 1420.1 189.3

2023-11-26 312.3 389.7 77.4

2023-11-27 212.4 301.8 89.4

2023-11-28 726.6 859.0 132.4

2023-11-29 3171.4 3404.6 233.2

2023-11-30 2059.5 2312.7 253.2

2023-12-1 889.6 1019.8 130.2

2023-12-2 2878.5 3166.9 288.4

2023-12-3 3060.2 3296.7 236.5

2023-12-4 3115.7 3348.9 233.2

2023-12-4 3282.0 3569.2 287.2

2023-12-6 2848.6 3099.0 250.4

2023-12-7 3108.6 3305.8 197.2

2023-12-8 3053 3395.3 342.3

2023-12-9 2140.4 2384.9 244.5

2023-12-10 2405.8 2629.2 223.4

2023-12-11 2270.6 2643.8 373.2

2023-12-12 629.6 760.8 131.2

2023-12-13 2368.2 2634.4 266.2

2023-12-14 2132.1 2507.3 375.2

2023-12-15 2325.2 2513.4 188.2

2023-12-16 833.8 1057 223.2
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续表 3.4

日期 实际发电量（KWh）
无积灰理想发电量

（KWh）
日积灰损失发电量

（KWh）

2023-12-17 2444.9 2760.2 315.3

2023-12-18 2523.9 2846.3 322.4

2023-12-19 2170.9 2469.3 298.4

2023-12-20 2134.8 2424.1 289.3

2023-12-21 2300.5 2643.8 343.3

图 3.22 积灰损失发电量损失示意图

根据图 3.22可以观察到随着时间推移，每天的日积灰损失的发电量逐渐增加，雨天情

况下实际发电量和无积灰理想发电量差值较小，天气状况良好的情况下日损耗发电量增加

的趋势更为明显。而到 2023 年 12 月 21 日为止，该电站距离上一次清洁所累积的总积灰

损失发电量已经超过由清洁成本、装机容量和度电收益换算而成的电量（7842.11kWh），

即清洁经济效益超过了清洁成本，此时光伏运维后台实时发出清洁建议。

3.9 本章小结

本章设计了一种光伏组件的清洁决策方案，实现了对光伏组件智能周期性清洁管理。

首先介绍了积灰带给光伏发电的损失，同时研究了各种气象因素对光伏输出功率的具体影

响，并且通过相关性分析选择合适的环境因素作为特征输入。然后对 SVM的基本原理进

行简要阐述，提出采用 GS 优化 SVR 最优参数组合的搜索过程，并且在此基础上针对 GS

算法训练时间长的缺点进行变步长和空间二分缩减的优化，建立理想无积灰功率预测模型。

经实验测试对比，本方案相较于未优化的 GS-SVR、SVR有较大的精度提升，并将判别系

数 R2提高到 91.07%，并且大大缩短训练时间。通过每日采集上来的实际功率和实际发电
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量计算得到日积灰损失发电量，再结合清洁成本动态地为光伏组件清洁提供合理的决策依

据。本章最后通过对历史清洁周期的预测实验分析，得出该方案能合理动态地规划光伏组

件的清洁判断，并能为提高清洁经济效益提供有力的技术支持。
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第 4章 基于组串电流数据挖掘的光伏组件故障预警方案

当前光伏运维系统的功能研究更集中在故障报警等模块，故障预警功能仍处探索阶段

尚未完善。本章着重聚焦光伏电站的预警功能，主要提出了一种基于 CNN-BiLSTM 的模

型对光伏组串电流进行预测，并针对不同天气情况分别建模，与 LSTM、CNN-BiLSTM两

种预测模型进行实验对比。最后把预测结果与光伏组串实时上报的实际值进行对比计算出

电流的偏差率指标，并结合滑动窗口思想建立报警阈值机制，从而在故障报警真正发生之

前进行预警检修。

4.1 预警方法选型

目前常见的光伏组件故障预警指标有组串电流离散率、日满发小时偏差、组串电流偏

离值等。而较多的异常判断更针对电流值的异常判断。常见的故障预警方法有基于离散率

的故障预警模型和基于偏差率的故障预警模型等。

离散率是衡量光伏组件运行性能的重要指标，其中离散率模型可以用于评估光伏电站

发电性能的一致性。其本质就是通过组串电流的标准差和平均值计算反映此时该逆变器所

监控的区域光伏阵列中多个组串的整体发电状况。离散率越低，说明各路组串发电性能越

集中，一致性越好，发电情况越稳定。离散率是通过每个时刻离散率的加权平均值来进行

反映的，多个时刻点的离散率加权平均计算得出一天的离散率，其可分为 4个等级：组串

电流离散率取值范围在 0～5%以内，说明支路电流运行稳定；组串电流离散率取值范围在

5%～10%以内，说明支路电流运行情况良好；组串电流离散率取值范围在 10%～20%以内，

说明支路电流运行情况有待提高；组串电流离散率取值大于 20%，说明支路电流运行情况

较差，需要运维人员即时处理[59]。

而基于偏差率的故障预警模型更针对光伏电站系统中组件设备在一段时间内的运行参

数，通过参数变化趋势来表现该时间段内组件的发电能力，在组件设备故障报警之前起到

及时预防潜在风险的作用，从而能够保证组件设备稳定运行，提高电站发电量。Abd[60]等

提出了一种阵列故障检测程序，将实际电气参数与预期电气参数进行比较，通过详细的

PV计算精确的参考数据，以此实现光伏阵列的故障预警。文献[61]提出了一种基于 ANN算

法预测交流发电量，然后将来自光伏系统的实时趋势数据与模型的预测值进行比较，并分

析残差向量以检测异常并生成每日预测性维护警报。宋海明[62]等使用非线性状态估计、小

波变换等理论构建出设备的状态模型，根据计算出的实际数据与预测数据之间的相似度判

断设备状态，从而完成设备故障预警。Choi[63]等使用随机森林算法与过去的功率数据去预

测未来一段时间内的功率数据，当预测模型的精度大于某个MAPE（平均绝对百分比误差）

值时，会检测预测数据中存在的异常值。而常见的偏差率算法关键在于设置异常阈值，并

且对组件设备的各个性能指标偏差与阈值进行比较从而得到相应结果。假如该组件设备某
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个支路中参数误差小于一定阈值范围，则判定组件设备在该时间段的运行性能良好，反之

则出现异常需要发出预警信息。同时阈值门限也包含数值门限和比例门限[64]。

本章主要设计从偏差率的角度出发对光伏组串电流数据故障预警方案进行设计和实现。

4.2 预测模型选型

光伏组串电流的预测和第三章的输出功率的预测类似，两个参数都具有非线性非平稳

的特点，在光伏发电过程中会受到温度、湿度、辐照度等环境因素所影响。因此要求所构

建的电流预测模型也需要同第三章采用的 SVR 算法一样具有擅长处理非线性和非平稳特

征问题的能力。

电流异常的预测和识别是两个不同却密切相关的电站管理任务。两者主要区别在于所

依据的数据和目标。电流异常识别主要基于当前监测数据进行判断从而关注当前状态。电

流异常预测是基于历史数据和时序特征来进行未来趋势的预测，其主要关注未来的状态。

基于以上两点要求可以得出，构建光伏组串电流预测模型需要兼顾过去和现在的电流

数据以全面了解电流变化的变化趋势，同时针对光伏组串发电能力受气象环境影响的特点，

也不能忽视环境因素对预测结果的影响。表 4.1对几种时间序列算法的优缺点进行对比。

表 4.1 时间序列算法优缺点对比

算法名称 优点 缺点

ARMA 在一个统一框架下适用于所有时间序列。
模型形成需要基于知识的经验判定[65]且

要求原始时序数据稳定。

ARIMA
模型简单，只需要内生变量而不需要借助

其他外生变量。

要求时序数据稳定或差分后稳定，并且

本质上只能捕捉线性关系

BP
学习速率固定，非线性映射能力强，有着

柔性的网络结构。

算法收敛速度慢，结构选择不一，应用

实例与网络规模存在矛盾[66]

RNN 对具有序列特征的数据非常有效 只能记忆最近的序列，记忆性差[67]

LSTM
具有长序列依赖处理能力，设计结构可以

防止梯度消失问题
不利于并行化，效果较差[68]

表中五种时间序列模型中的 ARMA（Autoregressive Moving Average Model）和

ARIMA（Autoregressive Integrated Moving Average Model）算法属于基于统计的预测模型，

对平稳线性的时序数据预测效果更好，但是在复杂的时序应用中会有很大的局限性。由于

光伏发电会受到气象因素的影响从而呈现非平稳非线性的特性，所以该两种模型不适合光

伏组串电流的预测建模。而后三种基于神经网络的预测模型中 BP 神经网络

（Backpropagation Neural Network）虽具有自学习能力，但是算法收敛速度较慢，可能会

陷入局部最优并且网络层数有限。LSTM 模型是 RNN（Recurrent Neural Network）的一种

特殊形式，它将 RNN 中的每个隐藏单元换成了具有记忆功能的细胞，从而避免出现梯度
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消失和梯度爆炸的情况。因此在光伏组串电流故障预警模型中，选取 LSTM为基础的时间

序列模型来对光伏组串电流进行预测。

4.3 CNN-BiLSTM模型

4.3.1 LSTM模型

LSTM 是一种特殊的 RNN，其是专门设计用于处理序列数据的模型。相较于传统

RNN在结构中具有多次反向传播的特性，LSTM模型通过引入门控机制来更好地捕捉和管

理序列中的长期依赖关系[69]，缓解梯度消失或梯度爆炸等问题，改变了传统 RNN 依靠串

行计算的特性，从而提升处理序列数据时的并行处理能力和训练效率。如图 4.1 为 LSTM

基本结构示意图。

图 4.1 LSTM基本结构示意图

LSTM 模型包含一个或多个 LSTM 单元，在每个时间步上接收输入和前一时刻的隐藏

状态作为输入。每个单元由四个关键的门控单元组成：遗忘门、输入门、更新门和输出门。

（1）遗忘门：其决定了上一层网络中单元状态将哪些不重要信息遗弃。其利用ℎ�−1和

��之间的信息输出一个 0到 1的向量，向量的数值决定了��−1中信息是否留存，0表示将信

息丢弃，1表示将信息保留。遗忘门的结构和计算如图 4.2所示，式(4.1-2)所示。

图 4.2 LSTM 的遗忘门

�� = � �� ⋅ ℎ�−1, �� + �� (4.1)
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� � =
1

1 + �−� (4.2)

其中��为权重矩阵，��为偏置向量，遗忘门参数��由上一时刻输出ℎ�−1和当前时刻输

入��决定，�为 sigmod激活函数。

（2）输入门：其负责处理短期记忆，LSTM 的输入门包含了 sigmod层和 tanh层两个

重要组成部分，前者用于决定新信息添加的数量，后者则可根据前一个输出值ℎ�−1和当前

输入值x�生成一个新的当前状态向量，并将其加入到已有的状态矩阵中。输入门的结构和

计算如图 4.3所示，式(4.3-5)所示。

图 4.3 LSTM 的输入门

�� = �(�� ⋅ ℎ�−1, �� + �� (4.3)
��� = ���ℎ �� ⋅ ℎ�−1, �� + �� (4.4)

tanh � =
�� − �−�

�� − �−� (4.5)

��和�c是输入门传播到��和���时的权重，��和��是传播到��和���时的偏置，���ℎ和�是

激活函数，���表示新单元的状态。

（3）更新门：其主要结合遗忘门和输入门的数据进行输出，具体先遗忘之前决定要

遗忘的信息，而后加上新状态的添加值。如图 4.4所示为更新门的结构。
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图 4.4 LSTM 的更新门

�� = �� ∘ ��−1 + �� ∘ ��� (4.6)

其中“∘”为 Hadamard矩阵乘积运算。

（4）输出门：其主要用于控制当前时刻的隐藏状态（记忆细胞）中的信息如何被传

递到下一层或输出层。输出门由一个 sigmoid 激活函数控制，它的输入是当前时刻的隐藏

状态和当前时刻的输入。该门输出的值范围在 0 到 1之间，其中 0表示完全阻止，1 表示

完全通过。输出门的结构和计算如图 4.5所示，式(4.7-8)所示。

、

图 4.5 LSTM 的输出门

�� = �(�� ⋅ ℎ�−1, �� + �� (4.7)
ℎ� = ��∘ tanℎ �� (4.8)

其中��为权重矩阵，��为偏置向量，输出门参数��由上一时刻输出ℎ�−1和当前时刻输

入��决定。当前时刻输出ℎ�，受当前时刻状态向量��影响。

4.3.2 双向长短时记忆神经网络原理

双向长短时记忆网络（Bi-directional Long Short-Term Memory，BiLSTM）[70]是一种扩

展的 LSTM，传统 LSTM 只能捕捉到当前时刻之前的上下文信息，而 BiLSTM则通过同时
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考虑历史上下文和未来上下文，能够更全面地理解和建模序列数据。BiLSTM 通过在时间

步之间引入一个正向 LSTM和一个逆向 LSTM来实现双向建模，一个从前向后对输入序列

中提取长期依赖特征，一个从后向前对输入序列中提取长期依赖特征[71-73]，其具有向过去

和未来进行递归和反馈的能力。训练阶段中正向和逆向 LSTM 分别处理输入序列并将它们

的隐藏状态拼接在一起，从而作为输入传递给后续层或用于任务的输出。预测阶段中正向

和逆向 LSTM分别处理输入序列并将它们的隐藏状态拼接在一起，从而进行各种预测任务。

图 4.6 BiLSTM 网络结构图

如图 4.6 所示为 BiLSTM 网络结构图，其中 x 和 y 表示输入和输出，L 表示隐藏层的

神经元状态。模型在计算过程中包含前向层和反向层的并行运算，两个层分别处理输入序

列的正向和反向信息，处理完成后两个层的输出会在每个时间步中合并，从而为模型提供

了完整的上下文信息。而后合并信息可以被用来进行各种下游任务，如分类、回归或序列

生成。对于分类任务，通常会在这个特征表示上应用一个或多个全连接层，以学习并提取

更高级别的抽象特征，并最终输出分类结果。

总的来说，针对时序类问题，BiLSTM 对于处理同时包含两个时间步长的数据信息具

有较强的能力。因此可以通过充分挖掘数据之间时序上的联系以达到更好预测数据的效果。

4.3.3 卷积神经网络原理

卷积神经网络（Convolutional Neural Networks，CNN）[74]属于前馈神经网络，与传统

的全连接神经网络不同，CNN通过在输入数据上应用卷积操作来提取局部特征，并通过训

练过程自动学习这些卷积操作的参数。该网络凭借其优秀的非线性拟合能力和特征提取能

力，能构有效提取二维图像和高维数据的能力，已经被广泛应用到诸多领域中[75]，可用于

解决一些复杂的预测问题。该模型主要特点是权值共享和局部连接。由于同一个卷积核在

不同位置上的权值是相同的，从而可以大大减少模型参数。而卷积层中每个卷积核只与输

入数据的一部分进行卷积运算，而不是与整个输入数据进行卷积运算，从而使其具有提取
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数据特征、降低模型复杂度[76]和内存消耗等优势。因此本章结合卷积神经网络搭建光伏组

串电流预测模型。其具体流程如图 4.7所示。

图 4.7 卷积神经网络结构图

（1）卷积层

卷积层通过卷积操作提取特征，每个卷积层通常包括多个卷积核，每个卷积核对输入

数据进行卷积运算，得到一个特征图。同时卷积核自带纠正线性单元（Rectified Linear

Unit，ReLU）作为激活函数[77,78]来完成非线性计算。卷积神经网络中，卷积层内的神经元

只能与上一层的一部分神经元相互连接，形成了一种稀疏连接结构。卷积层中权重参数和

偏置参数共同塑造了神经元之间的连接关系和网络的输出行为。权重参数决定了输入数据

与卷积核之间的线性组合方式。偏置参数则为每个卷积核的输出增加了一个可学习的常数

项，允许模型在没有输入或者输入很小时也能产生非零的激活，从而提供了输出的灵活性

和调整空间。卷积层性能由卷积核个数与大小、移动步长等共同决定。

��
� = �

�=1

�

��
�−1� ∗ ���

� + ��
� (4.9)

���� � = ��� 0, � (4.10)

其中��
�为第 l层的第 j个特征映射输出，f为激活函数，s为输入特征映射数量；��

�−1为

第 l-1层的第 j个映射向量，���
� 为可训练的卷积核，��

�为偏置[79]。

（2）池化层

池化层的主要功能是通过降采样来减少特征图的尺寸，增强模型的鲁棒性和特征提取

能力。常用的池化操作包括最大池化和平均池化，它们分别取局部区域中的最大值和平均

值作为输出。本章采用最大池化对区域内特征点提取最大值，即提取最明显的特征，该方

法适合提取区域内的详细信息。其具体操作如图 4.8所示。
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图 4.8 最大池化操作示意图

（3）全连接层

全连接层主要是通过将特征映射到一个高维特征空间中，再通过 softmax 函数进行分

类或回归。在训练过程中，通常采用反向传播算法来更新网络参数，以最小化损失函数。

在回归任务中，全连接层的输出结果可以是一个连续值，如位置坐标、物体大小等。通过

调整权重矩阵和偏置项，全连接层可以学习到输入特征与回归结果之间的关系。

（4）输出层

输出层的作用是对前面层级中提取到的特征进行最终的分类、回归或其他预测任务。

本章在 BiLSTM模型的基础上加入 CNN模型，其主要利用 CNN的特征提取能力，在

构建预测模型过程中从原始的电流数据中提取出有效的特征，从而对数据信息进行深度挖

掘。并且通过参数共享和稀疏连接来减少模型的参数数量，提高了模型的效率和泛化能力。

4.4 基于 CNN-BiLSTM组合光伏组串电流预测模型的实现

图 4.9为一种基于 CNN-BiLSTM的光伏组串电流预测流程图。在该组合模型中，首先

采用一维卷积层对输入进行特征提取。然后提取后的特征将会输入至池化层，池化层采用

最大池化法对区域网格中最大的数据作为输出从而起到特征压缩作用。随后将 CNN 提取

的特征通过 Dropout 层按照时间步长传输到单层 BiLSTM网络中，通过网络中独特的门控

单元来提取数据中的时序关系并学习和建立一种双向时间上的拟合关系。最后数据通过

Dropout层连接全连接层并通过全连接层对加强数据特征，输出模型的预测结果。

CNN-BiLSTM模型训练流程：

（1）将数据集进行归一化处理，并按照 8:2的比例划分为训练集和测试集；

（2）设置 CNN-BiLSTM网络模型的初始化参数，设置迭代次数。

（3）训练 CNN-BiLSTM网络模型，循环执行以下步骤直到收敛或达到最大迭代次数：

首先将训练数据输入 CNN-BiLSTM 进行前向传播，计算预测值。然后计算损失函数 Loss

并且反向传播计算梯度。在根据梯度和学习率更新网络参数。最后检查是否满足收敛条件，

如果不满足则继续迭代，否则停止训练。

（4）最后将测试集输入 CNN-BiLSTM进行前向传播预测，得到电流预测结果。
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图 4.9 CNN-BiLSTM预测流程图

4.5 实验测试与结果分析

4.5.1 数据预处理

本章依旧以上文提到的江苏某 1490KW 光伏电站为例，采用的数据是系统提供的

2023 年 1 月 1 日到 2023 年 12 月 31 日的历史数据。光伏组串电流预测的数据集中包含的

属性为温度、辐照度、湿度以及对应时刻的光伏组串电流。具体时间范围同第三章一样选

取白天 7点到晚上 7 点的数据，一天共 144个采样点，并且对数据进行预处理。具体数据

一共 22530 组。为了验证 CNN-BiLSTM 模型在不同天气情况下的预测精度，从历史数据

中筛选晴天、阴天和雨天的数据集进行分别训练。
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4.5.2 模型评估指标

本章选用第三章所提到的平均绝对误差（MAE），均方根误差（RMSE）和复判定系

数（R2）验证预测模型的有效性。

4.5.3 模型初始化

本章基于 CNN-BiLSTM 的光伏组串电流预测模型使用 CNN对数据进行空间特征信息

提取，使用 BiLSTM 提取数据的时间特征信息，集成 CNN 特征提取的优点与 BiLSTM 能

够彻底挖掘数据时序特征的优点，使两者互补，实现预测精准度的提升。模型每次输入四

个时刻的数据，预测下一时刻的数据。表 4.2表示模型主要参数的初始化设置。

表 4.2 预测模型参数设置

模型 参数类型 参数设置

CNN-BiLSTM

CNN 1维卷积

卷积核 2

滤波器数 32

BiLSTM 1层

优化器 Adam

迭代次数 500

学习率 0.005

激活函数 Relu

损失函数 MSE

本章采取 Adam 作为模型的优化器。其能够自动调整学习率，适应不同参数的变化情

况，提高模型的收敛速度和稳定性。此外，Adam 也对学习率进行了偏差修正，使得初始

阶段的学习率较大从而有利于快速收敛，后续逐渐减小从而有利于精细调整。本章模型采

用 Dropout 层来防止过拟合。在模型训练时，每层后面均会添加一个 Dropout 层，对应参

数值设置为 0.25。Dropout 层会广泛应用于每个隐藏阶段，并且在每次前向传播和后向传

播时，以一定概率随机失活一些节点，并进行参数更新，从而提高模型的泛化能力和稳定

性。

4.5.4 实验仿真和分析

为验证本文提出 CNN-BiLSTM 预测算法的有效性，仿真实验同第三章均在

PyCharm2022.1.1 和 Python3.8 的环境下进行，并将 CNN-BiLSTM 与 LSTM[80]和 CNN-

LSTM 预测模型作为实验对照组，并且分别选取 2023 年 9 月 6 日、2023 年 5 月 17 日和

2023 年 7月 14 日作为晴天、阴天和雨天的预测日，观察预测模型是否可以准确预测不同

天气情况下电流运行状态，从而更好验证模型的准确性。预测结果及误差如下图所示。

（1）晴天预测结果分析
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如图 4.10所示为晴天情况三种模型的预测结果。通过观察图中的预测曲线，从可以直

观得出三种模型在晴天的条件下预测结果较好，预测曲线和实际值重合程度高。说明三种

模型受到晴天的环境因素影响小，晴天的环境特点使得数据预测更具有规律性。其中

CNN-BiLSTM模型与实际值更为接近，说明该模型表现出更高的预测准确性。

图 4.10 晴天情况三种模型的预测结果（2023/09/06）
表 4.3 晴天情况三种模型的评价指标

预测模型 MAE RMSE R2

LSTM 0.347 0.423 0.9313

CNN-LSTM 0.281 0.363 0.9601

CNN-BiLSTM 0.268 0.331 0.9766

上表 4.3 所示为晴天情况三种模型的评价指标。首先对于 MAE 指标，CNN-BiLSTM

模型具有最小的预测误差，CNN-BiLSTM 相较于 LSTM、CNN-LSTM 分别减少了 22.7%

和 4.6%的误差。针对 RMSE指标来说，CNN-BiLSTM 模型的预测误差值也是最小的，误

差分别比 LSTM、CNN-LSTM 减少了 21.7%和 8.8%。最后 CNN-BiLSTM 模型计算得出的

指标 R2相较另外两种模型更大，指标值为 0.9766。因此可以得出 CNN-BiLSTM 在晴天情

况下的预测精度更为卓越。

（2）阴天预测结果分析

如图 4.11所示为阴天情况三种模型的预测结果，仅从网关实时上传的电流真实值曲线

可以看出阴天情况相较于晴天情况组串电流受环境影响起伏较大，从普通的 LSTM模型预

测曲线看出单一模型面对该天气情况存在较大误差。而 CNN-BiLSTM 预测模型在阴天情

况下相较于另外两种模型更接近组串电流的真实值。
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图 4.11 阴天情况三种模型的预测结果（2023/05/17）
表 4.4 阴天情况三种模型的评价指标

预测模型 MAE RMSE R2

LSTM 0.684 0.912 0.8460

CNN-LSTM 0.511 0.721 0.8974

CNN-BiLSTM 0.393 0.475 0.9352

表 4.4 所示为阴天情况三种模型的评价指标。针对 MAE 指标来说，CNN-BiLSTM 预

测模型相较于另外两种模型指标值最小，CNN-BiLSTM 和 LSTM、CNN-LSTM 相比分别

减少了 42.5%和 23.1%的误差。针对 RMSE指标来说，误差分别比 LSTM、CNN-LSTM减

少了 47.9%和 34.1%。因此在阴天情况下三种模型中较为突出的还是 CNN-BiLSTM，并且

两中组合模型比 LSTM单一模型具有更小的预测误差。

（3）雨天预测结果分析

如图 4.12所示为雨天情况三种模型的预测结果，雨天天气下太阳辐射会被云层吸收，

整个光照时间会比晴天短。组串电流值较低并且波动更密集，部分波形会受到雨量影响。

由下图可以得出雨天情况下，LSTM 和 CNN-LSTM 模型的预测曲线波动较大，而组合模

型 CNN-BiLSTM在预测过程中与真实值较为接近。
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图 4.12 雨天情况三种模型的预测结果（2023/07/14）
表 4.5 雨天情况三种模型的评价指标

预测模型 MAE RMSE R2

LSTM 0.567 0.730 0.8544

CNN-LSTM 0.442 0.573 0.9152

CNN-BiLSTM 0.361 0.458 0.9403

如表 4.5所示为雨天情况三种模型的评价指标。通过上表可以看出采用 CNN-BiLSTM

模型所得到的MAE和 RMSE两个指标值相较于另外两种单一模型最小，R2最大且达到了

0.9403。针对 MAE 指标来说，CNN-BiLSTM 和 LSTM、CNN-LSTM 相比分别减少了

36.3%和 18.3%的误差。针对 RMSE 指标来说，误差分别比 LSTM、CNN-LSTM 减少了

37.2%和 20.1%。因此可以得出雨天情况下 CNN-BiLSTM预测模型具有较好的预测精度。

通过以上三种不同天气情况下的预测误差汇总分析可知，在光伏组串电流预测方面，

CNN-BiLSTM模型展现出了良好的表现，预测误差较小，并且具有强大的高维特征提取能

力和对时间序列良好的预测能力，体现光伏系统中组串电流的运行过程中的内在联系与规

律。本章对电流异常的判断是结合性能指标偏差与预置的门限参数比较而得出的，根据上

述三种天气情况的预测可发现当前预测模型对不同天气状态预测能力较好，对不同天气状

况所带来的误差影响在可接受范围内可忽略，所以本章采用的基于 CNN-BiLSTM 的预测

模型构建不需要根据天气情况划分模型来进行分别预测。
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4.6 故障预警规则制定与实例验证

4.6.1 偏差率

光伏组串电流数据的预测模型是在组件稳定运行的前提下建立的，上文在晴天、阴天

和雨天三种不同天气情况下构建的模型预测中可以发现，当组件处于正常工作状态下，智

能网关采集上来的电流实际值和模型的预测值误差很小。因此可以通过对两个值的比较来

展现出组串电流的异常趋势，从而能对光伏组件发生故障前实时预警。本章提出一种光伏

组串电流的偏差率指标 dev。公示(4.11)如下：

��� =
����� − �mod�l

�model (4.11)

公式中�����是模型输出的光伏组串电流预测值，�����是通过光伏逆变器采集的实际值。

当被预测的组件处于正常运行状态时，假如模型预测能力精确稳定，预测值和实际值

的预测误差越小，计算出来的偏差率指标也会很低。而当所预测的组件处于异常运行状态

时，其实际值与预测值之间的差异会更加明显，并且偏差率指标会显著上升，此时需要实

时上报故障预警。下图 4.13、图 4.14、图 4.15依次对上文的三种天气情况下的预测值进行

偏差率计算和分析。

图 4.13 正常组件晴天偏差率
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图 4.14 正常组件阴天偏差率

图 4.15 正常组件雨天偏差率

根据三种情况下的偏差率曲线图可以发现，偏差率曲线在早上 9点前和傍晚 5点后抖

动严重，在这两段时间模型预测误差较大，偏差率甚至会达到 0.6 到 0.8 之间。而偏差率

曲线在 9 点到傍晚 5点之间趋于稳定，偏差率在晴天情况下基本可以稳定在 0.2 以下，在

阴天和雨天情况下偶尔会波动到 0.2 到 0.4 之间。这种毛刺现象的发生基本是由于环境因

素的波动引起偏差率曲线出现起伏，然而这种波动很快会下降至 0.2 以下并且重新趋于稳

定。所以先设定具体预警规则的适用时间范围在每日的早上 9点到傍晚 5点之间，这一段

时间是光伏组件的主要发电时间段，而其余时间段模型预测效果不好并且发电量少，因此

忽略对于光伏组件异常电流的判断。
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上文提到传统偏差率算法核心思想是将设备内部不同的性能指标和预先设置的的阈值

参数进行比较，根据比较结果做出相应的预警判断。经上图分析设定偏差率等于 0.2为一

级故障预警阈值，等于 0.4 为二级故障预警阈值。若低于阈值则为正常，超出则为异常。

图 4.16为故障预警的阈值示意图。

图 4.16 故障预警阈值图

但是如果云平台计算出来的组串电流偏差率一旦超过预警阈值就进行预警推送，就会

忽略到上文提到的气象条件带来的毛刺影响，恶劣天气情况下的环境因素很可能会对正常

组件的偏差率带来毛刺抖动的影响，甚至会超过设定的二级故障预警阈值，所以显然一超

过预警阈值就进行推送的方案不可取，需要更进一步改进。

4.6.2 滑动窗口优化

滑动窗口方法可用于对时间序列数据进行分析。在进行某一段电流分析时，滑动窗口

可以将整个时间序列分割成多个固定大小的窗口，并在每个窗口内进行特征提取和分析。

这种方法可以有效地捕捉电流数据的局部模式和变化趋势。滑动窗口的优势在于它能够处

理连续、时变的电流数据，并充分利用时间上的相关性。

滑动窗口主要由窗口大小和步长这两个属性组成，每次确定窗口长度大小后，会向后

滑动一个步长的长度后，再次划分出新的窗口，同一条电流信息可能会出现在多个窗口内。

如图 4.17所示，滑动窗口大小为 3，步长为 1，则长度为 6 的电流序列可以划分为 4组序

列，即{��1, ��2, ��3, ��4}。
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图 4.17 滑动窗口原理图

系统中智能网关每间隔 5分钟会将光伏逆变器检测到的各个支路的组件的组串电流数

据。因此偏差率计算的间隔时间也设为 5分钟。但上文提到组串电流偏差率不能一超过预

警阈值就进行预警推送，所以基于滑动窗口思想进行优化，将包含当前时刻在内的前 1小

时的电流数据作为一组序列，由于每隔 5 分钟计算因此一个窗口有 12 组序列数据。每个

支路的组件的组串电流偏差率计算完都会存入到数据库中。

当某一时刻窗口内的 12组电流序列的偏差率均超过 0.2时则进行一级故障预警，偏差

率均超过 0.4 时则进行二级故障预警。这一优化能极大程度解决因为某一时刻的气象条件

引起的毛刺抖动所造成的误警率。由于预警规则的适用时间范围从每日的早上 9点开始，

即真正滑动窗口计算偏差率从每日 10点开始。

4.6.3 实例验证

为了直观的验证本设计的可靠性，下表统计 2023年 1月 1日到 2023年 12 月 31日智

能网关所实时监测到的 12台光伏逆变器对各个支路的所有报警信息，如表 4.6所示。

表 4.6 故障内容和出现次数统计表

故障内容 出现次数

设备异常网络离线 25

PV绝缘故障 8

PV接地故障 36

无电网 21

直接母线不均压 5

组串过流 23

直流过压 51

选取 PV绝缘故障、PV接地故障、直接母线不均压、组串过流、直流过压五种与光伏

组件有关的 123次报警信息，筛选各支路中处于正常运行状态的组件作为该支路的参照物，
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采用该组件 2023年 1至 12月的组串电流数据作为训练集，构建该支路组串电流预测模型，

预测上述选取的各类组件故障至故障前 1个月的组串电流并与实际电流计算得到偏差率。

下图 4.18和图 4.19展示光伏阵列第 3支路电流在 11月 15日发生 PV接地故障报警前的预

警偏差率曲线。

图 4.18 故障周期内预警偏差率曲线

图 4.19 11月 14日预警偏差率曲线

通过实例分析，上图显示出逆变器在 11月 15 日发出正式的报警信息，15 日和 18 日

的偏差率基本在 0.6到 0.8之间。12日和 13日的偏差率除去清晨和傍晚预测的偏差率波动

之外，其余的光伏出力的时间段基本在 0到 0.2 之间。11月 14 号偏差率抖动上升，在 12

点 40 分时达到了一级推送的标准，每间隔 5 分钟进行预测即 11点 40 分到 12 点 40 分之

间的 12个预测点偏差率均超过了 0.2。在 14 点 15 分时达到了二级推送的标准，每间隔 5

分钟进行预测即 11点 15分到 12点 40分之间的 12个预测点偏差率均超过了 0.4。而后 11
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月 15 日和 16 日的偏差率基本在 0.6 到 0.8 之间。光伏逆变器在 11 月 15 日发出正式的报

警信息。因此针对光伏阵列第 3路电流的实验成功预警，证明了该预警方案在实际应用中

的实用性。

对上文提到总共与光伏组件有关的 123次报警信息进行预警检验。具体如表 4.7所示。

表 4.7 检验预警率

故障内容 出现次数 二级预警次数 二级预警率

PV绝缘故障 8 6 75%

PV接地故障 36 34 94.44%

直流母线不均压 5 5 100%

组串过流 23 22 95.65%

直流过压 51 48 94.11%

根据表中数据得出 PV接地故障、组串过流和直流过压三种故障情况的预警率都超过

了 90%，说明这两种故障与组串电流的偏离率有极大关系。PV 绝缘故障和直流母线不均

压两种情况由于样本出现次数过少，参考价值不大。因此可以得出在与光伏组串电流有关

的故障内容中，PV 接地故障、组串过流和直流过压等故障内容可以通过本章设计的预测

组串电流计算偏差率的方案做到提前预警，在实际应用中具有较高的预警率，从而能在组

件故障真正发生前起到预测异常趋势的作用。

4.7 本章小结

本章针对光伏组串电流的时序特征和发电过程中受到气象条件表现而产生的不确定性，

提出一种基于 CNN-BiLSTM 的组合模型进行电流预测，从空间和时间角度对数据进行特

征提取，进而提高组串电流的预测精度。并分别采用 LSTM、CNN-LSTM、CNN-BiLSTM

模型在晴天、阴天和雨天种天气类型下进行组串电流的预测对比。然后构建 CNN-BiLSTM

的电流预测模型，通过比较网关实时上报的实际值与模型分析的预测值从而计算出电流偏

差率，通过对偏差率设定阈值结合滑动窗口的方法进行电流异常的预警。最后通过测试实

验得到该方法在与光伏组串电流有关的故障内容中能起到良好的预警效果，在报警信息上

报之前就能帮助运维人员及时发现电流异常，进行预测性的维护工作。
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第 5章 总结与展望

5.1 总结

本文研究了光伏电站运维系统发展现状和运维过程中遇到的技术问题和需求痛点，设

计了一种结合物联网和机器学习的分布式光伏远程运维系统。该系统具有实时推送、远程

升级、清洁决策以及故障报警等多种功能。为了解决以上提到的问题，本文提出了一种基

于改进 GS 的 SVR 的清洁决策方案，以及提出了一种基于 CNN-BiLSTM 的光伏组件故障

预警方案。本文的主要工作如下：

（1）本文设计并实现了一个分布式光伏电站远程运维系统。硬件部分主要采用以

Air724UG 为内核的通信模块来对光伏逆变器为核心的多个设备端进行实时的数据交互。

后端组件根据功能和数据特点选用MySQL、RabbitMQ、Redis和 Nacos等作为后端中间件，

并且通过容器化部署保证系统响应速度和容灾能力。业务云平台主要采取微服务架构，设

计了远程升级服务、实时推送服务、常规业务服务和数据分析服务等各类服务。远程升级

采用 Fork-join框架进行并行处理优化服务响应时间。实时推送服务在消息队列中间件上进

行改进，保证了数据推送的实时性和完整性。后台将光伏设备关键参数和环境参数数据传

输给Web端交互并展示，同时可以通过微信小程序和发送短信等方式向运维人员发起故障

报警、故障预警和清洁提醒等信息，进而以便于实现实时监控和远程操作的功能。最终，

实现了一个稳定可靠、功能完备的分布式光伏电站远程运维系统。

（2）针对现如今大部分分布式光伏电站清洁周期往往基于估计或静态设置，并且无

法对组件表面积灰程度量化分析的问题，本文提出一种光伏无积灰理想发电量算法思想并

且筛选电站历史清洁周期内的功率数据作为不受积灰影响的功率数据，然后通过实际功率

来计算组件发电能力从而分析积灰带来的影响，根据实际发电量来计算日发电量损耗值并

与清洁成本对比来动态确认电站清洁周期。本文具体研究了温度、湿度、辐照度等气象因

素对光伏输出功率的影响，为后台分析算法提供了理论依据，并且通过相关性分析选择合

适的气象因素作为输入。接着构造数据集使用 SVR 算法来训练无积灰功率模型。针对

SVR模型参数寻优过程中的敏感问题，设计改进的 GS来进行优化，从而大幅提高模型泛

化能力和预测精度，并且减少了预测时间。

（3）针对现如今光伏预警功能薄弱，更多靠实时报警获取故障信息并且无法预防或

减轻潜在的风险等问题，本文以电流偏差率的角度出发，设计并实现了一种基于 CNN-

BiLSTM 的组串电流预测模型来进行故障预警。然后对晴天、阴天、雨天三种天气情况进

行光伏组串电流的预测，该算法在预测的精度上高于 LSTM、和 CNN-BiLSTM。最后根据

偏差率指标和滑动窗口优化等方法建立报警规则，实现光伏组件的故障预警。
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5.2 展望

本文分析了光伏运维系统的现有不足，并且从完善光伏清洁和故障预警的角度出发，

结合物联网、微服务和机器学习等多种技术，设计了一个功能完善的分布式光伏运维系统。

但是由于本人水平有限，论文研究仍然存在一些不足，后续希望可以进行一下改善：

（1）目前的光伏运维系统中由于实际成本的限制，尚未部署后台监控系统去监控各

个中间件的运行情况，因此整个系统的稳定性有待提升。后续系统迭代过程中可以部署

Zabbix等监控环境来保证服务器系统的安全运行。

（2）本文清洁决策在最初提出无积灰理想发电量的概念过程中将最佳清洁效果周期

设定为 3天，该周期设定还可以继续考究，不同地区环境因素不同，因此周期设定应具有

差异性，后续需要加强实验证明。而且本文是采用改进的 GS优化 SVR算法来建立无积灰

功率模型，由于 SVR 算法存在内存占用高，运行时间长等缺点，后续可以考虑不同深度

学习算法建立模型进行性能比较。

（3）目前对于光伏运维系统的预警部分，无论是离散率分析还是偏差率分析，很多

异常判断实质都是对光伏组串电流值的异常检测。但是光伏逆变器上报的故障信息种类众

多，本文设计的故障预警方案能在与光伏组串电流有一定关系的故障内容类别进行提前预

警，但是其他故障类型适用程度不高。对此后续可以从其他指标去考虑其他故障信息的预

警方案。
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